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Resumen

El tiempo de estancia hospitalario conocido en la literatura como length of stay (LOS) es
una variable fundamental en la administracion hospitalaria debido a su impacto en la
eficiencia de los recursos. Es por esto que su modelado y prediccion han sido temas de
interés de investigadores durante las Ultimas décadas. Adicionalmente, las caracteristicas
de su distribucion, sesgada y de valores positivos, se reflejan en diferentes fendmenos,
razén por la cual los trabajos desarrollados sobre la prediccién de esta variable pueden
ser replicable en diversos problemas. Aunque se han utilizado diferentes técnicas para la
prediccion de LOS, sigue existiendo una falencia en la exploracidn de técnicas que tengan
en cuenta las caracteristicas anteriormente mencionadas. Dado este escenario, en el
presente trabajo se desarrolld la metodologia de Arboles de Modelos GAMLSS (AMG),
en la cual se utilizan los modelos aditivos generalizados de localizacion, forma y escala
(GAMLSS) y se incorpora un procedimiento de seleccion de modelos dentro de varios
candidatos que se generan. La metodologia se aplica en tres casos de estudio con
diferentes caracteristicas, comparandola, con otras técnicas que fueron seleccionadas de
acuerdo a la revision de la literatura, posteriormente se realiza una validacion de la
metodologia con base en la simulacion de dos escenarios planteados.

Dentro de los principales logros de la investigacion se encuentran: el disefio e
implementacion en software de una metodologia que facilita la generacion y seleccion de
modelos de prediccidn de variables continuas, la inclusion del criterio de informacién de
Akaike (AIC) como metrica para comparar y seleccionar modelos, lo que permite dar un
enfoque basado en la bondad de ajuste y no solo en la disminucion de residuales como la
mayoria de las técnicas actuales; otro logro es la mejora encontrada en algunas de las
métricas con la que se miden los modelos generados, con respecto a otras técnicas con las
que se compar0. Finalmente, se destaca la creacion de una estructura de modelos nuevos
que se basa en un arbol de decision y un modelo GAMLSS en cada nodo, que permite
modelar fendbmenos en los que se puede encontrar subgrupos de observaciones
provenientes de distribuciones diferentes.
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Glosario

Técnica: Es un conjunto de supuestos y caracteristicas que definen cierta estructura que
puede tomar un modelo para representar la relacion entre una variable respuesta y sus
covariables.

Metodologia: Es un conjunto de procedimientos que permite encontrar generar y
seleccionar un modelo adecuado para representar ciertas relaciones entre variables para
un caso especifico.

Modelo: Es una representacion parcial de la estructura de un problema. En el caso de
modelos de prediccidn se busca representar la relacion entre las covariables para
explicar una variable respuesta.

Cubista: Es una técnica en la que la estructura de los modelos esté definida por un &rbol
de decision bajo el algoritmo M5 y en cada nodo una regresion lineal maltiple.

Desempefio: EI desempefio de un modelo es la capacidad de éste para representar la
realidad adecuadamente, generalmente se definen indicadores para medir la idoneidad
del modelo, algunos se enfocan en la disminucidn de residuales, mientras que otros se
enfocan en la bondad de ajuste y penalizacion por complejidad.
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1. Introduccioén

Los hospitales se ven obligados continuamente a disefiar estrategias que les permitan, en
primer lugar, ser mas eficientes con el uso de sus recursos, ya que los gastos han ido
incrementando debido al envejecimiento de la poblacién, uso de tecnologia médica
costosa y a la naturaleza de las enfermedades actuales (Weir, D’Entremont, Stalker, Kurji,
& Robinson, 2009); en segundo lugar, ser mas efectivos con los servicios brindados,
debido al aumento en la presion por parte de entidades regulatorias y usuarios cada vez
maés exigentes (H. C. Liu, 2013); en tercer lugar, mejorar la experiencia del cliente dado
gue es una ventaja competitiva y factor de éxito critico (\Vaish, Vaish, Vaishya, & Bhawal,
2016). Estas estrategias frecuentemente se disefian sin tener informacion que las soporte,
estdn basadas en la intuicion de los directivos, disminuyendo la probabilidad de que
tengan éxito (Weir et al., 2009). Es por esto por lo que se hace indispensable desarrollar
estrategias soportadas por la informacion disponible en los hospitales.

La eficiencia en el uso de los recursos es uno de los objetivos mas importantes en la
literatura de administracion hospitalaria (Al Taleb, Abul Hasanat, & Khan, 2017; Barnes,
Hamrock, Toerper, Siddiqui, & Levin, 2016; Nouaouri, Samet, & Allaoui, 2015;
Turgeman, May, & Sciulli, 2017). Para alcanzar este objetivo los hospitales utilizan
diversas estrategias, entre ellas programar adecuadamente las cirugias y otros servicios
prorrogables que generaran hospitalizacion, de tal manera, que los recursos no estén
subutilizados pero que tampoco sean insuficientes para atender la demanda (Azari, 2015;
Barnes et al., 2016; Gustafson, 1968). Este problema ha sido abordado por diferentes
estudios por medio de la prediccion del LOS (Al Taleb et al., 2017; Barnes et al., 2016;
Nouaouri et al., 2015; Turgeman et al., 2017). Otra estrategia que se plantea
continuamente dentro de los hospitales es la disminucién del LOS debido al impacto que
tiene en los costos de atencién de los pacientes (Awad, Bader—EI-Den, & McNicholas,
2017; V. Liu, Kipnis, Gould, & Escobar, 2010; Widyastuti, Stenseth, Wahba, Pleym, &
Videm, 2012). Para lograr esta disminucion es fundamental identificar las causas y por
otro lado las caracteristicas de las personas, que influyen tanto positiva como
negativamente en el LOS, y de esta manera facilitar las acciones encaminadas a
disminuirlo (V. Liu et al., 2010; Turgeman et al., 2017; Widyastuti et al., 2012).

Desde otra perspectiva, para lograr el objetivo de mejorar la efectividad en los servicios
médicos prestados, las entidades implementan la estrategia de monitorear
preventivamente que la capacidad de personal, de espacio e instalaciones, en sus unidad
de emergencias no se desborde, ya que esto podria ocasionar un aumento de la
probabilidad de que la condicién de un paciente se agrave (Azari, 2015; Golmohammadi,
2016). El LOS también ha sido utilizado para mejorar la efectividad de los servicios
médicos al utilizarlo para la generacion de alertas sobre posibles complicaciones o
cambios en las condiciones de paciente, que permiten enfocarse en la atencion prioritaria
a algunos pacientes (Awad et al., 2017; Azari, Janeja, & Mohseni, 2012), ya que cuando
el tiempo real de un paciente ha superado el tiempo estimado con una diferencia
significativa, se debe a que el paciente sufrié alguna complicacidn o existen ineficiencias
en la atencién prestada (Barnes et al., 2016).
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El tercer objetivo que tienen las instituciones de salud para lograr el éxito, es la mejora
en la satisfaccidn de sus usuarios (Vaish et al., 2016). Algunos autores coinciden en que
el tiempo de espera juega un rol fundamental en dicha satisfaccion, no solo por la cantidad
de tiempo de espera sino por el hecho de ser informado de dicho tiempo (Carter & Potts,
2014). Se afirma que: “La percepcion del tiempo de esperay lainformacion sobre este tiempo
influyé en la satisfaccion de los usuarios” (Fontova-Almato, Juvinya-Canal, & Suner-Soler,
2015). Otros estudios también han encontrado evidencia de los efectos negativos que
tiene la incertidumbre en el contexto de pacientes hospitalizados, ya que es un factor que
estd correlacionado positivamente con la ansiedad (Pahlevan Sharif, 2017). Esto
evidencia que es fundamental tener una prediccion acertada del LOS para poder
informar a los pacientes y lograr una mejora en su satisfaccion con la atencion prestada.

En los tres objetivos mencionados anteriormente y las estrategias para lograrlo, se
evidencia la importancia de la prediccién del LOS y por qué esta variable ha sido el interés
de muchos estudios en literatura relacionada con la administracion en salud (Azari et al.,
2012; Barnes et al., 2016; Cai et al., 2016; Nouaouri et al., 2015; Perez, Chan, & Dennis,
2006; Pilotto et al., 2016; Widyastuti et al., 2012). EI LOS es medido restando la fecha
de egreso de la fecha registrada de ingreso al hospital, midiendo un episodio individual
de hospitalizacion (Turgeman et al., 2017). La mayor parte de los estudios se enfocan en
predecir el tiempo en el momento del ingreso, con la informacidn disponible en ese punto
(Azarietal., 2012; Perez et al., 2006; Turgeman et al., 2017), sin embargo tambiéen existen
estudios que han estudiado el problema de predecir el LOS, no solo en el inicio de la
estancia, sino actualizando esta prediccidon a medida que se registran eventos que permitan
ajustarla (Barnes et al., 2016; Cai et al., 2016).

El problema de predecir el LOS no ha sido investigado Unicamente por su impacto en la
administracion hospitalaria, sino también por el interés que despierta su modelamiento y
prediccion en el contexto académico, debido a las caracteristicas y la complejidad que
estas conllevan (Turgeman et al., 2017). Una de las caracteristicas que hace dificil el
modelamiento de esta variable es que su distribucion es altamente asimétrica, por lo cual
limita el uso de algunos modelos a causa de sus supuestos, por ejemplo modelos de
regresion lineal qué han sido foco de criticas de algunos investigadores (Carter & Potts,
2014; Faddy, Graves, & Pettitt, 2009). Otra caracteristica es que existen muchas variables
predictoras que pueden influir en el LOS, razén por la cual, las técnicas utilizadas deben
tener componentes claros de seleccion de variables. Estas razones han conseguido que la
literatura relacionada con la prediccion de LOS se enfoque en la exploracion vy
comparacion de técnicas (Tanuja, Acharya, & Shailesh, 2011; Turgeman et al., 2017;
Verburg, De Keizer, De Jonge, & Peek, 2014). Se identifican dos oportunidades en esta
area de estudio, la primera es la no existencia de acuerdos en la literatura relacionados
con la idoneidad de alguna de las técnicas exploradas, que hacen que el disefio de nuevas
técnicas, sea un area de vigente interés. La segunda oportunidad se presenta con relacion
a la seleccion de los modelos que una técnica puede generar, ya que este no ha sido un
tema que se haya abordado con profundidad.

Otro aspecto importante en la prediccion del LOS es la dificultad en la generalizacion o
extrapolacién de los modelos, debido a que, segun las caracteristicas del pais, ciudad o
region, éste puede cambiar. En primer lugar, por la informacion disponible, ya que cada
hospital puede llevar en sus registros informacion diferentes, de acuerdo con sus
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necesidades y regulaciones. En segundo lugar, por las caracteristicas de la poblacion, ya
que la influencia de una variable puede ser diferente en poblaciones distintas. En tercer
lugar, por la existencia de regulaciones, que pueden influir en LOS y que son dificiles de
detectar y controlar en este tipo de estudios, como por ejemplo regulaciones que le exijan
a un hospital cumplir con unos parametros minimos de atencion o cumplir ciertas
condiciones para autorizar el egreso del paciente. Dado esto algunos autores mencionan
la necesidad de que las investigaciones hagan un énfasis en la metodologia con la que se
obtiene el modelo para que sea replicable en diferentes contextos (Awad et al., 2017,
Perez C., Marquez G., Acosta M., & Mezura M., 2017).

Dentro de las técnicas que se han usado para modelar el LOS se resalta la técnica cubista.
Esta técnica se compone de un arbol de decision y en cada nodo final se ajusta una
regresion lineal (Kuhn & Johnson, 2013). La técnica cubista presenta caracteristicas
interesantes en el contexto de prediccién del LOS, ya que ha mostrado un mejor MAE
comparada con otras técnicas (Turgeman et al., 2017). Ademas sintetiza aprendizajes de
investigaciones anteriores al utilizar dos de las técnicas mas comunes en la literatura,
regresion lineal y arboles de decisidon. Sin embargo, es una técnica nueva que tiene
muchas variantes por estudiar.

En la presente investigacion se reconoce la necesidad de explorar algunas alternativas a
las técnicas, que como la cubista hayan tenido buenos resultados, utilizando el
conocimiento que ellas recogen, y buscando mejorar su desempefio, ademas de ampliar
el espectro de problemas para los que se puede aplicar.

En lo que resta del documento se presenta, en la seccion 2 los objetivos de la
investigacion, en la seccién 3 se presenta la revision de la literatura que permiten tener
un marco de referencia y conocer las tendencias en las investigaciones relacionadas con
prediccion de LOS en cuanto a técnicas y seleccion de modelos. En la seccion 4 se
presenta la metodologia desarrollada y su implementacion en software. En la seccion 5
se presentan los analisis y discusion de los casos de estudio para la aplicacion de la
metodologia desarrollada, en la que se compara con otras técnicas existentes. En la
seccion 6 se valida la metodologia con dos escenarios de simulacién planteados. En la
seccidn 7 se presentan las conclusiones, en la seccion 8 los trabajos futuros, en la seccién
9 las referencias utilizadas y finalmente en la seccién 10 se presentan los Anexos.
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2. Objetivos

2.1 Objetivo general

Disefiar una metodologia que permita generar y seleccionar un modelo de prediccion del
LOS, que recoja aprendizajes de estudios previos y que tenga un desempefio competitivo
con otras técnicas, desde el punto de vista de bondad de ajuste y de residuales del modelo
seleccionado.

2.2 Objetivos especificos

1. Identificar en la literatura las técnicas usadas en la prediccion del tiempo de
estancia hospitalaria sus ventajas y desventajas.

2. ldentificar las caracteristicas mas comunes de los problemas de prediccion de
tiempo de estancia hospitalaria.

3. Comparar e identificar las oportunidades en las técnicas identificadas en la
literatura para predecir el tiempo de estancia hospitalaria.

4. Proponer y disefiar una técnica para predecir el tiempo de estancia hospitalaria
gue tenga un procedimiento propuesto para la seleccidn del modelo.

5. Validar la técnica y procedimiento propuesto a partir de la de diferentes casos de
estudio.
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3 Revision de la literatura

En esta seccidn se presenta un marco de referencia tedrico de la problematica abordada y
se analizan los resultados de diferentes investigaciones en el area. Para esto, la seccién se
dividird en 3 partes, la primera parte es sobre la importancia del tiempo de estancia
hospitalaria (LOS), sus caracteristicas y las aplicaciones mas importantes. En la segunda
parte se presentan las técnicas utilizadas y su evolucién histérica, finalmente en la tercera
parte se presenta una revision sobre la seleccion de modelos y los diferentes criterios que
se han utilizado.

3.1 Tiempo de estancia hospitalaria, caracteristicas y aplicaciones:

El tiempo de estancia hospitalaria (LOS) es un indicador que se mide para un paciente en
un solo episodio de hospitalizacion. Los dias se cuentan desde el registro de ingreso hasta
el egreso del paciente; este Gltimo puede presentarse por el alta del paciente o la muerte
(Jiménez, Lopez, Dominguez, & Farifias, 1999; V. Liu et al., 2010; Marazzi, Paccaud,
Ruffieux, & Beg, 1998). En las diferentes investigaciones se han encontrado
coincidencias en relacion con ciertas caracteristicas que describen esta variable. La
primera es que solo toma valores positivos, en algunas investigaciones se toma como
variable continua, al tener en cuenta la hora de ingreso y de egreso (Faddy et al., 2009;
V. Liu et al., 2010), en otros casos se toma como un conteo omitiendo la hora (Carter &
Potts, 2014; Verburg et al., 2014). La segunda caracteristica es que es una variable en la
que hay presencia de valores extremos correspondientes a casos con estancias muy largas,
aunque el promedio se mantenga en un rango relativamente pequefio. La tercera
caracteristica es el sesgo a la derecha que se debe a la presencia de valores extremos y a
la concentracién de la variable en un rango pequefio, lo cual genera una distribucion
leptocurtica. Algunos autores han analizado el ajuste del LOS a diferentes distribuciones,
dentro de las que se encuentran la distribucion exponencial (Awad et al., 2017), Log-
normal, Gamma, Weibull (V. Liu et al., 2010; Marazzi et al., 1998) y adicionalmente se
ha estudiado el ajuste a distribuciones discretas como la Binomial negativa y la Poisson
(Carter & Potts, 2014; Verburg et al., 2014). Por otro lado se ha criticado el ajuste de
modelos de regresion lineal, debido a que la estancia no se ajusta a una distribucion
normal (Carter & Potts, 2014; Faddy et al., 2009; Turgeman, May, Ketterer, Sciulli, &
Vargas, 2015).

El LOS es un variable de mucha importancia porque se ha encontrado que existe relacion
entre ésta y otras variables claves en la administracion hospitalaria, entre ellas esta el
consumo de recursos (Burns & Wholey, 1991; Marazzi et al., 1998), el costo de atencion
de los pacientes (Jiménez et al., 1999; Marazzi et al., 1998) o la mortalidad en un hospital
(Marazzi et al., 1998; Widyastuti et al., 2012). Dada esta asociacion, se ha utilizado el
LOS como sustituta de estas variables y se ha usado para la toma de decisiones. Una de
las estrategias mas populares en los hospitales es la identificacion de grupos de pacientes
con estancia similares para disefiar esquemas de atencién diferenciados y eficientes,
también se utilizan los mencionados grupos para analizar indicadores de manera
desagregada (Fetter, Shin, Freeman, Averill, & Thompson, 1980; Marazzi et al., 1998).
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Estos grupos son conocidos como grupos relacionados de diagndstico (DRG’s), cuyo
objetivo es definir unos tipos de casos que se espera que reciban los mismos servicios y
tengan los mismos resultados (Fetter et al., 1980).

Existen dos enfoques con los que se ha estudiado el LOS, el primero busca entender la
asociacion entre el LOS y otras variables, el segundo se enfoca en modelar y predecir el
LOS con base en unas variables predictoras. Los primeros son de tipo causal y fueron el
enfoque inicial en el estudio de esta variable. Algunos trabajos iniciales se presentan en
los afios 70 donde se documentaron variaciones en el LOS causadas por diferencias
geogréficas (Burns & Wholey, 1991), posteriores trabajos como el de V. Liu et al., (2010)
también han dirigido sus esfuerzos en identificar variables que permitan explicar
adecuadamente el LOS. Dentro de las variables que se han encontrado como significativas
estan la severidad y factores relacionados con las instalaciones del hospital y de la
comunidad que rodea al paciente, las cuales juegan un rol fundamental en las variaciones
de esta variable, aunque las relaciones causales no hayan sido comprendidas en su
totalidad (Burns & Wholey, 1991). También, son incluidas con frecuencia la
comorbilidad y el diagnéstico o enfermedad principal del paciente, como factores
criticos para explicar el LOS (Azari et al., 2012; V. Liu et al., 2010). A continuacion, se
profundizara en tres de estas variables, ya que son de alta complejidad y adicionalmente
permiten una comprension mas amplia del fenémeno.

La primera variable es la comorbilidad que se define como la aparicion de dos 0 mas
condiciones médicas en un mismo paciente, este término es usado cuando se enfoca en
coémo otra condicion influencia el manejo de una condicion de referencia. La aparicion
de varias condiciones en un paciente es una prioridad internacional de la salud, debido a
que cada vez mas pacientes viven con este fendmeno (Lawson et al., 2017). En algunos
estudios sobre mortalidad o LOS se excluyen pacientes con comorbilidad debido a que
ésta puede ser una variable de confusion que aumente la incertidumbre de los analisis,
aunque por otro lado esto crea limitaciones para la generalizacion de los resultados
(Charlson & Horwitz, 1984). La comorbilidad es una variable dificil de medir debido a
que pueden existir una cantidad de combinaciones de enfermedades muy amplia, por lo
cual se suelen utilizar indices que permitan analizar esta variable de una manera mas facil.
Uno de estos indices es el comorbidity point score (COPS), el cual captura la aparicion de
enfermedades en los Ultimos 12 meses y con base en éstas se genera un score de 0 a 701
(V. Liu et al., 2010). Este indice ha mostrado ser una variable importante para la
prediccion de LOS (V. Liu et al., 2010).

La segunda variable de suma importancia es el diagndstico o enfermedad principal del
paciente. EI manejo de esta variable en este tipo de analisis es complejo debido a la gran
variedad de enfermedades identificadas, esto ha llevado a investigadores y diferentes
instituciones a definir agrupaciones de enfermedades como el DRG, el cual se cred para
agrupar pacientes que requieren un LOS similar (Burns & Wholey, 1991; Marazzi et al.,
1998). El grupo relacionado de diagnéstico es ampliamente utilizado en la literatura para
segmentar la poblacion en las estimaciones de LOS y en muchos casos incluso para
trabajar con el promedio de LOS de estos grupos como prediccion del mismo. También
es utilizado para tener estandares con los cuales los hospitales puedan compararse y medir
su eficiencia (Burns & Wholey, 1991). Existen otras clasificaciones de enfermedades
como Charlson index (Azari et al., 2012; Charlson, Pompei, Ales, & MacKenzie, 1987)

19



que cuenta el niamero de enfermedades por paciente y las clasifica de acuerdo a la
severidad, aunque este estudio se enfoca en clasificar las enfermedades para medir la tasa
de mortalidad, también es utilizado en estudios para analizar el LOS (Azari et al., 2012).
Otra agrupacion es la clasificacion internacional de enfermedades version 10 (CIE-10),
realizada por la Organizacién mundial para la salud (OMS-Organizacién Mundial de la
Salud, 1990). Esta clasificacion es ampliamente usada, existen 14400 codigos de
diagnosticos que se dividen en varias categorias (Barnes et al., 2016).

La tercera variable que es importante explicar en el estudio de LOS es la severidad, esta
es una medida que permite estimar una probabilidad de muerte de un paciente de acuerdo
a diferentes modelos. Algunos de los modelos utilizados para medir la severidad son el
charlson index que clasifica las enfermedades y también indica la severidad (Charlson et
al., 1987). Otro sistema que mide esta variable es el modelo acute physiology and chronic
health evaluation (APACHE I11), el cual es un ranking de clasificacion de enfermedades
que se aplica dentro de las 24 horas siguientes a la admision de un paciente a cuidados
intensivos. Este modelo APACHIE 111 utiliza un score de 0 a 299 con base en algunas
variables demogréaficas y otras sintomaticas como presion sanguinea, temperatura
corporal, ritmo cardiaco, entre otras (Woods, MacKirdy, Livingston, Norrie, & Howie,
2000). También se ha utilizado el intensive care national audit and research centre
(ICNARC) score que mide el riesgo para unidades de cuidados intensivos en Inglaterra
(Harrison, Parry, Carpenter, Short, & Rowan, 2007). Finalmente se tiene el mortality
probability model (MPM) que mide la probabilidad de muerte de pacientes en cuidados
intensivos (Lemeshow et al., 1993).

El segundo enfoque, més comdn en la literatura reciente, es la prediccion y modelamiento
del LOS (Al Talebetal., 2017; Azari et al., 2012; Faddy et al., 2009; Tanuja et al., 2011).
Estas investigaciones son de tipo correlacional y pueden realizarse con dos objetivos, el
primero es el modelamiento de la variable LOS como respuesta explicada por un conjunto
de variables explicativas, en este caso se estudia el tipo de relacion que tiene cada una de
las covariables con las variable respuesta y el grado de asociacion entre las mismas (Burns
& Wholey, 1991; Marazzi et al., 1998). Cuando se realizan estudios con este objetivo se
presentan muchas similitudes con el enfoque anterior, ya que al final lo que se quiere es
entender las variables que estan impactando el crecimiento o decrecimiento del LOS,
principalmente para identificar variables explicativas que pueden ser intervenidas para
disminuir el LOS, un ejemplo de este tipo de variables es la cantidad de pacientes por
cada enfermera disponible, ya que son variables que pueden ser modificadas por
decisiones en la administracion hospitalaria. Sin embargo, muchos modelos predictivos
tienen el objetivo principal de predecir acertadamente el LOS, sacrificando incluso la
capacidad de entender las relaciones entre variables explicativas y variables respuestas
para tener mayor precision en la prediccion, esto se presenta mas en las técnicas
computacionales que se conocen como técnicas de tipo caja negra (Dayhoff & DelLeo,
2001; Mobley, Leasure, & Davidson, 1995).

La prediccion del LOS se ha realizado para diferentes tipos de poblacion, existen casos
en los que se hace una prediccion para un hospital y todos sus pacientes (P. Liu et al.,
2006), otros casos se han enfocado en predecir LOS para unidades particulares como
cuidados intensivos (Perez et al., 2006), algunos estudian el problema para un grupo de
pacientes con enfermedades comunes, como por ejemplo, accidentes cerebrovasculares
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(Al Taleb etal., 2017), o para grupos poblacionales comunes, como por ejemplo, personas
de tercera edad (Pilotto et al., 2016). El estudio para poblaciones especificas se presenta
principalmente debido a que se ha evidenciado que no ha sido posible encontrar un
modelo que prediga adecuadamente y de manera general la estancia hospitalaria de todos
los pacientes (Widyastuti et al., 2012). Este tema se ha abordado en algunos estudios,
dividiendo la poblacion y definiendo un modelo por cada grupo de la poblacion, por
ejemplo, por grupo relacionado de diagnostico (Marazzi et al., 1998) o creando
agrupaciones basados en generacion de cluster (Azari et al., 2012; Charlson et al., 1987).
Estas aproximaciones han permitido avanzar en estrategias que permitan tratar los
problemas que surgen con el modelado de esta variable.

3.2 Técnicas para prediccion del LOS y su evolucion historica

En esta seccion se definen los conceptos modelo, técnica y metodologia en el contexto de la
prediccion de variables, también se define la relacion entre las medidas de desempefio
de estos tres conceptos, posteriormente se plantea una descripcion de las técnicas
utilizadas en la prediccién del LOS, adicionalmente se propone una clasificacion de las
mismas, y finalmente se estudia su evoluciéon en el tiempo.

Los conceptos modelo, técnica, y metodologia, en el contexto de prediccion, son
fundamentales en el presente trabajo, por lo cual, se hace indispensable definirlos dentro
del marco de la investigacion. Una técnica se entiende como un conjunto de
procedimientos y supuestos que permiten proponer y estimar un modelo que cumpla una
estructura determinada (Flach, 2012). Por otro lado, un modelo es el resultado de una
técnica, el modelo es una representacion parcial o simplificada de un problema que, en el
caso de prediccion, es una combinacion de variables explicativas que definen el
comportamiento de una variable respuesta (Flach, 2012).

Las metodologias son una conjunto de procedimientos que permiten generar varios
modelos pertenecientes a una o varias técnicas y seleccionar un modelo final, a diferencia
de las técnicas, las metodologias cubren algunos procedimientos que no estan dentro de
los que son abarcados por la técnica, por ejemplo, en el caso de modelos lineales
generalizados, la seleccion de variables, de la distribucion, de la funcién de enlace, la
definicion del criterio de para medir el desempefio de los modelos y la seleccion del
modelo final con base en candidatos, no estan incluidas dentro de los procedimientos que
enmarcan la técnica de modelos lineales generalizados. En muchos casos estas
actividades son desarrolladas por los investigadores basado en su experiencia, sin
embargo, en la literatura también se han desarrollado metodologias que abarcan este tipo
de actividades (Ojeda & Rocco, 2014). Es importante resaltar que para la medicion de un
modelo, técnica o metodologia se hace a través de los indicadores que se obtienen con los
modelos que éstas metodologias o técnicas seleccionan como el modelo final ya que no
existen métricas propias para medir el desempefio de una técnica o metodologia (Al Taleb
etal., 2017; Ojeda & Rocco, 2014; Turgeman et al., 2017)

Para predecir el LOS se han utilizado técnicas de diferentes campos de estudio que han
generado varias perspectivas para abordar el mismo problema. Para tener una estructura
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que permita entender estas perspectivas y la evolucion de esta area de estudio se han
propuesto clasificaciones de técnicas, una de ellas es la propuesta por Awad et al., (2017)
la cual se presenta en la Figura 1. En esta clasificacion se identifican cuatro grupos de
técnicas que, los autores consideran, resumen adecuadamente las diferentes
aproximaciones que se encuentran en la literatura.

PredicciondeLOS

y de mortalidad

Modelos Métodos Basadosen Modelos
aritmeticos estadisticos Datos Multi-estados
Promedio del Analisis de T
LOS ‘ supervivencia ‘ Clasificacion ‘ Modelos Markov

Mediana del Analisisde AQrUDACIOn Distribucion tipo
LOS ‘ regresion ‘ grup ‘ Fase ‘
J |
Sistema de Modelamiento
puntuacion ‘ comportamental
|

Figura 1 Clasificacion de técnicas de prediccion del LOS. Adaptado de Awad et al., (2017)

A pesar de que se reconoce la complejidad del LOS, algunos modelos aritméticos siguen
siendo usados como una prediccion de esta variable. Los mas comunes son el célculo de
medidas de tendencia central como la media y la mediana, medidas que pueden generar
errores debido a la naturaleza de la variable que generalmente no es simétrica.
Adicionalmente estos calculos univariados desconoce el efecto de otras variables sobre
el LOS (Marshall, Vasilakis, & El-Darzi, 2005). Los métodos estadisticos se usan para
suplir la necesidad que dejan los modelos aritméticos, usando variables explicativas y
distribuciones de datos de diferentes tipos. Los principales métodos utilizados son analisis
de regresion y analisis de supervivencia (Awad et al., 2017). En estudios recientes ha
crecido la popularidad de los métodos basados en datos, los cuales pertenecen a técnicas
de mineria de datos. Dentro de este grupo, se encuentran métodos de clasificacion y
agrupacion. Finalmente esta el grupo de modelos multi estados basados en cadenas de
markov, en los que generalmente se asumen transiciones de los pacientes por diferentes
estados, estos sirven para analizar el flujo del paciente en los departamentos de un hospital
(Awad et al., 2017).

Con base en esta clasificacion y de acuerdo con la revision de literatura que se realizo, se
propone una clasificacion propia para agrupar las técnicas de prediccion de LOS. En la
propuesta se incluyen dos nuevas categorias: los métodos empiricos y las técnicas
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combinadas, los primeros son una practica ampliamente utilizada en los hospitales
(Gustafson, 1968), dentro de este grupo se encuentran las estimaciones de expertos, que
pueden ser especialistas, médicos generales o un grupo interdisciplinario, que de acuerdo
con el diagnostico inicial, definen el nimero de dias que estara el paciente. Las segundas
son mezclas de técnicas existentes con las que se busca mejorar los resultados,
aprovechando las bondades de dos técnicas diferentes. Finalmente, se presenta otro
cambio en el grupo de técnicas basadas en datos que sera llamado en la propuesta como
técnicas computacionales con el fin de tener un concepto mas amplio, dentro de ellas se
encuentran investigaciones de machine learning, mineria de datos y otras ramas de las
ciencias de la computacidn que aparecen con frecuencia en la literatura. En la Figura 2 se
presenta la clasificacion propuesta con los grupos de técnicas encontradas en la revision.
Adicionalmente se presenta el porcentaje de articulos en los que se utiliza cada técnica,
con respecto al numero total de articulos de la revision de la literatura en el que se
encontraron aplicaciones de técnicas, esto con el objetivo de analizar la frecuencia de uso
de las mismas.

1 1 1
Aritméticos(9%) Estadisticos(73%) Computacionales(39%) Multi-etstados(13%)
(Robinson et al., 1966), (Azarietal., 2012) (Tanujaetal., 2011) (Perez et al., 2006)

Empiricos(13%)*
(Gustafson, 1968)

Combinados(9%)
(Turgemanetal., 2017,

Modelos de
Markov (13%)

Redes
Neuronales (9%,

Estimacion
expertos (13%)

Promedio (4%)

VIodelos
Medianas (4%) Bayesianos
(22%)

Basados en Estimaciones
arboles (35%) conjuntas (4%)

Maquinas de

1 0
Clustering (13% vectores(17%)

Reglas de
asociacion (9%)

Remuestreo
(9%)

Figura 2 Clasificacion de técnicas de prediccion del LOS propuesta

Para complementar la clasificacion presentada en la Figura 2, se presenta en la Tabla 1 el
listado completo de las técnicas utilizadas, su clasificacion y algunas referencias en las
que se utilizan estas técnicas en el contexto de predicciéon del LOS. En esta tabla se
muestra una lista de 30 técnicas que se dividen en los 6 grupos definidos: técnicas
empiricas presentes en el 13% de los articulos, técnicas aritméticas presentes en el 9% de
los articulos, técnicas estadisticas presentes en el 74% de los articulos, técnicas
computacionales presentes en el 39% de los articulos, técnicas multi-estados presentes en
el 13% de los articulos y técnicas combinadas presentes en el 4% de los articulos.
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Tabla 1 Lista de técnicas de prediccion LOS

Clasificacion Técnica Referencia

Empiricos Panel de expertos (Barnes et al., 2016; Gustafson, 1968; Robinson)
Media (Gustafson, 1968)

Aritmético )
Mediana (Gustafson, 1968)
Andlisis Discriminante (Altman, Angle, Brown, & Sletten, 1972)
Clasificador ingenuo de Bayes (Azari et al., 2012; P. Liu et al., 2006)
Redes Bayesianas (Al Taleb et al., 2017; Azari et al., 2012)
K-medias (Azari et al., 2012)
K-Vecinos cercanos (Houthooft et al., 2015; Tanuja et al., 2011)
Estimador de Odds (Gustafson, 1968)

Estadistico

Regresion de riesgos
proporcionales de cox

Regresion Binomial Negativa
Regresion de Poisson
Regresion Gamma

Regresion lineal

Regresion logistica

(Verburg et al., 2014; Widyastuti et al., 2012)

(Carter & Potts, 2014; Verburg et al., 2014)
(Carter & Potts, 2014; Verburg et al., 2014)
(V. Liuetal., 2010)

(Jiménez et al., 1999)

(Azari, 2015; Barnes et al., 2016)

Boosting discreto adaptativo
Bagging

Boosting

Arbol C4.5

Arbol CART

Computacionales Arbol CHAID

Bosques aleatorios

Redes Neuronales

Reglas de asociacion

Maquina de vector de relevancia

Maquina de soporte vectorial

(Houthooft et al., 2015)
(Azari et al., 2012)
(Azari etal., 2012)

(Pendharkar & Khurana, 2014; Perez et al., 2006)

(Houthooft et al., 2015)

(Pendharkar & Khurana, 2014)

(Azari et al., 2012)

(Tanuja et al., 2011)

(Azari et al., 2012; Turgeman et al., 2017)
(Houthooft et al., 2015)

(Azari et al., 2012; Turgeman et al., 2017)

Distribucidn tipo Fase

Multi-estados

Cadenas de markov

(Faddy et al., 2009)
(Faddy et al., 2009; Perez et al., 2006)

Estimacion conjunta

Combinados

Modelo cubista

(Pendharkar & Khurana, 2014)
(Turgeman et al., 2017)




Adicionalmente a la identificacion de estos grupos de técnicas, también pueden
diferenciarse las técnicas en el tipo de variable respuestas que utilizan, algunas tienen en
cuenta variables respuestas categdricas y son conocidas como tecnicas de clasificacion,
en este tipo de métodos se agrupan los dias de estancia en rangos y se predice el rango en
el que queda cada paciente (Mobley et al., 1995; Tanuja et al., 2011). Por otro lado, estan
las técnicas de regresion que estiman el LOS para variables respuestas continuas y la
prediccion, a diferencia de los métodos de clasificacion, no es de pertenencia a un grupo
sino que se predice el valor exacto que va tomar la observacion de acuerdo a las
covariables (Marazzi et al., 1998; Turgeman et al., 2017). A continuacidn se presentaran
algunas aplicaciones que se han encontrado de los diferentes tipos de técnicas
mencionados.

En el caso de técnicas de clasificacion se encuentran varias aplicaciones, Liu et al. (2006),
por ejemplo, predice el LOS en un hospital geriatrico aplicando un clasificador Ingenuo
de Bayes apoyado en un arbol de clasificacion C4.5 para la seleccion de las variables méas
importantes, adicionalmente para mejorar el desempefio se utiliza una imputacion
Ingenua de Bayes para datos faltantes (P. Liu et al., 2006). En el trabajo de Tanuja et al.
(2011) se comparan modelos de clasificacion para la prediccion de LOS en un hospital
especializado, se utilizan cuatro modelos: redes neuronales, clasificador de Bayes
ingenuo, modelo de k vecino mas cercano y un arbol de decision C4.5. Se encuentra que
la red neuronal es la de mejor desempefio (Tanuja et al., 2011). En el trabajo de Al Taleb
et al. (2017) en un hospital de Arabia Saudita en pacientes con problemas
cerebrovasculares se utiliza un algoritmo J48 de arbol de clasificacion que esta basado en
un arbol C4.5 y una Red Bayesiana, métodos que han sido utilizado en otras aplicaciones
médicas (Kaur & Chhabra, 2014; Kumari, Vohra, & Arora, 2014) y la red Bayesiana tuvo
un mejor desempefio (Al Taleb et al., 2017).

Para el caso de analisis de variables continuas , Marazzi et al. (1998) propone ajustar el
LOS a tres distribuciones de probabilidad, Weibull, Gamma y Lognormal. En este estudio
se ajustan estas distribuciones a 3260 muestras en las que se divide la poblacion que
inicialmente estaba formada por aproximadamente cinco millones de hospitalizaciones y
se identifica que la distribucion lognormal es la que se ajusta en la mayoria de las
muestras. En este trabajo también se tuvo la limitacion de no tener variables que
explicaran el LOS, lo que reduce la capacidad de las instituciones de implementar
estrategias para mejorar la eficiencia (Marazzi et al., 1998; Turgeman et al., 2017;
Verburg et al., 2014). Otros trabajos abordan estas limitaciones con técnicas de regresion
que tienen en cuenta las variables predictoras. Tal es el caso del trabajo de Carter & Potts
(2014) quiénes, utilizando una regresion lineal, analizan la estancia hospitalaria de
pacientes con operacion total de rodilla en un hospital de servicios ortopédicos
especializados. También se encuentra el trabajo propuesto por Verburg et al. (2014), en
el que se realiza una comparacion de ocho modelos de regresion diferentes, Regresion
Lineal sin transformaciones, regresion lineal sin transformaciones eliminando LOS
mayores a 30 dias, regresion lineal con transformacion logaritmica, modelo lineal
generalizado con distribucion Gaussiana y una funcion de enlace logaritmica, regresion
de Poisson, regresion binomial negativa, regresion Gama con funcion de enlace
logaritmica y regresion de riesgo proporcional de cox. En este estudio se encontré que el
modelo de Cox y la regresion lineal con transformacion logistica tenian mejor desempefio
para estancias inferiores a cuatro dias, y en los otros casos el modelo lineal generalizado
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con funcion de enlace logaritmica tuvo mejor desempefio, aunque la diferencia fue poca
entre los diferentes modelos. También se concluyd que los modelos planteados no
permiten predecir adecuadamente el LOS (Turgeman et al., 2017; Verburg et al., 2014).

Dentro de la familia de las regresiones también se han explorado métodos mas
sofisticados comunmente utilizados en el campo de machine learning y mineria de datos.
Pendharkar & Khurana (2014) analizaron y compararon tres métodos de regresion con
los datos de 88 hospitales de Pensilvania, arboles CART, arboles CHAID vy regresion de
vector de soporte, encontrando que aunque no habian diferencias significativas, el método
CART es el més facil de interpretar (Pendharkar & Khurana, 2014). En el trabajo de
Houthooft et al. (2015) también se comparan varios metodos de regresion con los datos
de un hospital universitario en su departamento de cuidados intensivos, los métodos
utilizados son redes neuronales, regresion de vector de soporte, arbol CART, bosques
aleatorios, regresion de vector de relevancia, encontrando que el método de mejor
desempefio fue la regresion de vector de soporte.

Debido a las dificultades de encontrar un modelo que prediga adecuadamente el
fendmeno de LOS, algunos autores han explorado métodos combinados. Por ejemplo
Turgeman et al. (2017) aplica un modelo de arbol cubista, aunque el modelo no es nuevo
ya que fue propuesto anteriormente (Quinlan, 1992), es menos comun en la literatura de
aplicacion a la prediccion del LOS. Este modelo permite estimar el valor de la estancia
para cada paciente y no un rango de tiempo como los modelos de clasificacion. Se aplico
en un hospital de adultos mayores con problemas cardiovasculares, este modelo obtuvo
mejor desempefio que los otros cinco modelos con los que se comparé (arbol CART, arbol
CHAID, méquina de vector de soporte, redes neuronales, modelo lineal generalizado con
funcidn de enlace Poisson).

En 1966 se presenta uno de los trabajos seminales en prediccion de LOS (Robinson et al.,
1966), el cual se realiz6 por parte de investigadores del campo de salud. En este estudio
se realizaron analisis exploratorios para identificar estrategias para disminuir la
incertidumbre con respecto al promedio de LOS que era la métrica mas usada. Los
métodos que plantea se basan en realizar una clasificacion de pacientes por enfermedad
0 usando variables demograficas como el sexo y la edad utilizando reglas fijas.
Posteriormente a esta clasificacion se comparan la diferencias entre los grupos formados
y verificando si existe una disminucion en su variabilidad, también se realiza una
prediccion por parte de fisiatras y otra realizada por parte de las enfermeras (Robinson et
al., 1966). Gustafson et al (1968) es uno de los primeros autores que utiliza modelos
estadisticos para realizar la prediccion de LOS, en este estudio compara 5 métodos dentro
de los cuales estan estimacion por puntos basado en el criterio de expertos, modelos de
regresion lineal maltiple, un método basado en histérico de medias, un método basado en
odds de radio y finalmente un modelo subjetivo bayesiano (Gustafson, 1968). En el
trabajo de Burns & Wholey (1991) también se analiza el LOS buscando las variables que
mayor efecto tienen sobre el LOS sin plantear modelos estadisticos para prediccion pero
generando resultados importantes para modelos posteriores que deberan seleccionar las
variables con mayor efecto en el LOS (Burns & Wholey, 1991).

En el aflo 1995 comienzan a aparecer aplicaciones computacionales que se estaban
desarrollando en la época y empezaban a volverse mas frecuentes, estas metodologias se

26



irian popularizando en las aplicaciones médicas, generando un campo de investigacion
relacionado con la computacion, estadistica y aplicaciones médicas (Mobley et al., 1995).
A finales de los 90 también se aplica uno de los métodos mas utilizados en el campo de
la prediccion del LOS que es el uso de las distribuciones tipo fase y modelos de markov
(Jiménez et al., 1999; Marshall et al., 2005). Después del 2000 empiezan a aparecer
modelos aplicados desde un campo de investigacion de mineria de datos (P. Liu et al.,
2006; Silva, Cortez, Santos, Gomes, & Neves, 2008; Tanuja et al., 2011). Finalmente, en
estudios mas recientes, las mismas técnicas de mineria de datos y algunas mejoras de
éstas, dejan de reportarse en la literatura de mineria de datos y se empiezan a asociar al
campo de machine learning (Awad et al., 2017; Azari, 2015; Turgeman et al., 2017). En
la Figura 3 se presenta un grafico que muestra como ha cambiado, a través de las décadas,
la participacion de los grupos de técnicas que se identifican en el capitulo anterior. En
ésta se observa que los métodos computacionales empezaron a aparecer en las Gltimas
tres décadas, aun asi, como resultado de la popularidad que han ganado diferentes
corrientes de este enfoque, se ha vuelto el mas usados en la actualidad. Por otro lado, el
enfoque estadistico fue el que mas se uso en la década de los 70 y 80, sin embargo, fue
perdiendo participacion frente a las técnicas computacionales, no obstante, en la
actualidad sigue estando presente en muchas investigaciones.

porcentaje de articulos enque
aparece

60s 70s 80s 90s 00s 10s

Décadas
Empiricos m Aritméticos Estadisticos Computacionales = Multi-estados Combinados

Figura 3 Evolucién histérica de técnicas de prediccién del LOS

Dentro de la amplia gama de técnicas encontradas es necesario resaltar la relevancia de
la cubista, ya que tienen la bondad de aprovechar ventajas de diferentes técnicas. Esta es
una técnica basada en reglas que combina diferentes metodologias publicadas
anteriormente y que ha ido evolucionando con el paso de los afios (Kuhn & Johnson,
2013). La columna vertebral del modelo cubista se sustenta en la técnica arboles de
modelos descrita por Quinlan (1992) en su algoritmo M5, donde se define un arbol de
decision y una regresion lineal en cada nodo, posteriormente éste sufre algunos cambios
para dar origen a la técnica cubista. Esta técnica puede analizar gran cantidad de variables
que es una ventaja de los arboles de decisidn junto con la posibilidad de separar el
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conjunto total de observaciones, en subgrupos con medias diferentes. Adicionalmente,
puede aprovechar la precision que permiten tener algunos modelos de regresion basados
en distribuciones paramétricas.

Las caracteristicas de la técnica cubista abren un campo de investigacion interesante en
el contexto de prediccion del LOS. En primer lugar, existe evidencia de haber generado
un modelo con menor MAE que otras cinco técnicas con las que se comparé. En segundo
lugar, es una propuesta nueva en el contexto de prediccion del LOS que brinda diferentes
alternativas por explorar, por ejemplo, modificar la técnica de regresion lineal que se
implementa en cada nodo del &rbol, por una técnica méas apropiada de acuerdo a la
distribucion sesgada del LOS (Marazzi et al., 1998). En tercer lugar, es un modelo que
combina dos de las técnicas mas usadas en prediccion del LOS, arboles de clasificacion
y regresion lineal (Awad et al., 2017). En cuarto lugar, es una técnica que facilita la
interpretacion de resultados. Finalmente, esta técnica permite identificar subgrupos de la
poblacion con las caracteristicas que definen estos subgrupos y que pueden ser
importantes en la toma de decisiones de la administracion hospitalaria (Turgeman et al.,
2017).

3.3 Seleccidon de modelos

Para un mismo problema pueden existir diferentes alternativas de modelo, es por esta
razén que surge la necesidad de definir procedimientos y criterios que permita seleccionar
un mejor modelo. Dichos criterios han sido sujetos de comparacion sin que exista una
postura unanime sobre la manera de seleccionar el modelo 6ptimo (Chai & Draxler, 2014;
Chakrabarti & Ghosh, 2011; Garcia Olaverri, 1996; Geweke & Meese, 1981; Guerra,
Cabrera, & Ferndndez, 2003; Qi & Zhang, 2001). Parte de la controversia se debe a que
los criterios no se han disefiado con el mismo fin, esto es un aspecto importante ya que el
mejor modelo depende del uso que se le vaya a dar al modelo y el criterio de los
investigadores (Garcia Olaverri, 1996). En el trabajo de Geweke & Meese (1981) se
afirma, por ejemplo, que criterios como el AIC estan enfocados a minimizar el error de
la prediccion, y otros como el criterio de informacion bayesiano (BIC) estan disefiados
para trabajos en los que el objetivo es la estimacion de parametros.

Los criterios méas usados como el AIC y el BIC tienen dos componentes, uno que mide la
bondad de ajuste del modelo y otro que se utiliza como penalizacién por la inclusion de
parametros adicionales, este Gltimo componente es de gran importancia ya que
generalmente los modelos con la inclusion de variables y por ende de parametros, mejoran
su bondad de ajuste, sin la penalizacion se seleccionaria siempre los modelos mas amplios
que generalmente redunda en un sobreajuste del mismo (Qi & Zhang, 2001). Por esta
situacién se critica el uso de medidas de desempefio como criterio de seleccion de
modelos, medidas como el error cuadratico medio (MSE) o el error absoluto medio
(MAE). Sin embargo, en algunos trabajos es muy Util esta métrica ya que es facil de
interpretar y se hace en un contexto en el que se comparan modelos con una cantidad de
parametros similares, por lo cual la cantidad de pardmetros no es un tema por el que haya
que preocuparse (Qi & Zhang, 2001).
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En la Tabla 2 se presentan las expresiones de algunos de los criterios de seleccion méas
utilizados en la literatura, Los criterios presentes son AIC propuesto por Akaike (1974),
BIC propuesto por Sawa (1978), el criterio de informacidn bayesiano de Schwarz (SBIC)
propuesto por Schwarz (1978), el criterio de varianza de residuales (RVC) propuesto por
Theil (1961) y también se presentan dos de las medidas sobre los residuales mas usadas
y que sirven, en muchas ocasiones, como criterio de seleccion de modelo, RSME y MAE.
Dentro de las formulas de la Tabla 2 (715 [ [[Jo corresponden a los modelos con (] ]

O . ) . ..
variables, T es el tamafio muestral, [@°, [I°. son los estimadores de la varianza del término

O O

del erroren [Jo [ [ los cuales se definen con la expresion @°,= [10101/11.
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Tabla 2 Criterios de seleccion de modelos

Criterio Formula,
AIC g+
ul 0 0
(1+2 (. % ol
BIC In(z") + 2o oofo- 020
. D-0° & _(0-0)F @
SBIC In(®)+ 0.
. []
RVC [, .
“0-0
MAE D@ =)
RMSE 0w,

Dentro de los criterios de seleccion mencionados, el AIC y BIC son los mas populares
porque han mostrado mejor capacidad para seleccionar el modelo adecuado (Qi & Zhang,
2001; Zhu, Li, & Liang, 2009). El indicador BIC inicialmente se cre6 para comparar dos
modelos, aunque en la practica se ha utilizada para comparar multiples, debido a esta
falencia se cred el criterio SBIC que sirve para comparar varios modelos y adicionalmente
para aumentar la penalizacion causada por la inclusion de parametros adicionales. Estos
modelos tienden a seleccionar el modelo correcto a medida que el tamafio de la muestra
aumenta (Zhu et al., 2009). En cuanto a las métricas MAE y RMSE, Willmott & Matsuura
(2005) muestran evidencia de que el MAE puede tener mejor capacidad de identificar el
modelos apropiado que el RMSE ya que este Gltimo es muy sensible a la presencia de
valores extremos, por otro lado, el trabajo de Chai & Draxler (2014) contradice esta
evidencia mostrando casos en los que el RMSE obtuvo mejores resultados en la
identificacion del mejor modelo.

Como se afirm6 inicialmente, no existe evidencia contundente que pruebe que un solo
criterio seleccione el mejor modelo para todos los casos, por el contrario, algunos autores
proponen analizar varias métricas para tener varias perspectivas para la seleccion del
modelo. Adicionalmente se deben tener claros los objetivos y contexto del problema ya
que en el caso de modelos que pueden crecer mucho en el nimero de parametros, es
importante utilizar un criterio con penalizacion, mientras que para comparar modelos con
un namero de parametros similar puede ser de gran utilidad analizar métricas como el
MAE y RMSE. Dado lo anterior en el presente trabajo se consideraran varias métricas en
la comparacion de modelos, teniendo en cuenta algunos criterios con penalizacion, pero
también utilizando métricas que permitan evaluar el modelo de forma mas simple.

En las técnicas encontradas en la literatura existen muchos aprendizajes y algunas
oportunidades. Dentro de las oportunidades se resalta la exploracion de una gran variedad
de técnicas, la combinacion de las mismas para utilizar ventajas que cada una tiene y la
mejora en cuanto a disminucion de residuales del modelo generado por la técnica cubista,
que se comparo con las técnicas mas competitivas de la literatura (Turgeman et al., 2017).
Por otro lado se identifican oportunidades en la técnica cubista en cuanto a poder incluir
en cada nodo final modelos diferentes a la regresion lineal multiple, también se identifican
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oportunidades en cuanto a medir y comparar los modelos con criterios como el AIC y
BIC que incluyen bondad de ajuste y penalizacion por complejidad, ya que muchos
estudios Gnicamente utilizan métricas enfocadas en los residuales (Al Taleb et al., 2017;
Barnes et al., 2016; Turgeman et al., 2017). También existe una oportunidad en el
desarrollo de metodologias, que incluyan procedimientos que las técnicas no incluyen y
que faciliten el proceso de seleccion de modelo final. Finalmente se identifica la
oportunidad de que estas metodologias para desarrollo de modelos hagan parte de
componentes de software que faciliten la generacion de modelos de prediccion de LOS.

4  Metodologia: éarboles de modelos generalizados aditivos de
localizacion, escala y forma

En la revision de la literatura se identificaron las caracteristicas del LOS, las técnicas de
prediccion desde sus diferentes campos de estudio, la evolucion de estas técnicas, algunos
criterios para seleccionar modelos, y finalmente en la revision de la literatura se
identificaron algunos aprendizajes y oportunidades. Con base en estos aprendizajes y
oportunidades se desarroll la metodologia Arboles de Modelos GAMLSS (AMG). Con
esta metodologia se aprovechan los aprendizajes y ventajas encontrados con la técnica
cubista, al mezclar una técnica de arboles de decisidn con una técnica de regresion en los
nodos, se aprovechan las oportunidades encontradas al incluir otro tipo de regresiones
con la utilizacion de la técnica de modelos aditivos generalizados de localizacién escala
y forma (GAMLSS), en lugar de la regresion lineal multiple. También se define una
metodologia que incluye procedimientos que generalmente no incluyen las técnicas como
pruebas de hipotesis de distribuciones, seleccidn de distribucion, seleccion de variables y
seleccion de modelo final. En la seleccion del modelo final se incluyen criterios basados
en la bondad de ajuste con penalizacion por complejidad como AIC y BIC, pero también
se dejan criterios basados Unicamente en el comportamiento de los residuales como MAE
y RMSE. Finalmente se implementa la metodologia en un software estadistico con
diferentes argumentos que permiten al usuario desarrollar un modelo utilizando los
criterios que escoja y permitiéndole la posibilidad de incluir o no ciertos pasos de la
metodologia propuesta, con esta metodologia se logran cubrir los principales retos
encontrados en la literatura.

En la metodologia AMG se aprovecha las ventajas que brinda la técnica de arboles de
decision, como la capacidad de analizar eficientemente una gran cantidad de variables e
identificar aquellas que son de mayor importancia, facilitando de esta manera el
procedimiento de seleccion de variables. También se incluyé la técnica GAMLSS en cada
nodo final del arbol de decision. Esta técnica tienen mayor flexibilidad, no solo con
respecto a las regresiones lineales, sino también mayor flexibilidad con respecto a los
modelos lineales generalizados y los modelos aditivos generalizados. Esta flexibilidad se
refleja en el tipo de distribuciones de variables respuestas que puede modelar, ya que
cuenta con una amplia gama de distribuciones. La flexibilidad también estd en la
posibilidad de modelar otros parametros diferentes a la media de la distribucion y también
en la posibilidad de modelar componentes no lineales.
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Otra consideracion importante, en el desarrollo de la metodologia, es que en estas técnicas
de regresion se usan todas las variables ingresadas para el modelo que se ajusta, luego se
debe hacer una seleccion de las variables mas relevantes para disminuir la complejidad
del modelo y evitar el sobreajuste. Para esto se incluyd, posteriormente al ajuste del
modelo GAMLSS, un componente de seleccion de variables usando el procedimiento
stepwise 6 paso a paso, que es el mas comdn en la literatura. EIl procedimiento stepwise
permite evaluar el modelo agregando o quitando una variable a la vez para seleccionar el
modelo mas balanceado entre complejidad y bondad de ajuste. Los dos ultimos
componentes mencionados (stepwise y ajuste de modelo GAMLSS) tienen un costo
computacional alto que incrementa proporcionalmente al ndmero de variables
explicativas, es por esto que se adiciond un componente previo en el que se realiza una
preseleccion de las variables que se utilizaran para ajustar el modelo GAMLSS. Este
procedimiento se realiza con base en la informacion brindada por el arbol de decisién que
genera un ranking de las variables mas importantes para la prediccion.

Antes de ajustar el modelo GAMLSS es necesario definir las distribuciones en la que se
basara. Para esto se incluyeron dos componentes, uno en el que se evalla la bondad de
ajuste de las distribuciones definidas por el usuario y otro en el que se realiza una
preseleccion de las distribuciones con mayor potencial. La bondad de ajuste sirve, ademas
de permitir generar la informacidn para la preseleccion de distribuciones, para entender y
conocer el comportamiento de la variable respuesta, adicionalmente permite al usuario
tener mayor informacion estadistica para decidir sobre el ajuste del modelo, una falencia
que tienen muchas de las técnicas encontradas en la literatura. Para aprovechar las
ventajas que tienen las dos técnicas utilizadas en los componentes mencionados (Arboles
de decision, GAMLSS), se utiliza una idea extraida de los modelos cubistas, en los que
se ajusta una regresion lineal (en este caso un modelo GAMLSS) en cada nodo de un
arbol de decision, en lugar de utilizar, como prediccion, la media de las observaciones
que pertenecen a un nodo, como es usual en los modelos de arboles de decision.
Finalmente, se incluye un componente de iteraciones boosting extraido también de los
modelos cubistas, conocido como committees, este componente se utiliza para mejorar la
prediccion de los modelos ajustados y también para disminuir el sobreajuste.

4.1 Descripcion de la metodologia arboles de modelos generalizados
aditivos de localizacidn, escala y forma

En esta seccion se presenta la metodologia desarrollada en el trabajo, disefiada
inicialmente para construccion de modelos de prediccion de LOS, pero que puede ser
empleada para prediccion de diversas variables. La metodologia se basa en el algoritmo
M5 propuesto por Quinlan (1992) que posteriormente es mejorado en el marco de la
creacion de un software comercial por parte del mismo autor. La técnica fue nombrada
cubista y su descripcion en textos académicos aparece recientemente en el trabajo de
Kuhn & Johnson (2013), luego de la publicacion del cédigo del algoritmo con una
Licencia Pablica General GPL.
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Como se menciono en la seccién 3.2 las técnicas computacionales son las mas comunes
en la literatura reciente, estas técnicas generalmente no tienen supuestos de distribuciones
de la variable respuesta como las técnicas estadisticas, esto hace que algunas técnicas
desde el enfoque computacional se puedan aplicar y desde el estadistico no se aplican o
se deban hacer ajustes como transformaciones de potencia. La técnica cubista proviene
de un enfoque computacional, pero incorpora la regresién lineal que es una técnica
estadistica. En dicha regresion no se analiza ni se brinda informacion sobre los supuestos.
En la metodologia AMG se agregan caracteristicas como las pruebas de hipétesis de
bondad de ajuste, los criterios AIC y BIC y un amplio conjunto de distribuciones
paramétricas que permiten a los investigadores tener mas informacion para analizar y
seleccionar el modelo final sin perder la flexibilidad que tiene la técnica cubista.
Adicionalmente se exploran algunas variaciones en los procedimientos utilizados por
dicha técnica para analizar su impacto sobre el desempefio del modelo desde el punto de
vista del analisis de los residuales y de la bondad de ajuste del modelo. Son precisamente
estas caracteristicas adicionales las que diferencia la metodologia AMG de otras como la
técnica cubista o algoritmo M5, ya que estos Gltimos solo ajustan una distribucion normal
y en muchas ocasiones las variables respuestas, como es el caso del LOS, no tienen las
caracteristicas de dicha distribucion, incluso con transformaciones.

Enla Figura 4 se presenta un diagrama de flujo de la metodologia AMG. En este diagrama
se definen las actividades que se realizan en la metodologia, las entradas manuales que
requiere cada actividad, que en la implementacion de software son argumentos definidos
por el usuario. Se define adicionalmente el resultado de cada actividad y qué otras
actividades utilizan cada uno de estos resultados. También se presentan los puntos de
decision del algoritmo que definen los bucles que debe realizar el algoritmo repitiendo
una serie de actividades para diferentes nodos o0 committees. Luego de la presentacion del
diagrama de flujo, se describen en detalle cada uno de las actividades que la conforman.
Estas actividades y las funciones que se utilizan para desarrollarlas estdn inmersas en el
paquete gmtree que se explica en la seccion 4.2. Esta funcion permite ejecutar
automéaticamente cada uno de los procedimientos disefiados en la metodologia
desarrollada.
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4.1.1 Generacion de arbol de decision

Para el componente de arboles de decision existen varias alternativas que se podrian
utilizar. En el trabajo se consideraron tres algoritmos que se encontraron en la literatura
y tenian una implementacion en el lenguaje R, arboles tipo CART (Classification and
Regression Trees, Leo Breiman, 1996) utilizando la implementacion de este algoritmo en
el paquete rpart (T. Therneau & Atkinson, 2018). Arboles basados en el método
CHAID utilizando la implementacion de la funcion ctree (conditional trees) del
paquete partykit (Hothorn, Hornik, & Zeileis, 2006; Hothorn & Zeileis, 2015).
Finalmente, arboles basados en el algoritmo M5 implementados en el paquete RWeka
(Hornik, Buchta, & Zeileis, 2009; Witten & Frank, 2005). De estos tres algoritmos, el
arbol tipo CART es el mas comun en arboles de regresion de la literatura de prediccion
del LOS, también es uno de los mas populares en todos los campos debido a que fue uno
de los precursores de esta técnica, otra caracteristica que la hace interesante es que es una
técnica diferente a la utilizada en la construccion de modelos cubistas, por lo que se estaria
explorando una variante de dicha técnica.

Dado lo anterior, en la metodologia AMG se utiliz6 un arbol tipo CART. Para construir
este arbol se usa, dentro de la funcion gamlss_tree, la rutina Recursive Partitioning
del paquete rpart (T. Therneau & Atkinson, 2018), implementada en el software R (R
Core Team, 2018). Esta rutina incorpora las principales ideas del libro y software
Classification and Regression Trees-CART (L Breiman, 1984). La construccion del arbol
consiste en encontrar la variable que mejor divida la poblacién en dos grupos, los datos
son separados con dicha variable y luego este mismo proceso es aplicado a cada nuevo
grupo, y asi de manera recursiva hasta que se alcance un minimo de cinco observaciones
en un subgrupo o hasta que no se encuentre posibilidad de mejora. EI modelo final puede
ser representado como un arbol binario (T. M. Therneau & Atkinson, 2018). Para
identificar la variable que mejor divida la poblacion se evalla, en el caso de arboles de
regresion la expresion A= 0y = (00 ¢ [ + O0: « [1) con [ + [ =1, donde [,
representa la suma de cuadrado del nodo T, [1[15 y [1[]5 representan la suma de cuadrado
de los nodos hijos derecho e izquierdo respectivamente y [ [ [y representan la
proporcidn de observaciones en los nodos hijos derecho e izquierdo respectivamente. Esto
es equivalente a maximizar el error entre grupos de un analisis de varianza. Después de
construir el arbol de decisién la poblacidn inicial queda dividida en nodos finales, también
conocidos como hojas, nodos que permiten obtener informacion interesante sobre el
problema como algunas caracteristicas que identifican observaciones con mayor
dispersion, observaciones con valores mas altos o0 mas bajos en la variable respuesta.

4.1.2 Preseleccion de covariables

La seleccidon de las variables explicativas o covariables es un tema de suma importancia
en la literatura de modelos de prediccidn, en primer lugar porque son éstas las que
determinan la capacidad de un modelo de explicar la variabilidad de la variable respuesta,
en segundo lugar, porque definen la complejidad que puede alcanzar un modelo y junto
con esta complejidad viene de la mano el tiempo de computo que requiere el ajuste de
dicho modelo, finalmente porque el uso excesivo de variables, que no influyen en la
variable respuesta, pueden generar modelos con relaciones espurias que redundan en un
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sobreajuste del mismo. Por esta razon este tema se considera en muchas investigaciones
y se trabaja de manera diferente segun la técnica utilizada para modelar. Algunas técnicas
como los arboles de decision tienen procedimientos incorporados que permiten utilizar
en los modelos finales, solo las variables relevantes y no todas las consideradas
inicialmente. Por otro lado, en técnicas como GAMLSS, no existe un procedimiento
incorporado, por lo cual se utilizan procedimientos adicionales como stepwise.

En el presente trabajo se realiza una preseleccion de las covariables que seran
consideradas para ajustar los modelos en cada nodo final. Se utiliza el procedimiento que
tienen incorporado los arboles de decision generados en el paso anterior. Este paso se
considera una preseleccién ya que la seleccion final de las covariables se define en la
seccion 4.1.6. El procedimiento que utilizan los arboles de decision de la funcion rpart
genera una importancia para cada variable. Esta importancia se calcula sumando las
mejoras que aporta cada variable en cada una de las divisiones en las que es utilizada,
dicha mejora se mide con base en la disminucién del error de predicciéon (suma de
cuadrados). El valor de importancia generado en este procedimiento es re-escalado para
que la suma sea 100, posteriormente se eliminan de la lista de importancia de variables,
las que tienen un valor menor a uno ( Therneau & Atkinson, 2018). Las variables con
importancia mayor a uno, segun el arbol de decision, son las preseleccionadas para ajustar
los modelos en cada nodo final.

4.1.3 Pruebas de hipétesis bondad de ajuste

En AMG se pueden utilizar todas las distribuciones de probabilidad definidas en el
paquete gamlss (qué se describird con mas detalle en la seccién 3.1.5), dentro de las
cuales se encuentran distribuciones para variables continuas, discretas o variables mixtas.
Estas distribuciones pueden tener desde uno hasta cuatro parametros y tienen la ventaja
de poder modelar incluso variables que no siguen una distribucién de la familia
exponencial, como variables leptocurticas, variables platicUrticas, variables con sesgo
positivo 0 negativo y variables que representan conteos con alta dispersion, de hecho, las
distribuciones de este paquete fueron pensadas como una flexibilizacion a los modelos
lineales generalizados (Stasinopoulos & Rigby, 2018). Estas caracteristicas, como se
menciond en la seccién 2.1, son adecuadas para la distribucion del LOS. En AMG para
cada una de las distribuciones que el usuario quiere analizar, se realiza la siguiente prueba
de hipotesis:

00: 0~ 0(0, O, 0, 0)
00: 0= 0(0, 0, O, 0)

donde [ pertenece a una de las distribuciones del paquete gamlss que como se
menciond pueden tener hasta 4 parametros [, [1, [, (. Para llevar a cabo estas hipotesis
se utilizan dos pruebas estadisticas, Kolmogorov-Smirnov con la funcién ks.test vy
Anderson Darling con la funcion ad.test. Para evaluar las pruebas de hipdtesis se
utiliza una significancia definida por el usuario. Este paso también puede usarse como
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restriccion, definiendo en los argumentos de la funcién disefiada gamlss_tree, que
solo se tengan en cuenta las distribuciones para las cuales la prueba de hipdtesis es
aceptada. De esta manera los modelos que se ajusten en cada nodo final solo tendran en
cuenta distribuciones que se ajustan a los datos analizados.

4.1.4 Preseleccion de distribuciones

Para seleccionar las distribuciones candidatas se utiliza la funcion FitDist (Righy &
Stasinopoulos, 2005). Con base en una variable y un conjunto de distribuciones definidas
por el usuario, la funcién realiza, para cada distribucion, la estimacion de los parametros
sin utilizar covariables. Con estos ajustes se calculan indicadores para la seleccién de
modelos como el criterio de informacion de akaike generalizado (GAIC) y el criterio de
informacion bayesiano (BIC). En el caso de AMG se utiliza el GAIC para ordenar las
distribuciones de menor a mayor, es decir, la de mejor ajuste de primera. De estas
distribuciones se seleccionan las n distribuciones con mejor GAIC, donde n es definido
por el usuario. Este paso ayuda a realizar una preseleccion de distribuciones con base en
una idea del potencial que tiene la distribucion para ajustarse a los datos analizados, esta
preseleccién limita el nimero de modelos GAMLSS que se deben ajustar con covariables
haciendo la ejecucion de la funcion mas eficiente.

4.15 Ajuste de modelos con covariables

En este paso se realiza, para cada una de las distribuciones preseleccionadas en los dos
pasos anteriores, el ajuste de un modelo GAMLSS (Rigby & Stasinopoulos, 2005). Este
tipo de modelos fue introducido con el fin de superar las limitaciones asociadas a los
modelos lineales generalizados y a los modelos aditivos generalizados. En la ecuacion (1)
se presenta el modelo utilizado en AMG. Aunque los modelos GAMLSS permiten
modelar diferentes pardmetros de una distribucion como [J, [1, (1 y [J, en el desarrollo
de este algoritmo se acotd al modelamiento de .

Og

j[(D): Lo+ O UpUn (1)

0oo

Donde (5 es la funcién de enlace del pardmetro [, [15 s una matriz de n observaciones
por [’ variables explicativas, [1; es el vector de parametros de longitud . [z es una
matriz [ [0 [l-o. Finalmente [1- es un vector de [J-o variables aleatorias, estas dos
Gltimas componentes son el efecto aleatorio que puede estar conformado, en la forma
general, por maltiples efectos aleatorios.

Estos modelos se ajustan para cada una de las distribuciones preseleccionadas y con el
ajuste de estos modelos se obtiene el GAIC, el error absoluto medio MAE, el error
cuadratico medio MSE vy la raiz del error cuadratico medio RMSE. De acuerdo con la
necesidad del usuario se definen los indicadores con los que se selecciona el modelo final.
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4.1.6 Seleccion final de covariables con procedimiento paso a paso.

Enel paso anterior se tiene un modelo con todas las covariables que se preseleccionaron
en el paso definido en la seccidn 4.1.2, que garantiza que las covariables utilizadas son
importantes para todo el conjunto de datos, sin embargo, no necesariamente son
importantes para las observaciones que pertenecenaunnodo, es por esto que se adiciona
este componente, que permite seleccionar, con base en las observaciones del nodo final,
las variables que mayor importancia tienen. Se realiza un procedimiento paso a paso o
stepwise utilizando la funcién stepGAIC con pasos hacia adelante y hacia atras que
permite obtener un modelo con parsimonia sin sacrificar de manera significativa el
desempeiio del mismo (Rigby & Stasinopoulos, 2005). Con este procedimiento se
descartanalgunas variables que no son relevantes para las observaciones del nodo que se
esta evaluando.

4.1.7 Procedimiento de boosting o committees

Este procedimiento es opcional, ya que el usuario define el nmero de iteraciones que se
realizan, en caso de que el nimero de iteraciones sea una, este paso se omite. Cada
iteracion representa un nuevo arbol generado, pero antes de iniciar el nuevo arbol se
modifica el valor de la variable respuesta de acuerdo con la expresion [Io=
] = olthe: — [Jg, donde (15 representa el valor ajustado de la variable respuesta que se
utilizara en la generacion del arbol de decision nimero [, [ es el valor real de la
variable,

hoe €S el valor predicho en el arbol 1 - 1. Esta expresion tiene el objetivo de penalizar a
las observaciones que son sobreestimadas o subestimadas, de tal manera que el proximo
modelo genere una prediccion menor o mayor respectivamente. Finalmente, cuando todos
los arboles son generados la prediccion final es el promedio simple del valor predicho de
cada uno de ellos (Kuhn & Johnson, 2013). Este procedimiento es conocido como
committees, nombre que se le asigna en la técnica cubista de donde es tomado.
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4.2 Implementacion de la metodologia AMG en R

Paquete gmtree

Para la metodologia descrita en la seccidn 4.1 se desarroll6 un paquete en el lenguaje de
programaciéon R que comprende un grupo de funciones que ejecuta los pasos definidos
sobre un conjunto de datos. Este paquete puede consultarse en el siguiente repositorio
https://github.com/juancamiloespana/gmtree. El objetivo de este paquete es generar
multiples modelos AMG vy seleccionar el de mejor desempefio de acuerdo al indicador
definido por el usuario (AIC, BIC, MAE, RMSE). La funcion gamlss_tree ajusta
modelos AMG compuestos de un arbol de decision tipo CART y un modelo de regresion
GAMLSS en cada hoja o nodo final creados por el arbol de decision. La funcién
pred_gamlss se utiliza para realizar predicciones de observaciones nuevas con base
en el modelo ajustado en la funcion gamlss_tree. Lafuncion test_dist se utiliza
para analizar el ajuste de las distribuciones del paquete gamlss que defina el usuario,
utilizando dos pruebas de bondad de ajuste Anderson Darling y Smirnov Kolmogorov.
La funcion split_sample se utiliza para dividir un conjunto de datos en dos
subconjuntos, un conjunto para entrenamiento de modelos y otro para evaluacion. El
usuario define el porcentaje de datos que va a tener el conjunto de entrenamiento, y el
porcentaje de datos restantes correspondera al grupo de evaluacion. La descripcion
detallada de la funcién se presenta en el Anexo 1.
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5 Anélisis y discusion de casos de estudio para validacion

En esta seccion se analizan tres casos de estudio de prediccion del LOS que se utilizaron
para validar la metodologia AMG y para compararla con otras técnicas de la literatura.
En la primera parte se describen los casos de estudio, su procedencia y algunas
caracteristicas de los conjuntos de datos. También se realiza una comparacion de los tres
casos de estudio y se describen las razones por las que fueron seleccionados, basado en
sus diferencias y como éstas pueden impactar el desempefio de la metodologia
desarrollada. En la segunda parte se presenta una breve descripcion y comparacion de la
distribuciéon de la variable respuesta en cada uno los casos de estudio, analizando
diferentes medidas de resumen y un analisis grafico. En la tercera parte se presentan las
funciones y los argumentos utilizados para generar el modelo de la metodologia AMG y
los modelos de las otras técnicas con las que se compararon los resultados. Por altimo, se
presenta una comparacién del desempefio del modelo seleccionado por la metodologia
AMG con respecto a los modelos generados por las demés técnicas. Esta comparacion se
realiza utilizando tres métricas diferentes, AIC, MAE, RMSE para tener una vision méas
amplia de las fortalezas y debilidades de cada una de las técnicas.

5.1 Descripcion de los casos de estudio para validacion

Los tres casos de estudio que se tuvieron en cuenta fueron seleccionados debido a que
tenian caracteristicas diferentes que permitian analizar el comportamiento de la
metodologia desarrollada bajo condiciones diversas. En primer lugar, los datos provienen
de paises diferentes. En segundo lugar, la cantidad de observaciones en cada caso varia
de manera importante, lo que puede impactar en el ajuste de los modelos, mas aun,
teniendo en cuenta que la poblacion se divide con el componente de arboles de decision
y la cantidad de observaciones utilizadas para ajustar cada modelo se reduce. En tercer
lugar, la naturaleza y cantidad de variables explicativas difiere para cada caso.

El primer caso de estudio, que llamaremos Medellin, proviene de los registros médicos
de un hospital de tercer nivel de Medellin, Colombia. El tercer nivel de atencion es el que
resuelve los problemas que exigen mayor grado de especializacion, de mayor complejidad
y que requieren uso de alta tecnologia (Vignolio, Vacarezza, Alvarez, & Sosa, 2011). La
informacion corresponde a todos los pacientes hospitalizados que tuvieron egresos en el
afo 2015. La base de datos cuenta con 27.872 registros y 16 variables predictoras y 1
variable respuesta que es el LOS en dias medida como variable continua, teniendo en
cuenta las horas de ingreso y egreso. De las 16 variables predictoras 11 son categoricas y
5 son discretas. En el Anexo 2 se presenta el listado de variables, la descripcién y tipo de
variable.

El segundo caso de estudio, que llamaremos Microsoft, proviene de un proyecto de
Microsoft para prediccion LOS en el que se utiliza una base de datos para evaluar varios
modelos (Microsoft, 2018). Los datos fueron dados por un tercero y se les realiz6 un
remuestreo de lasvariables rcount y lengthofstay que sonel nmero de readmisionesen los
altimos 180 dias y el LOS respectivamente. También se realiz6 un remuestreo de las
variables continuas para hacer que sus distribuciones fueran normales y se realizaron
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correcciones de problemas que se tenia con las fechas de altas y nUmero de documentos.
En el Anexo 3 se presenta el listado de variables, la descripcion y el tipo de variable.

El tercer caso de estudio, que llamaremos Arizona, proviene de los registros de
hospitalizacion del seguro médico nacional de Estados Unidos que se registran en una
base de datos conocida como Medpar. Los datos que se utilizaron son una muestra
aleatoria de pacientes hospitalizados en 1991 en el estado de Arizona con problemas
cardiovasculares y que recibieron uno de dos procedimientos, CABG (Coronary Artery
Bypass Graft) y PTCA (Percutaneous Transluminal Coronary Angioplasty) que se
utilizan para ciertos problemas cardiovasculares. La base de datos cuenta con 3589
registros, 5 variables predictoras y una variable respuesta correspondiente al tiempo de
estancia (Hilbe, 2016). En el Anexo 4 se presentan las variables, la descripcién y el tipo
de variable.

Un aspecto importante es que las variables que estan disponibles en cada caso de estudio
son muy diferentes, solo coinciden variables demograficas como la edad y el sexo. Esto
refleja la realidad de la prediccion del LOS, en donde cada hospital lleva registro de
diferentes tipos de variables. En la seccién 3.1 se mencionan tres variables importantes
en este tipo de estudios, el diagnostico, la severidad de la enfermedad y la comorbilidad.
En los tres casos estudiados se tiene el diagnéstico, severidad no se tiene en ninguno y la
comorbilidad solo se tiene en el caso de Medellin. Esto evidencia uno de los principales
problemas en de prediccion del LOS, la disponibilidad de las variables, que segun la
literatura, tienen relacion fuerte con el LOS. Esta es una oportunidad que tienen los
hospitales y que probablemente es de las que mas puede impactar el desempefio de los
modelos de prediccién del LOS.

5.2 Analisis de distribucion del LOS en los casos de estudio

En la Figura 5 se presenta, para cada uno de los casos de estudio, el histograma, la
densidad y algunas medidas resumen del LOS. En los tres casos se observa, tanto en el
histograma como en las medidas resumen (sesgo y curtosis), que el LOS es una variable
leptocurtica con sesgo positivo. Se observa también que el coeficiente de variacion y
rango son altos, con una concentracion de las observaciones en valores cercanos a cero.
La media se encuentra entre cuatro y nueve dias y la mediana esta entre cuatro y ocho
dias, en los tres casos la media fue mayor o igual a la mediana debido al sesgo de la
distribucién. Estas medidas coinciden con lo reportado en la literatura sobre las
caracteristicas de esta variable (Awad et al., 2017).

A pesar de las similitudes mencionadas, existen algunas diferencias en la distribucion del
LOS de cada uno de los casos de estudio. En primer lugar, en los datos del hospital de
Medellin es donde se presenta la mayor variabilidad, como se evidencia en su rango que
supera los 100 dias y un coeficiente de variacién cercano al 100%, seguido por los datos
del caso de Arizona y en tercer lugar los datos de Microsoft, que tienen un rango
equivalente al 15% del rango de los datos del hospital de Medellin y un coeficiente de
variacion cercano a la mitad. En segundo lugar, se observan diferencias importantes en
las medidas de tendencia central, principalmente en los datos de Arizona que tienen una
media y mediana del doble de los datos de Microsoft y tiene una media y desviacion
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mayor qué los datos de Medellin, a pesar de que este Gltimo tiene un rango
aproximadamente un 30% mayor, lo que coincide con la evidencia grafica que muestra
que la cola de la distribucion de los datos de Arizona es mas pesada. Finalmente se resalta
que los datos del LOS de Arizona tienen una distribucién bimodal que no se observa en
los otros casos, lo que puede sugerir que existen dos poblaciones dentro de las

observaciones.

Figura 5 Histogramas y medidas resumen de LOS para casos de estudio
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5.3 Ejecucidn de técnicas

Se compard el desempefio del modelo seleccionado por la metodologia AMG, utilizando
la funcion gamlss_tree, con los resultados obtenidos con un éarbol tipo CART
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utilizando la funcion rpart, un modelo GAMLSS utilizando la funcién gamlss_tree
con el argumento arbol_activo = F, que como se menciona en el Anexo 1 genera un
modelo GAMLSS. Una Regresion lineal utilizando la funcion Im y un modelo cubista
utilizando la funcion cubist. Para el AMG y GAMLSS se evaltan dos instancias, la
primera es seleccionando el modelo de acuerdo con al criterio AIC, que se enfoca en
seleccionar el modelo que maximice la funcion de verosimilitud y penalizando con el
numero de pardmetros utilizados. La segunda instancia es ajustar el modelo que menor
MAE genere. Con esto se obtuvo el resultado de 7 modelos diferentes. Para la medicion
de los indicadores definidos se divide el conjunto de datos, por medio de un muestreo
aleatorio simple, en una muestra del 80% de las observaciones como conjunto de
entrenamiento, con este se realiza la estimacion de parametros, y un 20% de las
observaciones sera apartada para ser utilizada como muestra de evaluacion para medir los
indicadores sobre ésta, estos porcentajes son los mas comunes en la literatura (Pendharkar
& Khurana, 2014; Tanuja et al., 2011; Turgeman et al., 2017).

Para usar las funciones mencionadas se deben definir unos argumentos que guian la
ejecucion de las mismas. A continuacion se describen dichos argumentos y los valores
definidos para la ejecucion. La funcion rpart cuenta con los argumentos: method, este
argumento define el método utilizado para seleccionar la mejor divisién posible de la
poblaciénencadanodo, parael casode regresion el método utilizadoes “ANOVA”, esta
seleccion la hace automaticamente la funcién escogiendo el argumento méas adecuado
segun las caracteristicas de la variable respuesta (T. M. Therneau & Atkinson, 2018).

El argumento minbucket, que corresponde al nimero minimo de observaciones que
puede tener un nodo final, se definira de acuerdo al trabajo de Green (2010), en el que se
propone que una regresion debe tener como minimo un numero de observaciones mayor
0 igual a 104 + (1, donde m es el nimero de predictores. Esta regla se utiliza para
garantizar que las regresiones ajustadas en cada nodo tengan un numero de observaciones
adecuado para la estimacién de parametros. ElI argumento minsplits, que
corresponde al nimero minimo de observaciones que debe tener un nodo para intentar
una division se define en relacion al argumento anterior de la siguiente manera:
minbucket*3 ya que existe una dependencia entre ambos argumentos. El argumento
maxdpeth, es la profundidad méxima del arbol de decision, su valor por defecto es 30,
valor que se dejara ya que este argumento sirve como criterio de podado, el cual sera
controlado por los dos argumentos anteriores para asegurar el ajuste de los modelos en
cada nodo. Finalmente, se tiene el argumento cp, que corresponde al pardmetro de
complejidad utilizado como criterio de parada. Para el caso del método anova, este
argumento indica el valor minimo que debe mejorar el [1° para aceptar una division, el
valor que se utilizara en la ejecucion es: 0.01 que es el valor por defecto, se deja el valor
por defecto ya que como se menciond anteriormente el podado serd controlado por el
ndmero minimo de observaciones en un nodo.

En la funcién Im se utiliza la estimacién de minimos cuadrados para generar los valores
de los parametros que forman el modelo y el Unico argumento de entrada son las
covariables que se utilizaran. La definicion de las variables para todas las técnicas se
realizara de la misma manera, para asegurar igualdad de condiciones y se realiza con base
en el procedimiento explicado en la seccion 4.1.2 de la metodologia AMG.
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Los argumentos utilizados en la funcion cubist son los committeess que
corresponden al ndmero de iteraciones boosting que se realizan del algoritmo y se
explican con mas detalle en la seccion 4.1.7, el valor que se utilizara es 1 para disminuir
el tiempo computacional. El otro argumento de la funcion rules que corresponde al
nimero maximo de reglas que pueden definirse para el modelo final, para calcular este
valor se tomara el nimero minimo de observaciones definido anteriormente 104 + [,y
se dividira el total de observaciones por este valor, esta cifra proporciona un nimero de
reglas, que es equivalente al nimero de divisiones que tendra la poblacion, permitira
asegurar que el método cubista no tenga un nimero de observaciones en cada nodo
alejado del valor que se definio para los arboles de decisién de la funcion rpart.

En la funcién gamlss incorporada dentro de la metodologia AMG, que se utiliza para
los modelos GAMLSS y AMG, se definen los siguientes argumentos: method que
corresponde al algoritmo con el que se realiza la basqueda de los coeficientes de los
modelos GAMLSS, se utilizara el método RS()siglas de Rigby and Stasinopoulos
creadores del algoritmo, se selecciona por ser mejor en cuanto a tiempo computacional.
El argumento cyc, que es el nimero de ciclos que realiza el algoritmo RS(), se definira
en 50 para asegurar que no se aumente significativamente el tiempo computacional. El
argumento Fami by, que corresponde a la distribucion que se ajusta, se tuvieron en cuenta
44 distribuciones que se presentan en el Anexo 5, las cuales tienen en cuenta todas las
distribuciones reales positivas y las distribuciones de conteos.

En la funcién gamlss_tree se utilizan los argumentos de la funcion gamlss y
adicionalmente: Steps, que corresponde a los pasos que se utilizan para realizar una
seleccion de variables por medio de la metodologia stepwise utilizando el indicador
GAIC, se realizaran solo 2 pasos ya que su costo computacional es muy alto y
adicionalmente porque ya existe una preseleccién de variables realizadas previamente por
la funcion gamlss_tree. El argumento n_dist_mod, que corresponde al nimero
de distribuciones para las que se ajusta el modelo con covariables se define en 44 para
analizar todas las distribuciones ingresadas. EI argumento var_sel, que corresponde al
criterio que se usa para seleccionar el modelo final, como se corren dos instancias se
definen dos argumentos ““aicmodelo” y ““MAE>’. committeess, que es el nimero
deiteraciones boosting que se realiza del algoritmo, se utilizael mismo que enel modelo
cubista tomando el valor de 1. prueba__hip, que se utiliza para definir si se realizan
pruebas de hipotesis para validar el ajuste de las distribuciones al conjunto de datos
analizado, su valor por defecto es “TRUE” que indica que si se realizan las pruebas.
signif, que es la significancia con la que se evaltan las pruebas de hipdtesis de las
distribuciones de los datos, serd 0.005 que es el valor mas comun en la literatura.
Finalmente esta el argumento acepta_h, que se utiliza para decidir si solo se toman
lasdistribucionesparalasqueseapruebalahipétesisde bondad deajuste. “TRUE” indica
que solo se toman las distribuciones para las que se aprueba la hipétesis en otro caso se
tienen en cuenta todas las distribuciones para realizar los ajustes de modelos con
covariables, de definira su valor en “FALSE” paraanalizar el indicador MAE en todas
las distribuciones ajustadas .
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5.4 Comparacion de métricas

Como se menciond en la seccién anterior, para cada uno de los casos de estudio se
utilizaron 5 técnicas diferentes (AMG, CUBISTA, CART, LM, GAMLSS), sin embargo
dos de estas técnicas (AMG, GAMLSS) se evallan con dos variantes que consisten en
cambiar el criterio con el que se selecciona el modelo final, en una de las variantes se
selecciona el modelo con mejor MAE y en la otra se selecciona el modelo con mejor AIC.
De cada una de las técnicas resulta un modelo seleccionado, a este modelo seleccionado
se le midieron tres indicadores AIC, MAE, RMSE vy los resultados de estos modelos son
con los que se comparan las técnicas. El primer indicador (MAE) esta basado en la bondad
de ajuste con penalizacion dada por el nimero de parametros y los dos ultimos (MAE,
RMSE) como medida tnicamente de los residuales. Estas tres perspectivas permiten tener
una comparacion mas amplia sobre los criterios para los que funciona mejor cada una de
las técnicas, ya que, como se mencion0 anteriormente, segun la necesidad del
investigador, el criterio de seleccion puede cambiar. El indicador AIC no se calculé para
los arboles CART y modelos cubistas ya que los modelos generados no permiten su
calculo. Para los modelos generados por la metodologia AMG que tienen varios modelos
paramétricos ajustados, uno por cada nodo, se sumaran los AIC del modelo de cada nodo.
Esto implica una penalizacion mayor en estos modelos, porque, a pesar de usar las mismas
variables, cada una de ellas ajusta un pardmetro diferente en cada nodo. Las métricas
presentadas corresponden a la medicién en la muestra de evaluacion.

En la Tabla 3 se muestran los resultados de los tres indicadores evaluados para cada uno
de los 7 modelos seleccionados en el caso de estudio de Medellin. Como se observa, el
MAE es menor que el RMSE en todos los casos, esto se debe a la presencia de valores
extremos a la que es mas sensible el RMSE. En el indicador MAE/MEDIA se observa
que los modelos seleccionados tienen un porcentaje de error alto en todas las técnicas.
Esto puede ser consecuencia de la baja correlacion entre las variables predictoras y el
LOS en este caso de estudio.

El modelo seleccionado con AMG-AIC es el que mejor indicador AIC tiene, sin
embargo, ese mismo modelo, el de menor desempefio en MAE y RMSE. Por otra parte el
modelo seleccionado con AMG-MAE es el segundo de mejor que mejor indicador MAE
obtuvo y el tercero en RMSE, superado por el modelo seleccionado de regresion lineal y
GAMLSS-MAE, esto ultimo es lo esperado ya que en estos dos métodos la estimacion de
parametros se realiza con el objetivo de minimizar la suma de cuadrados del error.
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Tabla 3 Comparacion de desempefio de técnicas caso de estudio Medellin

Técnicas RMSE AlC MAE |\|>I/IEAI§)EI,£\ ME/IE')AI\,E\I/\IA
AMG-MAE 5,64 135197 3,51 59% 88%
AMG-AIC 7,42 4,57 76% 114%
CUBISTA 5,67 NA 55% 83%
CART 5,68 NA 3,63 61% 91%
LM 547 140600 3,55 59% 89%
GAMLSS-AIC 7,26 140600 4,55 76% 114%
GAMLSS-MAE | 548 115645 3,56 59% 89%

En la Tabla 4 se presentan los resultados de los indicadores de la ejecucion de las 7
técnicas sobre el caso de estudio de Microsoft. En este caso el error MAE esta entre 21 y
40% de la media, lo que muestra un porcentaje de erro bajo, que se debe a que para este
conjunto de datos las variables predictoras si son significativas explicando el LOS. El
modelo seleccionado con la técnica AMG-AIC obtuvo el mejor AIC de los 7 modelos
seleccionados, no obstante, este modelo fue el que tuvo error méas alto en MAE y RMSE.
Por otro lado, el modelo seleccionado de la técnica AMG-MAE fue el segundo mejor
modelo en el indicador de MAE después del modelo de la técnica cubista, por una
diferencia muy pequefia y fue el de mejor desempefio en el indicador RMSE.

Al igual que en el caso anterior, el indicador MAE también es menor que el RMSE para
todos los modelos seleccionados, aunque para este caso, las diferencias entre estos dos
indicadores son menores, debido a que en este conjunto de datos la asimetria es menor y
en consecuencia el impacto que éste tiene sobre el RMSE también.

Tabla 4 Comparacion de desempefio de técnicas caso de estudio de Microsoft

Técnicas RMSE AlIC MAE I\I>I/II§I\DEI,£\ MEAIZ;A;,E\I/\IA
AMG-MAE 121722 0,85 21% 21%
AMG-AIC 2,09 1,58 40% 40%
Cubista 1,2 NA 21% 21%
CART 1,24 NA 0,95 24% 24%
LM 1,18 126311 0,9 23% 23%
GAMLSS-AIC 1,83 111416 1,34 34% 34%
GAMLSS-MAE 1,18 126311 0,9 23% 23%

En la Tabla 5 se presentan los indicadores de los 7 modelos seleccionados para el caso de
estudio de Arizona. Se obtuvieron resultados muy similares al caso de estudio anterior en
cuanto a las mejores técnicas en cada métrica, en AIC el mejor desempefio lo obtuvo el
modelo de AMG-AIC y al igual que en los casos anteriores este modelo fue el de mayor
error en las dos métricas restantes. En el indicador MAE el mejor modelo fue
seleccionado por la técnica cubista, al igual que en los dos casos anteriores, teniendo en
segundo lugar al modelo de la técnica AMG-MAE, técnica que generd el modelo que
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obtuvo el indicador RMSE. En este caso de estudio, al igual que en el primero, las
diferencias entre las técnicas mas competitivas de cada indicador son mas estrechas que
en el caso de estudio de Microsoft. Esto puede ser consecuencia de una menor capacidad
predictora de las variables explicativas, que se refleja en el hecho de que en este conjunto
de datos el error MAE esté entre el 37% y 78% de la media, un poco mejor que en el caso
de estudio de Medellon, pero con mayor porcentaje de error que el caso de estudio de
Microsoft.

Tabla 5 Comparacidn de desempefio de técnicas caso de estudio Arizona

.. MAE / MAE /
Técnicas RMSE AIC MAE MEDIA | MEDIANA
AMG-MAE 3,41 39% 43%

AMG-AIC 9,27 6,83 7% 85%
Cubista 5,71 NA 37% 40%
CART 5,35 NA 3,43 39% 43%

LM 5,57 17843 3,45 39% 43%
GAMLSS-AIC 9,43 15356 6,81 77% 85%
GAMLSS-MAE 9,57 17843 3,45 39% 43%

En los resultados presentados en esta seccion se observa que la técnica AMG-AIC genero
el modelo que obtuvo el mejor indicador AIC en los tres casos de estudio. Esto representa
un resultado muy importante en el contexto de prediccion del LOS, no solo por la mejora
en el indicador sino también por la introduccion de un indicador que no es comun en la
literatura reciente del area y que como se menciond en la revision de la literatura es uno
de los criterios de seleccion de modelos méas importantes por tener en cuenta la bondad
de ajuste y por la penalizacion que se realiza por la complejidad del modelo, medida en
el nUmero de parametros que se estiman.

En los indicadores basados en los residuales RMSE y MAE, el modelo de la técnica
AMG-MAE tuvo resultados competitivos, ya que obtuvo el mejor RMSE en dos de los
casos Yy en el tercer caso obtuvo el segundo mejor indicador. Este mismo modelo obtuvo
el segundo mejor indicador MAE en los tres casos. El caso de estudio de Microsoft fue
para el que se obtuvo mejores indicadores de los modelos generados por las técnicas
AMG, lo que indica gque en escenarios con mayor cantidad de datos y mejor calidad de
variables es donde toman mayor ventaja sobre otras técnicas. Un aspecto importante de
resaltar es la diferencia que se presenta en los modelos generados por las técnicas AMG-
AIC y AMG-MAE, ya que el modelo con mejor AIC era el que peor indicador MAE y
RMSE obtuvo y viceversa lo que muestra la importancia de definir el criterio con el que
se escogen los modelos.

En el caso de estudio de Microsoft fue en el que mejores indicadores se obtuvieron. Esto
resalta la importancia de tener variables explicativas que influyan en la variable respuesta.
Adicionalmente en este caso es donde se tienen mayor cantidad de variables continuas,
que son mas faciles de procesar por parte de las técnicas de modelado. En el caso de
estudio de Arizona se tenian pocos registros y pocas variables, sin embargo, los
indicadores de los modelos fueron mejores que en el primer caso, evidenciando que
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existia informacion mas relevante para la prediccion. Otro tema que se observa en el
analisis de los casos es que la diferencia entre la métrica MAE y RMSE es mayor mientras
mayor sea la presencia de valores extremos, como se da en el caso de Medellin y Arizona,
que tienen una mayor brecha entre las dos métricas, en contraste se tiene el caso de
estudio de Microsoft que con menor dispersién presenta una menor brecha entre ambos
indicadores.

El desarrollo e implementacion de la metodologia AMG permitié comprender que para
el caso del LOS, y otros problemas con las mismas caracteristicas, es importante tener
presente que un conjunto de datos, por su naturaleza, puede provenir de poblaciones con
distribuciones diferentes y que por lo tanto una técnica que permite identificar y
segmentar estas poblaciones puede ayudar a modelar de manera mas acertada el
comportamiento de la variable respuesta. Adicionalmente se identificé una diferencia
importante entre los modelos que son seleccionados basados en métricas de minimizacién
de residuales como MAE y RMSE, con respecto a los modelos que son seleccionados con
base en AIC, diferencia en cuanto a sus métricas de desempefio y en cuanto a la naturaleza
de la distribucién ajusta. En muchos problemas conocer la naturaleza de la distribucion
de los datos es fundamental por lo cual utilizar una métrica como el AIC sera
indispensable. Finalmente se resalta la importancia de tener covariables adecuadas que
permitan tener una prediccion ajustada, ya que sin estas covariables ninguna técnica
arrojara un resultado bueno.

6 Estudio de simulacion

El objetivo del estudio de simulacion es verificar que los hallazgos que se obtienen con
la utilizacién de la metodologia AMG, en los casos reales, son estables y se repiten bajo
ciertas condiciones y no son hallazgos de casos particulares. Ademas, el estudio permite
explorar supuestos y condiciones para los cuales la metodologia va a tener ventajas o
desventajas. Los posibles escenarios que se pueden presentar en la prediccion del LOS
son innumerables, sin embargo, para definir un alcance razonable se plantearon dos
escenarios, dejando la exploracion de otros escenarios para investigaciones futuras.

En la literatura del LOS existe evidencia de que la distribucion de esta variable puede ser
diferente para ciertas caracteristicas de la poblacion analizada, el caso mas comun en las
investigaciones es la identificacion de distribuciones de diferentes enfermedades o tipos
de ellas (Berki, Ashcraft, & Newbrander, 1984). Es para este tipo de casos que una
metodologia como AMG se vuelve pertinente, ya que el componente de arboles de
decision funciona adecuadamente en la identificacion y separacion de grupos de paciente.
La identificacion de estos grupos permite que se puedan ajustar modelos diferentes, en
sus parametros e incluso en las distribuciones.

En el trabajo de Berki, Ashcraft, & Newbrander (1984) se evidencia esta particularidad,
incluso, se ajusta un modelo diferente para cada grupo de enfermedad. Algunas
enfermedades tienen pardmetros de distribucion (media y desviacion) diferentes, lo cual
se esperaria sea una ventaja para la metodologia AMG, ya que se adecUa a la estructura
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de los modelos que genera. La generacion de escenarios se basara en la estructura de la
base de datos usada en el trabajo de Berki, Ashcraft, & Newbrander (1984).

En el primer escenario se consideran dos enfermedades con LOS promedio muy
diferente, enfermedad de los 0jos y Artritis. Se espera que el modelo generado sea capaz
de separar la poblacion que tiene una enfermedad de la poblacion de la otra, este escenario
se llamara Poblaciones diferentes. En el segundo escenario se plantea el caso opuesto, en
este se consideran dos enfermedades con LOS promedio similar, Hernia y Prostata. Este
escenario supone una dificultad para el modelo ya que probablemente no sea posible
separar las poblaciones y la metodologia AMG pierde una de las ventajas con respecto a
las demas técnicas, este escenario se llamara Poblaciones similares.

6.1 Generacioén de escenarios

Para validar el adecuado funcionamiento de la metodologia AMG se simularon dos
escenarios con 100 repeticiones cada uno. Para la generacion de las bases de datos se
simularon las covariables identificadas en el trabajo de Berki, Ashcraft, & Newbrander
(1984). En este trabajo se proporcionan para cada una de las enfermedades las medias de
cada covariable o en el caso de las categdricas el porcentaje de clientes en cada categoria,
asi como la proporcion de pacientes por cada grupo de enfermedades. Dada la poca
informacion de las covariables, se asumié una distribucién normal con la media dada por
la investigacion y una desviacion del 10% de la media. En la Tabla 6 se presenta la
participacion de pacientes por enfermedad, la media y desviacion del LOS por cada
enfermedad y la lista de las 12 covariables utilizadas, sus respectivas medias o porcentajes
de participacion de las categorias.

Posterior a la simulacién de las covariables se generaron las variables respuestas, para
generar estas variables se utilizo la distribucion exponencial ya que de acuerdo al trabajo
de Awad et al. (2017) es la distribucion que representa el comportamiento de esta
variable. También se utilizd la distribucién gamma debido a que es una distribucion
positiva y permite diferentes tipos de comportamiento incluyendo variables asimétricas y
con diferentes tipos de curtosis. Con base en la desviacion se calculd el parametro de
forma de la distribucion gamma, asumiéndolo constante. Para la media se utilizo el
modelo propuesto por Berki, Ashcraft, & Newbrander (1984), en el que la media dependia
de las covariables de la Tabla 6, sin embargo, en este modelo no se garantizaba que los
valores generados convergieran a la media del LOS dada en la Tabla 6, por esta razon se

multiplicaron los coeficiente de la investigacion por un valor igual a 2 donde (1, es el

Oo

promedio del valor generado por la ecuacion propuesta en la investigacion para calcular
la media con base en las covariables. En la tabla 7 se presentan los coeficientes de cada
una de las covariables y la distribucion utilizada para cada una de las enfermedades que
se utilizaron. A continuacidn, se presentan las ecuaciones utilizadas para generar los datos
simulados para cada uno de los escenarios.
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6.1.1 Escenario Poblaciones diferentes:

Para los datos simulados del escenario poblaciones diferentes se utilizaron las
distribuciones planteadas en las ecuaciones 2 y 3, cada una corresponde a una de las
enfermedades de este escenario.

]D;~DDDDD*DD;,D”[”DDH o (2)

oooo

Ox~ 00000000000 ( Od) (3)

donde:

Gamma* = Parametrizacion de distribucién gamma propuesta por (Rigby & Stasinopoulos, 2005)
Exponencial*=Parametrizaciondedistribucionexponencial propuestapor (Rigby & Stasinopoulos, 2005)
0w = 00000 00 000 00 000000000 000 0000000000 DO 000 0000,000 00000 6.

’_‘IIEI

0000000060 00 000 U0 000000000 000 0000000000 00 000 000ho, 000 0oooda 6.
O = 000000 0000000000 000000000 000 0000000000 00000 0000 en el pacientei.
Ow = 000000 0000000000 000000000 000 00000000 en el paciente i.

0=0000000000 00000000 0100000000,00{1=0000000000 00000 0000,2= 00000000}
ooa

U, =000 oo Uy Ueo

Boo

0=000000 00 obooooooooog,

0 e {1,2, ... )12} 0000 000000 OO0 0OOOOODOOO OO0 OO0 0OOO0O0CO 6 O 7 00000000 O 0000
ugopooooud

Ux = 00000000000 0000 0000000000 00000 0000000000 0,000 000107,
Oz = 000000000 0000000 00000000000, Op~0(0 = Og, 0=01+ Og)

oo = Media de la covariable j de la enfermedad e, Ver tabla 6.

6.1.2 Escenario Poblaciones similares:

Para los datos simulados del escenario poblaciones similares se utilizaron las
distribuciones planteadas en las ecuaciones 4 y 5, cada una corresponde a una de las
enfermedades de este escenario.
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DDDDDD ( 4 )

0 O0OdoeO, 0

oo~ 1 jumu

Ox- 00000000000 (0)) (5)

donde:

Gamma* = Parametrizacion de distribucion gamma propuesta por (Rigby & Stasinopoulos, 2005)
Exponencial*=Parametrizaciondedistribucionexponencial propuestapor(Righy & Stasinopoulos, 2005)

O = 00000 00 00000 000000000 000 0000000000 0000 00600000,000 00000 6.

O = 0000000060 00 000 00 000000000 000 0000000000 0010 00600000,000 00000 6.
Ox = 000000 00 00000000 000000000 000 0000000000 0000 00600000 en el paciente i.
O = 000000 0000000000 000000000 000 h 0O0O20 en el paciente .

0=0000000000 000000000000000000,00{1=0000000000 0000 00600000,2=000000}
ooa

Uy, =000 oo UpUeo

Omn

U=000000 00 obboddoobon,

Oe {1,2,...,12} 0000 000000 00 000000000 00 000 0000006 07 00000000 0 0000
ogoooooood

Ux = 00000000000 0000 0000000000 00000 0000000000 0,000 000107,
Oz = 000000000 0000000 00000000000, Op~0O(0 = Og, 0= 01+ 0g)

Uoo = Media de la covariable j de la enfermedad e, Ver tabla 6.
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Tabla 6 Covariables utilizadas y sus respectivas medias o porcentajes

Diagnostico prl_nC|paI —nombre Enfermeqlad de Hernia | Préstata | Artritis | Indice j
variable los o0jos
% de pacientes 44% 9% 5% 11% NA
LOS Media 5 8 9 14 NA
LOS desv 4 10 7 12 NA
% F - genero 45% 13% 0% 63% 1
Edad — edad 51 4 65 60 2
Distancia domicilio-hospital (millas) -
distdh 78 26 70 80 3
Método de pago 1 (%blue cross/blue
shield) —mp1 38 48 32 35 4
Método de pago 2
(Medicaid/medicare work 38 16 60 53 5
compensation) — mp2
Numero de diagndsticos —numdiagn 3 2 3 2 6
Tiempo de servicios de radiologia —
tsrad 4 0 23 18 7
Tiempo de servicios de laboratorio — 12 6 25 29 8
tslab
Intensidad en se_r\i/ég:%s de enfermeria 118 191 115 116 9
Dia de admision (% adm juev-Sab) -
admis 31 27 18 18 10
Tipo de admision (% de adm
urgencia) - admurg 24 9 16 2 11
Tipo de admision (% de adm
emergencia) - admemer 46 23 15 0 12
Tabla 7 coeficientes de regresion de los modelos simulados y distribuciones
- coeficientes - .
. coeficientes coeficientes | coeficientes L
Variables o Enferm. . . Indice j
Artritis . Hernia prostata
Ojos
Distribucion Exponencial Gamma Exponencial Gamma NA
genero 0.075 0.132 -0.047 0.000 1
edad -0.006 -0.038 0.047 0.027 2
distdh 0.047 -0.038 -0.016 0.092 3
mp1l -0.031 0.094 -0.012 -0.269 4
mp2 0.013 0.019 -0.086 -0.264 5
numdiagn 0.072 -0.019 -0.078 0.129 6
tsrad 0.072 -0.377 -0.109 -0.081 7
tslab 0.003 -0.868 -0.428 0.119 8
isenf 0.082 0.189 0.093 -0.005 9
admjs 0.047 -0.075 -0.078 0.027 10
admurg -0.006 -0.226 0.195 0.022 11
admemer 0.132 -0.321 -0.086 0.092 12
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6.2 Awnalisis de resultados

Para analizar la prediccion en cada uno de los escenarios planteados se utilizaron las siete
técnicas mencionadas en los casos reales con el objetivo de ver si los resultados
encontrados alli se reflejaban de manera constante en otros conjuntos de. En las Tablas 3
y 4 se presentan los intervalos de confianza al 95% de las métricas de desempefio para
cada uno de los modelos generados, analizar los intervalos permite comprobar que las
diferencias no se deben a un efecto aleatorio, sino que son resultado de diferencias
estadisticas significativas.

Tabla 8 Resultados de las técnicas para escenario de Poblaciones diferentes

Intervalos de confianza 95% de confianza

Técnicas RMSE AIC MAE / MEDIA | MAE / MEDIANA

AMG-MAE (7.00,7.12) | (21697, 21833)

AMG-AIC (8.73,8.86) (4.35,4.46) | (60.2%, 61.7%) (83.7%, 85.8%)

CUBISTA (7,27, NA (3.45,3.46) | (47.7%, 47.9%) (66.3%, 66.5%)
7,29)

CART (7.09,7.10) NA (3.94,3.96) | (54.5%, 53.9%) (75.8%, 75%)

LM (36816, 36985) | (3.66,3.67) | (50.6%, 50.8%) (70.4%, 70.6%)

GAMLSS-AIC | (7.08, | (22561, 22646) | (3.68,3.86) | (50.9%, 53.4%) (70.8%, 74.2%)
7.30)

GAMLSS- (7.02,7,03) | (25837, 27185) | (3.65,3.67) | (50.5%, 50.8%) (70.2%, 70.6%)

MAE

Tabla 9 Resultados de las técnicas para escenario de Poblaciones similares

Intervalos de confianza 95% de confianza

Técnicas RMSE AIC MAE / MEDIA | MAE / MEDIANA
AMG-MAE | (7.89, 7.97) | (13945, 14040)
AMG-AIC fg?g) (6.67,7.09) | (78.77%, 83.65%) | (103.76%, 110.19%)
CUBISTA (7.91, 7.93) NA (5.41,542) | (63.9%, 63.97%) | (84.18%, 84.27%)
CART (7.59, 7.6) NA (5.61, 5.62) | (66.26%, 66.39%) | (87.29%, 87.45%)
LM (19272, 19328) | (5.58, 5.59) | (65.91%, 66.05%) | _ (86.82%, 87%)
GAMLSS-AIC fggi) (13941, 14000) | (6.93, 7.36) | (81.79%, 86.95%) | (107.74%, 114.53%)
SAMESS: 1 (7.91,7.93) | (13953, 14011) | (5.43,5.43) | (64.06%, 64.11%) | (84.38%, 84.45%)

De los resultados obtenidos se observa que el modelo generado por la técnica AMG_AIC
es el que menor AIC obtuvo en los dos escenarios, hallazgo que coincide con los
resultados encontrados en los casos reales, donde esta técnica también fue la que obtuvo
el menor AIC. Otro resultado que coincide con los hallazgos de los casos reales es el
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desempefio de la técnica AMG_MAE que fue la que menor MAE obtuvo en ambos
escenarios, en el caso del indicador RMSE la técnica no fue superior a las demas. Con lo
anterior se puede concluir que es un resultado que se obtienen con la metodologia
desarrollada, en comparacion con otras técnicas van a ser estables bajo diferentes
escenarios.

Otro aspecto que se queria validar con las simulaciones, es que los resultados de los
modelos obtenidos con la metodologia AMG no fueran sensibles a cambios pequefios y
no estructurales, como los cambios que se hicieron en las 100 instancias que se corrieron
de cada escenario variando aleatoriamente los valores de las variables sin hacer cambios
estructurales como las distribuciones, coeficientes de regresion, desviaciones o la
cantidad de subgrupos que tenian distribuciones del LOS diferentes. Esto se comprobo
con base en la longitud de los intervalos de confianza que se generaron en cada escenario,
donde se observan intervalos pequefios que variaban maximo un 1% del promedio de los
resultados obtenidos en las 100 repeticiones de cada escenario.

Con relacién a las ventajas de la metodologia desarrollada se identificaron tres: la primera
es la superioridad en los modelos generados medidos con el indicador AIC,
adicionalmente, también mostro un desempefio superior en la métrica MAE. La segunda
ventaja es el uso de distribuciones diferentes a la normal para ajustar los modelos, ventaja
que se observa en que las técnicas basadas en GAMLSS superaron, con una diferencia
importante, en el indicador AIC a la regresion lineal que utiliza Gnicamente la distribucion
normal, lo que evidencia que la distribucion es un factor fundamental para la obtencion
de un buen AIC.

La tercera ventaja se observa en las diferencias observadas entre los dos escenarios
planteados. En la métrica AIC la diferencias que se presentaron entre los modelos que
ajustan una sola distribucion (GAMLSS_MAE, GAMLSS_AIC, LM) y los modelos
generados por la metodologia AMG (AMG_MAE y AMG_AIC), son mayores en el
escenario de poblaciones diferentes que en el escenario de poblaciones similares. Esto se
debe a que la metodologia AMG y GAMLSS se diferencian precisamente en que la
primera separa la poblacion antes de hacer al ajuste de la distribucion, con el fin de
generar modelos con distribuciones diferentes por cada subgrupo de la poblacién
encontrado. En el escenario de poblaciones similares, al hacerse dificil dicha separacion,
las dos técnicas terminan generando resultados similares porque la metodologia AMG no
encuentra una variable que le permita separar las poblaciones y ajustar modelos diferentes
a cada una, que es precisamente su ventaja frente al modelo gamlss tradicional.
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7 Conclusiones

En la presente investigacion se evaluaron diferentes aspectos que juegan un papel
fundamental en la construccién de modelos predictivos, fundamentalmente en el contexto
de prediccion de LOS, a continuacién, se mencionan algunos de los mas importantes que
se abordaron con esta investigacion.

En esta investigacion se identificaron algunas oportunidades en el contexto de prediccion
del LOS que se abordaron con el desarrollo del trabajo. La primera es tener un estudio
enfocado en la metodologia que generaba un modelo de prediccion mas que en el modelo
mismo Y sus resultados, esta oportunidad se trabaj6 con el disefio e implementacién en
software de la metodologia AMG, que facilitara la seleccién de modelos para prediccién
del LOS en un espectro amplio de posibles modelos. La segunda oportunidad esta
relacionada con el uso de métricas mas enfocadas en la bondad de ajuste que en la
minimizacion de residuales, como era el caso de la mayoria de articulos encontrados en
la literatura. Para esto se utilizo, entre otras, la métrica AIC y esto llevo a la necesidad de
incluir diferentes tipos de distribuciones, ademas de pruebas de hipdtesis de ajustes de
distribuciones que permitiera mejorar el ajuste de los modelos basados en AIC.
Finalmente se identifico la oportunidad de mejorar el desempefio de los modelos de
prediccion del LOS, lo cual se logrdé generando el mejor modelo en todos los casos
evaluados en la métrica AIC y el mejor modelo en la mayoria de casos evaluados con la
métrica MAE.

En la literatura de prediccion del LOS, principalmente desde los métodos
computacionales que son los mas comunes en la actualidad, no se aborda con profundidad
el ajuste de los datos a las distribuciones paramétricas sobre las que se basan muchos
modelos utilizados. Como consecuencia se tienden a ajustar regresiones que no cumplen
los supuestos. Con la presente investigacion se aborda esta problematica generando una
metodologia que utiliza métodos computacionales pero que permite el analisis de ciertas
caracteristicas importantes en los modelos de regresion como el ajuste de los datos a la
distribucion sobre la que se basa el modelo, generando dentro de la metodologia AMG la
versatilidad para que el usuario defina la rigurosidad con que se ajustara el modelo y sea
consciente del incumplimiento de algunos supuestos para las conclusiones que se generen
de estos.

Las construcciones de modelos predictivos con un desempefio adecuado dependen
fundamentalmente de tener variables predictoras que expliquen gran parte de la
variabilidad de la variable respuesta, no tenerlas implica errores més grandes y
probablemente la imposibilidad de realizar una prediccion acertada. Esto se evidencia
dentro del primer caso de estudio, para el cual los modelos generaron predicciones con
un margen de error muy amplio, y aunque existian diferencias en los modelos ajustados,
no eran suficientes para lograr un desempefio apropiado. Este desempefio inferior al
esperado se asocia a las variables explicativas, ya que las mismas técnicas en el caso de
estudio dos mostraron un desempefio muy superior. Este aspecto se debe resolver desde
las instituciones hospitalarias, garantizando que capturan la informacién adecuada.

En los modelos construidos con la metodologia AMG se encontré que los que fueron
seleccionado a través del AIC, que prioriza la bondad de ajuste, mostraban un mejor
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comportamiento en este indicador con respecto a las otras técnicas, pero no fueron los
que tuvieron mejor desempefio en los indicadores MAE y RMSE. Estos modelos,
mostraban una tendencia a ajustarse mejor al modelo real de los datos, de acuerdo con la
naturaleza del AIC que mide la bondad de ajuste. Adicionalmente la metodologia
desarrollada tenia la variante de seleccionar un modelo enfocado en los indicadores MAE
y RMSE, que permitia tener predicciones muy competitivas en comparacion con las
técnicas que se comparo.

El desempefio del modelo generado con la técnica AMG-MAE super6 los resultados que
se obtienen en los modelos generados por las técnicas en las que se basa (arboles de
decision y modelos GAMLSS), analizandolos individualmente, y superando en casi todos
los escenarios a la regresion lineal. Esto muestra que es una metodologia competitiva que
puede generar resultados de mucho interés en las investigaciones que se utilice.
Adicionalmente, la metodologia desarrollada tiene un potencial que no se alcanzo a
explotar en el presente trabajo, potencial que se encuentra en el uso de los componentes
aditivos de los modelos GAMLSS y en el ajuste de los pardmetros de escala y forma de
cada distribucion. Explotar estos componentes adicionales puede mejorar
considerablemente el desempefio de los modelos generados y permitir una flexibilidad
mayor en cuanto al tipo de fendmenos que se modelan.

Los modelos generados con la técnica cubistas fueron los que mostraron mejor
desempefio en el indicador MAE, aunque no fueron los de mejor indicador RMSE. Su
desempefio superior con respecto a la metodologia AMG puede ser causa de algunas
caracteristicas que diferencian ambos meétodos. En primer lugar, en la técnica cubista se
ajustan modelos lineales en nodos que no son finales, mientras que en la metodologia
AMG solo se hace en nodos finales. Los ajustes en nodos intermedios no se realiz6 debido
al costo computacional que tenia para AMG particularmente, ya que no solo se ajusta un
modelo en cada nodo, como el caso del cubista, sino que se ajustan, en cada nodo, tantos
modelos como distribuciones de probabilidad se consideren. En segundo lugar, en la
técnica cubista se ajusta la prediccion que se realiza con base en observaciones cercanas,
caracteristica que no se implemento en la metodologia AMG. Finalmente, otra diferencia
esta en el algoritmo utilizado para la generacién del arbol de decision que para AMG es
un arbol tipo CART vy para la técnica cubista el algoritmo es un M5.

La presente investigacion se enfocd en generar las bases para un campo de investigacion
futuro en el que se puedan proponer metodologias que tengan en cuenta tanto el enfoque
computacional como el enfoque estadistico en la construccion de modelos, para que no
se conciban como campos de investigacion independientes sino como complementarios,
de esta manera podra tener un conocimiento mas amplio del fendmeno estudiado.

La metodologia AMG ha mostrado ventajas en la generacion de modelos con mejor AIC,
principalmente en escenarios donde existen poblaciones con distribuciones claramente
diferenciables en su media, y donde las distribuciones de las que provienen los datos no
son simétricas. Adicionalmente se comprobd que estos resultados son estables en
diferentes escenarios y no son sensibles a cambios no estructurales de los modelos que
generan los datos. Finalmente es importante mencionar que la metodologia AMG permite
obtener modelos con muy buenos indicadores en AIC y en MAE, pero en el indicador
RMSE la metodologia tiene oportunidades de mejora.
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8 Trabajos futuros

Es importante en investigaciones futuras explorar la validacion de supuestos de los
modelos generados y las consecuencias de su no cumplimiento. Algunos aspectos que se
deben considerar son: la transformacion de las variables respuestas antes de ajustar los
modelos para disminuir el incumplimiento de supuestos y el andlisis de penalizacién méas
altas en el AIC que generen un efecto mas notorio en la seleccion del modelo.

Como se mencion6 anteriormente los modelos GAMLSS que se utilizan en la
metodologia AMG tiene dos componentes que puede ser explorado en investigaciones
futuras. El uso de los componentes aditivos y la modelacion de los otros parametros que
componen las distribuciones pertenecientes a GAMLSS, también se pueden considerar
componentes de la técnica cubista que no se utilizaron, como el ajuste de modelos lineales
a todos los nodos del arbol generado y no solo a los nodos finales.

Un aspecto fundamental que se abordara en trabajos futuros es la basqueda de algoritmos
que permitan crear y seleccionar de manera eficientes los posibles modelos que se generen
en el uso de la metodologia AMG, esta es una problematica que se genera por la
versatilidad de la metodologia, ya que como se puede adaptar a problemas con estructuras
muy diferentes, también se debe buscar la manera de que la metodologia tenga la
capacidad de encontrar de manera rapida un modelo adecuado para un conjunto de datos
analizado.
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10 Anexos

Anexo 1

A continuacion, se presenta la descripcion, el uso, los argumentos, los valores y los
ejemplos de cada una de las funciones implementadas en R.

gamlss_tree Ajusta Arbol de Modelos GAMLSS AMG

Descripcion

gamlss_tree ajusta un modelo de Arbol de Modelos GAMLSS que se compone de un
arbol de decision tipo CART con la funcién rparty un modelo GAMLSS con la funcion
gamlss en cada nodo final del arbol.

Uso

gamlss_tree(form, datos, n_dist_mod=4, var_sel="aicmodelo",
steps=2, porc_entre=0.8, committess=1,
nom_dist=c("exGAUS","GIG","GG",""BCCGo", ""BCPEO", "G
A™,"GB2","BCTo","WEIL3", "LOGNO™, "EXP",
"PARETO2"™,"IG™", " 1GAMMA™ ,""NO""), cyc=50,
prueba_hip=TRUE,
acepta_h=FALSE, type="counts",
arbol_activo=TRUE)

Argumentos

form Una férmula compuesta de dos partes, una que indica la variable
respuesta que se encuentra al lado izquierdo del operador ~, y la
segunda parte las variables explicativas que se ubican al lado derecho
del operador ~ y que se separan con el signo +.

datos Un data.frame que contiene las variables que se refieren en el

argumento form.

n_dist mod Es el nimero de distribuciones que se van a preseleccionar con base en
el ajuste de la variable respuesta a las distribuciones seleccionadas por
el usuario. Este argumento permite limitar el namero de distribuciones
con las cuales se ajustan los modelos GAMLSS con covariables y
reducir el tiempo de computo del algoritmo.

64



var_sel

steps

porc_entre

comitteess

nom_dist

cyc

prueba_hip

acepta_h

type

Es la variable que se utiliza para seleccionar el modelo, se puede utilizar
los valores “aicmodelo” para seleccionar el modelo con mejor AIC o se
utiliza el valor “MAE” para seleccionar el modelo con mejor indicador
MAE.

Es el nimero de pasos que se realizan en el procedimiento de stepwise.

Es el porcentaje de datos que se utilizardn como muestra de
entrenamiento

Es el nimero de iteraciones boosting que se realizan.

Es el vector que indica las distribuciones del paquete gamlss que se
tendran en cuenta durante la construccién de los modelos.

Es el nimero de iteraciones que se utiliza en la funcion gamlss para
realizar el ajuste de los pardmetros de los modelos en cada nodo.

Es un argumento de tipo bandera. Cuando esta en “TRUE” indica que
se realizan las pruebas de hipétesis de bondad de ajuste de la variable
respuesta con respecto a las distribuciones ingresadas por el usuario.

Es un argumento de tipo bandera, cuando esta en “TRUE” se indica que
solo se utilizaran las distribuciones qué aprueban la prueba de hipotesis
de bondad de ajuste de la variable respuesta con una significancia del
0.05.

Es el tipo de distribuciones que se tendran en cuenta durante la
generacion demodelos, sirve como complemento de lasdistribuciones
definidas en el argumento nom_dist se utilizan los mismos tipos de
la funcion FitDist del paquete gamlss.

arbol_activo Es un argumento de tipo bandera que se utiliza para definir si se realiza

Valores

el arbol de decisién inicial, cuando el argumento es diferente de
“TRUE” la funcion ajusta modelos GAMLSS para las distribuciones
definidas y selecciona el modelo que mejor resultados tenga de acuerdo
con la métrica definida por el usuario.

La funcidn retorna una lista con los siguientes valores, los cuales estan definidos para
cada uno de las iteraciones o comitteess que tenga el modelo:

arboles

modelosxnodo

Son los arboles de decision ajustados con la funciéon rpart
durante la ejecucion de la funcion.

Es una lista con los modelos GAMLSS que se ajustan por cada uno
de los nodos finales del arbol de decision.
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valor_nodo

dis_sel

nodos_train

Form

datos_test

nodo_prueba

Es un vector con la prediccion de cada nodo del arbol de decision,
que equivale a la media de la variable respuesta para el conjunto de
observaciones gque pertenecen a cada nodo.

Es un vector con la lista de distribuciones seleccionadas en cada
uno de los modelos ajustados por nodo final.

Es una lista que guarda el conjunto de observaciones de
entrenamiento, junto con sus variables explicativas, que pertenecen
a cada uno de los nodos del &rbol de decision.

Es la formula ingresada por el usuario para ajustar el arbol de
modelos GAMLSS.

Es el grupo de observaciones que fue separada por la funcién para
ser utilizada en la evaluacion de los modelos.

Es una lista que contiene una tabla por nodo con la informacion
obtenida al utilizar la funcion probar_dist en los datos
pertenecientes a cada nodo.

nodos_ajuste_cov Es una lista qué contiene una tabla por nodo con la informacién de

Ejemplo

las métricas obtenidas para cada uno de los modelos ajustados con
cada una de las distribuciones preseleccionadas.

# Se carga la libreria COUNT para utilizar el conjunto de

datos
azpro
library(azpro)

data(azpro)

#Se ajusta el modelo GAMLSS

model _amg<-gamlss_tree(los~. ,datos=azpro)

#Se muestran algunos de los valores arrojadas por la

funcion

model_amg$arboles
model_amg$modelosxnodo
model_amg$nodos_ajuste_cov
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test _dist Probar ajuste de distribuciones del paquete gamlss a variable
respuesta.

Descripcion

test_dist analiza el ajuste de la variable respuesta a cada una de las distribuciones
definidas por el usuario, calcula indicadores de bondad de ajuste AIC y BIC con la
funcion FitDist vy adicionalmente realiza dos pruebas de bondad de ajuste, Anderson
Darling con la funcion ad.test y Smirnov Kolmogorov con la funcién ks.test,
estas dos pruebas se evalian con unasignificancia definida por el usuario generando una
columna que indica si la prueba es aceptada o rechazada.

Uso

test_dist(y, type="realplus", extra="N0’, signif=0.05)

Argumentos
y Una férmula compuesta de dos partes, una que indica la variable
respuesta que se encuentra al lado izquierdo del operador ~, y la
segunda parte las variables explicativas que se ubican al lado derecho
del operador ~y que se separan con el signo +.
type Este argumento define un grupo de distribuciones par las cuales se
evaluaran las pruebas y las métricas de bondad de ajuste. Es el mismo
argumento de la funcion FitDist del paquete gamlss.
extra Son las distribuciones adicionales a las que estan contenidas en el
argumento type.
signif Es la significancia con la cual se evaluaran las pruebas de hipétesis
realizadas.
Valores

La funcidon retorna una data.frame que tiene una fila por cada una de las
distribuciones y en cada columna tiene los siguientes valores:

Dist Es el nombre de la distribucion evaluada.
KS Es el valor P resultante de la prueba Smirnov Kolmogorov.
AD Es el valor P resultante de la prueba Anderson Darling.
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SBC Es el Criterio de Informacién Bayesiano.
AIC Es el Criterio de Informacion de Akaike.

res_prueba_ks Es el resultado de evaluar el valor P de la prueba de Smirnov
Kolmogorv con la significancia definida por el usuario.

res_prueba_ad Es el resultado de evaluar el valor P de la prueba de Anderson
Darling con la significancia definida por el usuario.

Ejemplo
#Se carga la libreria COUNT para utilizar el conjunto de
datos #azpro

library(azpro)
data(azpro)

#Se evalua la variable ““los” que contiene el tiempo de
#estancia hospitalaria del conjunto de datos azpro.

probar<- test _dist (y=azpro$los)

pred _gamlss_tree Realizar predicciones utilizando un Arbol de Modelos
GAMLSS AMG

Descripcion

pred _gamlss_tree utiliza la lista que genera la funcion gamlss_tree, que contiene
la informacion del modelo ajustado, para predecir observaciones de un nuevo conjunto
de datos.

Uso

pred_gamlss_tree(newdata,objeto)

Argumentos

newdata Es un data.frame que contiene las variables explicativas de un
conjunto nuevo de observaciones, que debe contener las mismas
variables utilizadas en el ajuste del modelo.
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objeto Es la lista que genera la funcion gamlss_tree y que contiene toda la
informacidn del modelo generado en ésta.

Valores

La funcidn retorna una data. frame que contiene los datos ingresados en el
argumento newdata y se adicionan las siguientes columnas:

pred_arbol Es el valor predicho por el arbol de decision de la funcién rpart.

pred_gam Es el valor final predicho por la combinacion del arbol de decision y los
modelos GAMLSS en cada nodo.

Ejemplo

#Se carga la libreria COUNT para utilizar el conjunto de
datos

azpro
library(azpro)

data(azpro)

#Se ajusta el modelo GAMLSS

model _amg<-gamlss_tree(los~. ,datos=azpro)

#Se predicen los valores de los para un conjunto de datos
con #base en el modelo ajustado

pred<-pred_gamlss_tree(objeto=model gam,newdata=azpro)

split_sample separa una data. frame en dos con un muestreo aleatorio

Descripcion

split_sample Esta funcion toma una data.frame y genera una lista con dos
data.frame utilizando muestreo aleatorio para dividir las observaciones, el porcentaje de
datos que contiene cada uno de los conjuntos creados es definido por el usuario como
argumento de entrada.

Uso

split_sample(datos, perc)
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Argumentos

datos Es un data.frame que se quiere dividir en una muestra de
entrenamiento y una deevaluacion o prueba.

perc Es un valor entre 0 y 1 que indica la proporcion de datos que se dejaran
en la muestrea de entrenamiento.

Valores

La funcion retorna una lista con dos data . frame que contienen la misma estructura
de los datos ingresados, los dos data. frame generados son:

train Es un data.frame con una muestra aleatoria de los datos que se
utilizaran para entrenamiento.

test Es un data.frame con una muestra aleatoria de los datos que se
utilizaran para evaluacion o prueba.

Ejemplo

#Se carga la libreria COUNT para utilizar el conjunto de
datos

azpro

library(azpro)

data(azpro)

#Se dividen los datos en dos conjuntos

separados<-split_sample(datos=azpro,perc=0.8)

#Se genera una lista con dos data.frame en el que el
#data.frame train contiene el 80% de las observaciones.

separados$train
separados$test
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Anexo 2

Variables disponibles en el conjunto de datos del caso de estudio 1 correspondiente a
datos reales de un hospital colombiano.

Variables Descripcion Tip_o de
variable
cod_habilitacion Departamento tratante del paciente Categorico
mes Mes de egreso del paciente Categorico
capitulo Capitulo del diagnéstico de acuerdo con ICD 10 | Categ6rico
los_dias Tiempo de estancia en dias continua
tipo_egreso Razon por la que egreso el paciente Categorico
Edad Edad del paciente Discreta
semana_epidemio Semana del afio en que ingreso el paciente Discreta
genero Género del paciente Categorico
antibiotico Si el paciente recibe antibioticos Categorico
servicio_egreso_e Servicio en el que se encontraba cuando egres6 | Categorico
cod_aseg_grd_e Cadigo de asegurador Categorico
comorbilidad Numero de enfermedades diagnosticadas Discreta
dia_mes_ingreso Dia del mes que ingreso el paciente Discreta
dia_semana_ingreso Dia de la semana que ingreso el paciente Discreta
especialidad_e Especialidad del diagnostico principal Categorico
dx_principal_e Diagnostico principal de ingreso ICD 10 Categorico
dx_medico_e i)(i)agnéstico principal segiin médico tratante ICD Categ6rico
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Anexo 3

Variables disponibles en el conjunto de datos del caso de estudio 2 correspondiente a
datos reales modificados en el marco de un proyecto desarrollado por Microsoft.

Variables Descripcion T|p_o de
variable
eid Identificacion de la admisién Discreta
vdate Fecha de visita Categorica
rcount NUmero de readmisiones en los Gltimos 180 dias Discreta
gender Género del paciente Categorica
dialvsisrenalendstage Indicador de enfermedades renales durante la Discreta
y g estancia
asthma Indicador de asma durante la estancia Discreta
irondef Indicador de deficiencia durante la estancia Discreta
pneum Indicador de neumonia durante la estancia Discreta
Indicador de dependencia de sustancia durante la .
substancedependence . Discreta
estancia
psychologicaldisordermajor Indlca(_jor de trastorno psicolégico mayor durante la Discreta
estancia
depress Indicador de depresion durante la estancia Discreta
osychother Indlcaglor de otros trastornos psicoldgicos durante la Discreta
estancia
fibrosisandother Indicador de fibrosis durante la estancia Discreta
malnutrition Indicador de malnutricion durante la estancia Discreta
hemo Indicador de desorden sanguineo durante la estancia| Discreta
hematocritic Promedio valor hematocrito durante la estancia Continua
neutrophils Promedio valor neutréfilos durante la estancia Continua
sodium Promedio valor sodio durante la estancia Continua
glucose Promedio valor de glucosa durante la estancia Continua
bloodureanitro Promedio de nitrégeno ureico en la sangre durante .
X Continua
la estancia
- Promedio del valor de la creatinina durante la .
creatinine . Continua
estancia
. Promedio del indice de masa corporal durante la .
bmi : Continua
estancia
pulse Promedio del pulso durante la estancia Continua
respiration Promedio de la respiracion durante la estancia Continua
secondarydiagnosisnonicd9 Indlca(_jor de un segundo diagndstico durante la Discreta
estancia
discharged Fecha de alta Categorica
facid Departamento hospitalario de la estancia Categorica
lengthofstay Tiempo de estancia Discreta
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Anexo 4

Variables disponibles en el conjunto de datos del caso de estudio 3 correspondiente a
una muestra aleatoria de un conjunto datos reales del seguro médico del estado de
Arizona en Estados Unidos.

Variables Descripcién T|p_o de
variable
LOS Tiempo de estancia en dias Discrteta
Procedure Indicador de procedimiento 1= CABG, 0 = PTCA Discrteta
Sex Indicador de sexo 1= Hombres, 0 = Mujeres Discrteta
Age75 Indicador de mayor de 75 afios, 1>75 afios, 0 < 75 Afios Discrteta
Admit Indicador de tipo de admisién 1= Urgencia, 0 = Electiva Discrteta
Hospital Codigo del departamento hospitalario que trata al paciente Categorica

73




Anexo 5

Lista de distribuciones utilizadas en la ejecucion de la metodologia AMG en los tres

casos de estudio.

Distribucion Nombre Distribucion Tipo distribucion
BNB Beta Negative Binomial Conteo

DEL Delaport Conteo

DPO Double Poisson Conteo
GEOM Geometric Conteo
GEOMo Geometric Original Conteo

GPO Generalized Poisson Conteo

LG Logarithmic Conteo

NBF Negative Binomial Family Conteo

NBI Negative Binomial Tipo | Conteo

NBII Negative Binomial Tipo Il Conteo

PIG Poisson Inverse Gaussian Conteo

PO Poisson Conteo

Si Sichel Original Conteo
SICHEL Sichel (mu as the mean) Conteo
WARING Waring Conteo
YULE Yule Conteo
ZALG Zero Adjusted Logarithmic Conteo
ZANBI Zero Adjusted Negative Binomial Conteo

ZAP Zero Adjusted Poisson Conteo
ZAPIG Zero Adjusted PIG Conteo
ZAZIPF Zero Adjusted Zipf Conteo
ZIBNB Zero Inflated Beta Negative Binomial Conteo
ZINBF Zero Inflated Negative Binomial Family | Conteo
ZINBI Zero Inflated Negative Binomial Conteo

ZIP Zero Inflated Poisson Conteo

ZIP2 Zero Inflated Poisson (mu as mean) Conteo

ZIPF Zipf Conteo
ZIPIG Zero Inflated PIG Conteo
ZISICHEL Zero Inflated Sichel Conteo
BCCGo Box-Cox Cole and Green Real positiva
BCPEo Box-Cox Power Exponential Real positiva
BCTo Box-Cox t Real positiva
exGAUS The ex-Gaussian Real positiva
EXP Exponential Real positiva
GA Gamma Real positiva
GB2 Generalized Beta Type Il Real positiva
GG Generalized Gamma Real positiva
GIG Generalized Inverse Gaussian Real positiva
IG Inverse Gaussian Real positiva
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IGAMMA Inverse Gamma Real positiva
LOGNO Log Normal Real positiva
NO Normal Real positiva
PARETO?2 Pareto Type 2 Real positiva
WEI3 Weibull (mu as mean) Real positiva
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