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Resumen

Una de las aplicaciones actuales de la ciencia de datos y que ha cobrado gran relevancia, es el
aprendizaje y posterior prediccion del comportamiento de la demanda de productos, que puede
estudiarse a partir de diferentes metodologias estadisticas enfocadas en el tiempo. Sin embargo,
debido a la variabilidad de la demanda y de las variables que la afectan, es cada vez mas complejo

en el dia de hoy realizar una proyeccion similar a la realidad.

Considerando lo anterior, fue necesario construir una solucion asertiva para mejorar el
entendimiento del fendmeno y para el desarrollo de un procedimiento basado en un modelo de
prondstico. En primer lugar, se identificaron las variables que afectan la demanda de los productos
de linea, luego, se obtuvo la informacion pertinente de las variables con sus historicos,
posteriormente se organizo y se estructurd adecuadamente esta informacion, de acuerdo con los
lineamientos requeridos para la correcta prediccidn y con el fin de aumentar la precision del modelo
a la realidad. Posteriormente, se implementd el modelo y se realizaron pruebas de verificacion y
validacion de los resultados para evaluar el rendimiento del modelo con la metodologia actual.
Todo lo anterior con el apoyo del equipo comercial y de monitoreo de la cadena de suministro de

la empresa manufacturera de alimentos carnicos.

Los resultados del proyecto fueron aceptados por los expertos del negocio realizando una

documentacioén de las actividades y se tomd la decision de continuar perfeccionando la solucion.

Palabras clave: Series de tiempo, Prondstico de demanda, Algoritmo, Analisis de datos
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Abstract

One of the current applications of data science has gained great relevance lately. It is basically the
learning and subsequent prediction of the behavior of product demand, which can be studied from
different statistical methodologies focused on time. However, due to the variability of the demand
and the aspects that affect it, it has become increasingly complex nowadays to make a forecast

close to reality.

Therefore, it was necessary to build an assertive solution to improve the understanding of the
phenomenon and to develop a solution based on a forecasting model. First of all, the variables that
affect the demand of the line products were identified. Then, the pertinent information of the
variables with their historical data was obtained. After that, the information was organized and well
structured, according to the guidelines required for the correct prediction in order to increase the
accuracy of the model to reality. Finally, the model was implemented as well as verification tests
and validation of the results were performed to evaluate the execution of the model with the current
methodology. All of the above was supported by the company's commercial and supply chain

monitoring team.

The results of the project were accepted by the business experts by documenting activities and the

decision was made to continue improving the solution.

Keywords: Time series, Demand forecasting, Algorithm, Data analysis
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Introduccion

Debido al aumento de la informacion y los datos dentro y fuera de las organizaciones en los
ualtimos afios, las empresas han tenido que afrontar el reto de aprovechar esta informacion para su
mejoramiento en diversas areas, impactando en la manera como toman decisiones en los niveles

estratégicos, tacticos y operativos dentro de esta.

Una de las aplicaciones actuales de la ciencia de datos y que ha cobrado gran relevancia, es
el aprendizaje y posterior prondstico del comportamiento de la demanda de productos y servicios,
elemento que puede estudiarse a partir de diferentes metodologias estadisticas enfocadas en el
tiempo. Sin embargo, debido a la variabilidad de la demanda y de las variables que la afectan, como
el precio, la época del afio, cantidades disponibles, productos de la competencia, entre otros, es
cada vez mas complejo realizar una proyeccion que represente de manera adecuada el
comportamiento real. En consecuencia, las empresas tienen la necesidad de desarrollar nuevas
herramientas que les permita conocer el comportamiento de la nueva demanda, para generar una

produccion en la cual no se subestime o sobreestime la misma.

Teniendo en cuenta lo anterior, el presente trabajo se desarrolla con el objetivo de proponer
un modelo de pronostico de ventas, que permita estimar de manera asertiva el comportamiento de
las ventas de las referencias otorgadas por la empresa, tomando como punto de partida, la realidad

y contexto de una empresa manufacturera de alimentos carnicos de Panama.

Para la realizacion de este estudio se utilizardn métodos de aprendizaje automatico con
algoritmos supervisados mediante la aplicacion de modelos de series de tiempo, siendo esta una
metodologia pertinente para el problema a abordar y los datos suministrados por la empresa. El
desarrollo del modelo se realizara en Rstudio, el cual tiene uso frecuente en aplicaciones de

Machine Learning.

Para el desarrollo de la propuesta de modelo de prondstico, en primer lugar, se identifican
las variables que afectan la demanda de los productos. Luego, se obtiene la informacion pertinente

de las variables con sus histdricos, se organizan, se limpia y se estructura adecuadamente de
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acuerdo con los lineamientos requeridos para la correcta prediccion con el fin de aumentar la
precision del modelo a la realidad. Por ultimo, se implementa el modelo y se realizan pruebas de
verificacion y validacion de los resultados con la realidad para evaluar el rendimiento del modelo
con la metodologia actual. Todo lo anterior con el apoyo del equipo de cadena de suministro en

Panama y monitoreo de la cadena de suministro de la compafiia en Colombia.

1. Objetivos

1.1 Objetivo general

Proponer un modelo de prondstico de ventas que permita estimar de manera mas asertiva 'y
proxima a la realidad del comportamiento de las ventas de las referencias de linea en la sucursal de

Panama.

1.2 Objetivos especificos

o Identificar las variables que afectan la demanda de las referencias de linea.

e Obtener, limpiar, estructurar y analizar la informacion existente de las variables definidas
con el historico correspondiente.

e Evaluar un pronostico de demanda basado en varios modelos para series de tiempo
utilizando machine Learning de prondstico.

e Validar el resultado del modelo en comparacion con lo propuesto por el equipo de Panama
y monitoreo.
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2. Marco teérico

. Machine learning

Machine learning es una rama de la inteligencia artificial que busca mejorar el analisis de
datos por medio de herramientas estadisticas, probabilisticas y de optimizacion, en pro de una
prediccion futura, ya sea por laimplementacidn de nuevos sistemas o simplemente el mejoramiento
de los ya existentes, mediante el uso de algoritmos basados en informacion antigua o reciente que

permita el funcionamiento éptimo del sistema a trabajar (Céardenas, 2018).

Existen tres diferentes tipos de machine learning: aprendizaje supervisado, aprendizaje no
supervisado y, aprendizaje reforzado. El aprendizaje supervisado comienza tipicamente con un
conjunto conocido de datos y una cierta comprension de como se clasifican los mismos, en el
aprendizaje no supervisado se utiliza cuando el problema requiere una cantidad masiva de datos
sin etiquetar y por ultimo el aprendizaje de refuerzo difiere de otros tipos de aprendizaje

supervisado, porgue el sistema no esta entrenado con el conjunto de datos de ejemplo(IBM, n.d.).

. Pronéstico de demanda

Basandose en (Cuba et al., 2017) se puede decir que histéricamente en el contexto
empresarial, los responsables de procesos y la alta direccion, centran gran parte de sus esfuerzos
en conocer el estado futuro de sus ventas, demanda e insumos, entre otros. De lo anterior se deriva
la vital importancia que presenta la certera realizacion de prondsticos para la gestion de la cadena
de abastecimiento, ya que es una de las premisas para planificar, organizar, implementar y controlar
logisticamente un conjunto de actividades o procesos, coordinados para aprovechar los factores
productivos de la forma mas efectiva posible. Tomando como punto de partida el prondstico, los
analistas puedes determinar variables como la capacidad para satisfacer la demanda pronosticada,
asi como administrar con antelacion el balance de las capacidades con el objetivo de evitar
subutilizaciones o cuellos de botella. A diferencia de elegir cualquier método cuantitativo tales

como series de tiempo, método causal, o cualitativo (juicio), es importante entender que para una
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correcta realizacion de prondésticos es importante no elegir solo uno ya que al usar y combinar

varios, sus resultados se pueden complementar para llegar a una meta mas acertada.

Como se menciond el pronostico es muy importante para la gestion de la cadena de
abastecimiento, ademas se debe tener en cuenta que en la demanda de algin bien de consumo

depende de algunos factores como (Morales Castro, Ramirez Reyes, & Rodriguez Albor, 2019):

e El crecimiento en el ingreso.

e Cambios en los precios.

e Incremento neto en el crecimiento de la poblacion.

e Cambios en los patrones de consumo (cambios en gustos y preferencias).
e Cambios en la composicion de la familia.

e Cambios en la distribucion del ingreso.
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3. Metodologia

Para el desarrollo de la propuesta del modelo de prondstico se utilizard la metodologia
CRISP-DM (Cross Industry Standard Process for Data Mining). Es un modelo estdndar abierto
propuesto en 1999 por IBM para proyectos relacionados con mineria de datos (IDECA, n.d.). Esta
metodologia ha sido la mas utilizada por grupos de analitica como se puede evidenciar en la
iError! No se encuentra el origen de la referencia. publicada por la comunidad de KDnuggets
(Moine, Haedo, & Gordillo, 2011).

Figura 1
Metodologias usadas para la analitica de datos

£Qué metodologia utiliza para mineria de datos?
KDnuggets, ano 2007

cusr-on [

Propia

SEMMA

Proceso KDD

De la organizacion

Especifica del
dorminio

Otra

No utiliza

0% 10% 20% 30% 40% 50%

Nota. Fuente (Moine et al., 2011)

Hasta la actualidad, es una de las metodologias mas utilizadas. EI modelo contiene seis
fases con flechas que indican las dependencias mas importantes y frecuentes entre ellas. La
secuencia de las fases no es estricta. De hecho, la mayoria de los proyectos avanzan y retroceden

entre ellas si es necesario. En la Figura 2 se puede observar las fases de la metodologia y las
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posibles secuencias entre ellas (Mddulo, Diplomado Por Por Elizabeth Le6n Guzman, Ledn

Guzman, & Profesora, n.d.).

Figura 2
Fases de la metodologia CRISP-DM

Comprender
“el negocio”

Comprender
los datos

N

Preparar
los datos

tv

Modelar

Implementacion

Evaluar

Nota. Fuente (Mddulo et al., n.d.)

Cada una de las fases del modelo se explican a continuacion (Wirth, 2000):

Fasel: Es probablemente la mas importante y aglutina las tareas de comprension de los
objetivos y requisitos del proyecto desde una perspectiva empresarial o institucional, con el fin de
convertirlos en objetivos técnicos y en un plan de proyecto. Sin lograr comprender dichos objetivos

no se podra garantizar resultados fiables.

Fase 2: Comprende la recoleccion inicial de datos, con el objetivo de establecer un primer
contacto con el problema, familiarizdndose con ellos, identificar su calidad y establecer las
relaciones mas evidentes que permitan definir las primeras hipdtesis, principalmente se realizan
actividades como recoleccion de datos iniciales, descripcion de los datos, exploracion de datos y,

verificacion de la calidad de los datos.
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Fase 3: En esta fase y una vez efectuada la recoleccion inicial de datos, se procede a su
preparacion para adaptarlos a las técnicas de procesamiento de estos que se utilizaran
posteriormente, tales como técnicas de visualizacion de datos, de bdsqueda de relaciones entre
variables u otras medidas para exploracion de estos. La preparacion de datos incluye las tareas
generales de seleccién de datos a los que se va a aplicar una determinada técnica de modelado,
limpieza de datos, generacion de variables adicionales, integracion de diferentes origenes de datos

y cambios de formato.

Fase 4: Se seleccionan las técnicas de modelado méas apropiadas para el proyecto de
procesamiento de datos especifico. Las técnicas para utilizar en esta fase deben estar alineadas al
caso de uso, como también en el problema que se desea resolver, la naturaleza y tipologia de las
variables y los datos, ademas del conocimiento y tiempo que requiere el analista para desarrollar

el modelo.

Fase 5: En esta fase se evalta el modelo, teniendo en cuenta el cumplimiento de los criterios
de éxito del problema. Debe considerarse, ademas, que la fiabilidad calculada para el modelo se
aplica solamente para los datos sobre los que se realizé el analisis. Es preciso revisar el proceso,

para poder repetir algun paso anterior, en el que se haya posiblemente cometido algun error.

Fase 6: Una vez que el modelo ha sido construido y validado, se transforma el conocimiento
obtenido en acciones dentro del proceso de negocio, es decir, documentar y comunicar de alguna
forma (diagrama de flujo, infografia, etc.) para permitir que cualquier usuario que utilice el

algoritmo lo realice de forma asertiva.

De acuerdo con la metodologia anterior que se va a desarrollar para el cumplimiento de los

objetivos, se propone el siguiente desarrollo del informe.

e Entendimiento del negocio
e Entendimiento de los datos

e Preparacion de los datos / Modelamiento
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e Evaluacion

e Implementacion

4. Resultados

4.1 Entendimiento del negocio

La empresa desde hace varios afios esta incursionando en el mercado de Panama. El equipo
comercial define las cantidades y productos que se ofrecen segun el historico de ventas que se tiene
de cada una de las referencias con modelos basados en promedios que, en ocasiones, no identifican
algunos componentes de la serie de tiempo. La necesidad del negocio radica en que algunas veces,
el pronostico no sigue el comportamiento de la serie de tiempo, lo que genera un resultado poco

acertado y, como consecuencia, ocasiona faltantes o sobrantes de productos.

Considerando lo anterior, la empresa junto con el departamento de planeacion de la cadena
de suministro, se han fijado el objetivo de implementar un proyecto aprovechando las nuevas
tecnologias como la inteligencia artificial para obtener informacién significativa y valiosa de los
datos, que permitan estudiar el fendmeno de pronoéstico de la demanda de manera mas asertiva y

asi mejorar los procesos e indicadores.

Teniendo en cuenta la dimension de la necesidad a resolver y el tiempo estimado en el
desarrollo del proyecto, el equipo de Panama y de monitoreo, se fijan un alcance de un modelo que

logre pronosticar las referencias utilizadas en Panama cada una asociada a su respectivo canal.

4.1.1 ldentificacion de variables

En primera instancia, para la identificacion, definicion y tipo de variables, se tomo en
consideracion variables que, junto a un equipo interdisciplinario de la compafia como variables
importantes a considerar por su alta probabilidad de impacto en el prondstico como también
variables descritas en diversos articulos académicos. De acuerdo con lo anterior y teniendo en
cuenta la informacion histérica disponible de ventas y oferta, se realizaron los ajustes pertinentes

para organizar la informacion.
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La Tabla 1 presenta las variables identificadas, el tipo y su descripcidn. Las variables fueron
evaluadas y, de acuerdo con su disponibilidad, entendimiento y requerimientos, seran

seleccionadas 0 no como insumo para el modelo.

Tabla 1
Variables analizadas para el modelo

Variable Tipo Descripcion

Referencia Cualitativo Referencia de linea la cual se le realiza el prondstico.

Clasificacion donde se encuentran los clientes las cuales son: Grandes
cadenas, Autoservicios, Alternativo, Institucional y tradicional.

Semana  Cuantitativo Semana desde donde se inicia el pronostico.

Duracién Cuantitativo Es la duracion del prondstico en el futuro.

Periodos los cuales se realiza la proyeccion de la demanda segln cada
modelo de series de tiempo.

Modelo de serie temporal elegido para pronosticar segln los parametros del
algoritmo.

Canal Cualitativo

Prondstico Cuantitativo

Modelo Cualitativo

De la Tabla 1, las variables Referencia, Canal, Semana y Duracion son los insumos para el
modelamiento, ya que con esta informacion se pueden hacer variaciones como desde qué semana
se pueden tomar las ventas para pronostico, qué canal especifico se desea pronosticar, cuantos
periodos pronosticar y cudles referencias especificas pronosticar. Por otro lado, las variables
Pronostico y Modelo se usan después de correr el modelo; la primera muestra el prondstico de cada
referencia y, la segunda, qué modelo de serie de tiempo se selecciona para una referencia

especifica. La inclusion de esta variable permite realizar analisis para mejorar el modelo.

4.2 Entendimiento de los datos
De acuerdo con el entendimiento de la necesidad y a la disponibilidad de la informacion, se
obtuvo la siguiente informacion de bases de datos de la compafia usando SQL Server

principalmente (Tabla 2).

Tabla 2

Estructura de las bases de datos en SQL
CodMat Canal Cantidad SemanaCalendario
1001813 Alternativo 0 2021.04

1001813 Tradicional 419 2016.09
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CodMat Canal Cantidad SemanaCalendario
1001981  Autoservicios 543.111 2021.04
1001981 Tradicional 0 2017.02
1002006 Institucional 24 2021.04
1002022 Institucional 0 2021.04
1002057 Institucional 2 2020.03
1002090 Alternativo 0 2021.04
1002090 Institucional 2 2021.04
1003535 Alternativo 0 2021.04
1003535 Tradicional 9 2021.04
1003570 Institucional 0 2021.04
1003570 Tradicional 7 2021.04
1004547 Tradicional 219 2021.04

Como se puede identificar en la tabla, se tiene el historial de ventas de la referencia de linea
correspondiente por semana agrupado por tipo de canal. Es importante mencionar que existen

registros de ventas desde el 2016 y actualmente existen 528 referencias activas.

En la Figura 3 se pueden evidenciar los siete tipos de canales que existen y la representacion
en ventas que registra cada uno. Se puede inferir que las cinco categorias principales son
Alternativo, Autoservicios, Grandes cadenas, Institucional y Tradicional, ya que representan mas

frecuencia en las ventas totales.

Figura 3
Frecuencias de ventas por canal

350000
300000
250000
200000
130000 m Total
100000

50000

0 — =

Alternativo  Autoservicios Grandes Industrial Institucional Intercompafiia Tradicional
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También es importante mencionar que las referencias tienen composiciones diferentes y
que se diferencian entre peso fijo y peso variable, esto conlleva a que el registro de ventas debe
operarse de manera diferente para el peso fijo son ventas por unidad y para peso variable ventas
por kilogramos, segin la composicion que tenga. EI comportamiento mencionado se puede

evidenciar en la Figura 4.

Figura 4
Tipo de peso por referencia

oPF
D F |I‘-|

4.3 Preparacion de los datos / Modelamiento

Posterior al entendimiento de los datos, es importante preparar o realizar una limpieza de
estos, ya que actualmente las organizaciones toman decisiones, cada vez mas, con base en el
conocimiento derivado de los datos almacenados. Por tanto, es de vital importancia que los datos
contengan la menor cantidad de errores posible, a causa de que es bastante comun que una base de
datos tenga del 60% al 90% problemas en la calidad de los datos (Huang, Ran, & Blume, 2017).

Aunque idealmente, los datos almacenados no deberian contener errores, es casi inevitable
que existan y merecen toda la atencién para poder hacer inferencias validas y apoyar la toma de
decisiones acertadas. Basado en lo anterior, se analizaron qué comportamientos erroneos tenian los

datos y se identificaron los problemas que podian afectar el prondstico.

4.3.1 Preparacion de los datos
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Desde este punto se comenz6 a programar todo el algoritmo con la preparacion de estos
datos en el programa Rstudio. Primero y como se menciond en el punto anterior, los datos se
encuentran en SQL Server, asi que para optimizar tiempo y recursos, se utiliz6 el paquete RODBC
de Rstudio para traer ese Dataset directamente y realizar el debido tratamiento, lo que se puede

evidenciar en el siguiente cddigo:

#crea conexion sql

conn=-odbcDriverConnect {"Driver={50L Server};
Server=10. 89, xxxx.11;
Uid=xxuxx;
PwWo=%XxXX¥+
Database=AcpcsM;
MARS_Connection=Yes:; ')

Como se puede evidenciar en el cédigo anterior, se abre una conexion hacia la base de datos
que se llama conn. Esto ahora es un objeto que contiene toda la informacién para hacer una
conexion usando ODBC, incluyendo el tipo de conexion (SQL), la direccion donde esta la base de
datos (Servidor), el usuario y la contrasefia segun las credenciales de la empresa y el nombre de la
base de datos.

A nivel de tablas se trabaja al hacer busquedas, entre varias formas que permite RODBC,
puede definirse la busqueda usando el canal (en este caso conn) y la consulta en SQL. En la
siguiente linea de cddigo, se muestra la consulta en SQL que sirve para saber qué referencias se

ingresaran en el algoritmo de limpieza y prondstico.

sentenciasqlglobal<-paste("select codmat,canal

from (
select codmat,canal,sum{case when cant>0 then 1 else 0 end) positivas
,sum{case when cant=0 then 1 else 0 end) ausentes

from [acpcsM1]. [M1]. [Pronostico_Panama_Vta_Sem_V]

where 1=1
and semanacalendario<="2021.35"
group by codmat,canal

Jbase

where convert(float,ausentes)/(positivas+ausentes)<0. 3

and positivas>24

group by codmat,canal

order by 1,2

" sep = ""

dfresumen<-sqlguery(conn,sentenciasqlglobal)
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La anterior consulta tiene la funcionalidad de elegir el conjunto de datos iniciales, la cual
cuenta con dos restricciones. La primera consiste en que los datos positivos deben ser minimo 25
datos (en algunos libros muestra que deben ser mayor a 30 pero, por el comportamiento de los
datos, se decidi6 desde el equipo de monitoreo tener esta medida de 25) y, la segunda, es que los
datos ausentes no pueden superar el 30%de los datos totales, ya que esto genera errores en algunos
modelos de prondstico. Para estas restricciones se tiene en cuenta la tabla en SQL
([AcpcsMI].[MI].[Pronostico_Panama_Vta_Sem_V]) y desde qué semana se quieren tomar las

ventas de cada referencia (semanacalendario).

Por ultimo, la funcion sqlQuery de Rstudio permite generar el data frame denominado
dfresumen gracias a la conexion conn y a la consulta sentenciaSqlglobal, que imprime todas las
referencias con su respectivo canal que cumplen con las restricciones planteadas como se evidencia

en la Figura 5.
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Figura 5
Referencias para pronosticar

codmat
1 1001813
2 1001813
3 1001813
4 1001938
5 1001938
6 1001938
7 1001981
§ 1001981
9 1001981
10 1001994
11 1001994
12 1001994
13 1002006
14 1002006
15 1002006
16 1002022
17 1002022
18 1002022
19 1002057
20 1002057
21 1002057
22 1002069
23 1002069
24 1002069
25 1002081
26 1002081
27 1002081
28 1002090

A continuacion, se crea una funcion encargada de todo el proyecto e ingresa una por una
las referencias de la Figura 5. En ella se preparan los datos y se ejecutan los pronésticos. Esta
funcidn solicita el material y el canal, el cual es suministrado por el dfresumen, se ingresa la semana

en la cual se quieren tener las ventas historicas por referencia y una identificacion, la cual registra

que dia se corrié el algoritmo.

canal
Autoservicios
arandes Cadenas
Tradicional
autoservicios
crandes cadenas
Tradicional
Autoservicios
Grandes Cadenas
Tradicional
Autoservicios
arandes Cadenas
Tradicional
autoservicios
arandes Ccadenas
Tradicional
Autoservicios
grandes Cadenas
Tradicional
aAutoservicios
Grandes Cadenas
Tradicional
autoservicios
Grandes Cadenas
Tradicional
Autoservicios
grandes Cadenas
Tradicional
aAutoservicios

fPronosticarMmatCanal«<- function(material,canal,semana,idEjecucion){

Esta funcion tiene varios procesos para llegar al resultado final. Inicialmente se obtiene el

conjunto de datos de ventas histdricas segln la referencia y el canal con ayuda de una consulta de
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SQL. Posteriormente a este, se le realizan los procesos de limpieza y prondstico que se detallan a

continuacion.

Primero se identificd que en las ventas historicas de linea existen semanas que no hubo
ventas, por lo cual ese dato es cero y puede sesgar el comportamiento de los datos en el momento

de realizar un pronostico (Tabla 3).

Tabla 3

Referencias sin ventas
Referencia Fecha Canal Cantidad
10XXX13 2016-10-31 Grandes Cadenas 0
10XXX13 2017-11-27 Grandes Cadenas 0
10XXX13 2018-12-17 Grandes Cadenas 0
10XXX13 2019-04-01 Grandes Cadenas 0

Luego se tomo la decision en conjunto del equipo de monitoreo de reemplazar estas
semanas sin ventas, ya que estos datos son considerados como datos perdidos y pueden tener un
efecto significativo en los comportamientos del modelo (Kang, 2013) y para ello se utilizd la
funcién na_kalman de Rstudio para imputar y reemplazar las ventas inexistentes como se puede

evidenciar en la Figura 6

Figura 6
Funcién na_kalman

[757] NA  72.00 — na_kalman ———» [757] 1836.0002 72.0000

Segundo y luego de reemplazar las ventas en cero, se realiz6 una identificacién para los
datos atipicos con un método univariante de deteccidn de outliers, el cual fue el boxplot o diagrama
de caja. Este grafico suministra informacion sobre los valores méaximos y los minimos, los cuartiles
Q1, Q2 o mediana y Q3, ademas de la existencia de outliers y la simetria de la distribucién
(MorenoCastellanosJuanGabriel2012). Usando la funcién de boxplot se identifican los datos

atipicos (Figura 7).
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Figura7
Boxplot del conjunto de datos
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Después de identificar los datos atipicos del conjunto de datos, se usa la funcion tsclean de

Rstudio para reemplazarlos, y la serie de tiempo quedaria como se aprecia en la Figura 8.

Figura 8
Boxplot datos reemplazados
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4.3.2 Generacion de pronosticos

Una vez obtenido el DataSet limpio y preparado, se procede a realizar la técnica para
modelar y pronosticar las referencias de linea, para ello se utilizan varios modelos de series de
tiempo, ya que una serie de tiempo puede tener varios componentes (“Series de Tiempo,” n.d.) y
segun el o los componentes hay modelos que se suavizan mejor. Por ejemplo: un modelo holt-
winters suaviza mejor una serie que tenga componentes de tendencia y estacionalidad (Ramon,

n.d.)todo el proceso se evidencia en la Figura 9.

Figura 9
Diagrama de flujo del proceso de prondstico

Ingreso
Dataset

¥

Generacion de 9
pronosticos diferentes

Y

Se registran 8 RMSE
comparando cada
pronostico con los ulimos
n periodos de ventas
historicas

Mo
’T ‘
si
¥
Se registran los

pronosticos del modelo
ganador en SQL

Luego de ingresar el Dataset se realizan 9 tipos de pronosticos los cuales son:

e Prophet
e Snaive
e Arima

e Redes neuronales
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e Logaritmo (Snaive, Arima, Redes neuronales)
e Regresion lineal

e Holt-winters

Después de realizar los 9 pronosticos, el algoritmo debe decidir cual es el mejor. Junto con
el equipo de monitoreo, se decidi6 usar la medida estadistica del error cuadratico medio (RMSE)
siendo de utilidad para comparar el pronostico de n periodos con las ultimas n ventas (Julian Vélez
Correa, 2016) y asi elegir el prondstico méas acertado segun estos dos conjuntos de datos. Esto se
puede evidenciar en las siguientes lineas de codigo, ya que el dfTest representa las ultimas n ventas

seleccionadas para la comparacion y el pn es el pronéstico de cada modelo.

rmsel<-rmse(dfTesticant, pl[l:Np,1:1])
rmse2<-rmse(dfTesticant, p2[1l:Np,1:1])
rmsed<-rmse(dfTesticant, p3[1l:Np,1:1])
rmsed<-rmse(dfTesticant, p4[1l:Np,1:1])
rmse5<-rmse(dfTesticant, p5[1:Np,1:1])
rmse6<-rmse(dfTesticant, p6[1l:Np,1:1])
rmsef<-rmse(dfTesticant, p7[1l:Np,1:1])
rmse8<-rmse(dfTesticant, p&[1l:Np,1:1])
rmsed<-rmse(dfTesticant, p9[1l:Np,1:1])

Por ultimo, el modelo que resulta ganador es registrado en la base de datos de SQL de la

empresa el cual se ejecuta con el siguiente codigo:

for(i in L:nrow(dfinsertar)) {

Tcodmat<-dfinsertar [i,1,1]
Tcanal<- dfinsertar[i,2,2]
lperiodo<- dfinsertar[i,3,3]
lpronostico<- dfinsertar([i,4,4]
insertarsqlsentencia<-paste("insert into [AcpcsMl]. [M1]. [Pronostico_Panama_Pronosticos] ( [IdEjecucion]
, [Codmat]
, [canal]
, [Periodo]
, [Pronostica]
) values("",idejecucion,”’," ", 1codmat,”", ", 1canal,”",",1perioda,”,", Ipronostico,”)")

sqlquery(conn,insertarsglsentencia)

4.4 Evaluacion
Segun la Tabla 4, se puede evidenciar que se pronostico una gran cantidad de referencias

siendo un 98% de referencias pronosticadas versus las referencias activas, las que no entraron en
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el algoritmo significan que no tienen la cantidad necesaria de datos para realizar un pronostico.
También se muestra que el algoritmo tuvo en cuenta cinco canales de siete ya que los otros, al tener
tan pocas ventas, no seria muy fiable realizar un prondstico y, por ultimo, el tiempo de ejecucién
puede ser bastante largo, por ende, se deben realizar con antelacion la corrida que se solicita este
tiempo es asi de largo ya que el algoritmo tiene muchos datos y utiliza, como se menciond, varios
modelos de prondstico.

Tabla 4
Resumen de resultados

Resultado Valores
Referencias pronosticadas por canal 1594
Referencias pronosticadas 518
Referencias activas 528
Canales 5
Prondstico (Semanas) 14
Tiempo de ejecucion (Minutos) 6376

En la Figura 10 se puede evidenciar cuales son los canales que representan mas referencias
dentro de la organizacion. Se puede apreciar que los tres canales mas representativos en funcion
del nimero de referencias de linea son Autoservicios, Tradicional y Grandes cadenas, resaltando

clientes como Justo y bueno, Super xtra, Pricesmart y Super 99.
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Figura 10
Diagrama de barras de los canales pronosticados

Codigo prondsticado por canal

Autoservicios Tradicional Grandes Cadenas Institucional Alternativa
Canal

500

300

200

Recuenla de Codigo malerial

0

En la jError! La autoreferencia al marcador no es valida. se puede evidenciar el
resultado del prondstico en comparacion con las ventas reales. Se puede notar que el
comportamiento de esta referencia en especifico es ruido blanco, es decir, tiene un comportamiento
de serie temporal estacionaria en media, las cuales son normales en la realidad. En este caso, se
espera que el pronostico no tenga componentes de tendencia ni estacionalidad como se puede
evidenciar en la gréfica, ademas se disminuy6 la varianza que tenia la cantidad real para tener un

pronostico mas estable que permitiera dejar de subestimar o sobrestimar la produccion.
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Figura 11
Comparacion de las ventas reales contra el pronostico
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En la Figura 12 se muestra el porcentaje de modelos usados en una corrida. Se puede
evidenciar que los modelos mas usados son las redes neuronales, Prophet y Arima ya que
representan méas del 70% de modelos usados en la corrida. Esto permite optimizar el tiempo de

modelamiento.
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Figura 12
Diagrama de torta con los modelos de series de tiempo més usados
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4.5 Implementacion

Desde el equipo de Panamaé se analizaron los prondsticos realizados por el modelo en tres

corridas y se concluyo que funcionan para predecir comportamientos de las referencias en un futuro

a corto plazo, ademas estos prondsticos ya se estan utilizando para la planeacion de la demanda

cada mes, por ende, se firmaron acuerdos de servicio por parte del equipo de Panama y del equipo

de monitoreo que sirven para que este modelo siga funcionando ya que ha sido de gran ayuda en

este proceso.

En la Figura 13 se pueden ver las actividades que debe realizar el equipo de Panama para

la corrida normal del modelo, el cual consta de actualizar referencias que vayan entrando y saliendo

del portafolio, ventas de referencias y tipo de peso.
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Figura 13
Acuerdos de servicio del equipo en Panama

SE RECOMIENDA DILIGENCIAR 50L0 LOS

Disefo Organizacionl ESPACIOS QUE CONSIDEREN LES AGREGA VALOR

Herramienta: Acuerdos Interproceso

Proceso/ Subproceso involucrado: Planeacion de demanda

Cliente

Analista de Monitorio Proveedor Analista de Planeacksn de Demanda
Carge Responsable Analista de Monitorio Carge Responsable Analista de Planeacion de Demanda
Nombre Juan David / Esteban Jimenez Nombre Jonathan Vegs

Acuerdos

Entregable

Caracteristicas

1 Actualizacién de referencias activas Se realiza actualizacién de referncias que uaya[1.el1tr.al1d.l:i o saliende del portafolio cada vez que se den
situaciones
2 Actualizacién de histérico de ventas

Actualizar histérico de ventas mensualmente los 15 de cada mes

3 Actualizacién de tipo de material Materiales peso fijo o peso variable

En la Figura 14 se evidencian las actividades que debe realizar el equipo de monitoreo para

cumplir con las necesidades que solicitan el equipo de planeacion de demanda de Panama.

Figura 14
Acuerdos de servicio del equipo de monitoreo

SE RECOMIENDA DILIGENCIAR 50LO LOS

Disefio Organizacional ESPACIOS QUE CONSIDEREN LES AGREGA VALOR

Herramienta: Acuerdos Interproceso

Proceso/ Subproceso involucrado: Planeacién de demanda

Cliente Analista de Flaneacién de Demanda Proveedor Analista de Monitorio
Cargo Responsable Analista de Faneackin de Demanda Cargo Responsable Analista de Monitorio
Nombre Jonathan Wega MNombre Juan David Fine ! Esteban Jimenez

Entregable

Caracteristicas
1  Corridade pronésticos de venta

Se envie el pronéstice de ventas para el mes correspondiente los 25 de cada mes

2 Explosién de referencias Se envia referencias explosionadas los 11 de cada mes
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5. Analisis
Se puede evidenciar que la metodologia usada para la realizacion de todo el algoritmo fue
de gran ayuda, ya que induce a realizar un andlisis de la organizacion y del negocio como tal, para
asi entender todo el sistema de manera objetiva y ejecutar una identificacion de las necesidades
que tiene dicha organizacion, ademas al ser una metodologia sin dependencias entre las fases se

pueden hacer correcciones en cualquier momento.

Segundo, es importante mencionar el desarrollo de todo el algoritmo apoyado en el
programa Rstudio. Fue una herramienta vital ya que fue disefiado para realizar andlisis estadisticos
y al tener gran conjunto de programas integrados para el manejo de datos, simulaciones, calculos
y realizacion de graficos, aport6 a la conexion con las bases de datos de la empresa y asi llevar a
cabo los prondsticos, en cifras esto se puede evidenciar que Rstudio optimizé el tiempo, ya que se

paso de un tiempo de realizacion de prondésticos de 20160 minutos a 6376.

Tercero, al usar nueve tipos de modelos de series de tiempo diferentes se esta asegurando
que el algoritmo analice la mayor cantidad de componentes de estas, con el fin de realizar
prondsticos mas asertivos, ya que si se compara con el método inicial con este solo usaban el

calculo medio movil para interpretar la demanda.

Cuarto, es importante mencionar que el algoritmo engloba gran cantidad de referencias con
un 98% de estas e incluyendo los canales de distribucion. Es importante mencionar que las
referencias que no ingresaron en el algoritmo no cumplen con la minima cantidad de datos
solicitados, con esto se obtiene un gran avance en cobertura ya que en la sucursal de Panama solo

tenian en cuentas las referencias sin sus respectivos canales.
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6. Conclusiones

Las fases de entendimiento del negocio y de los datos, permitieron identificar los
comportamientos mas importantes para tener en cuenta en el estudio de pronéstico de productos,
para asi entender que se necesitaban cierto numero de registros minimos en ventas para tener un
prondstico asertivo.

Se logro aplicar técnicas estadisticas de limpieza de datos para los datos iniciales apoyados
en el programa Rstudio, con el fin de obtener resultados mas asertivos sin pronosticos
sobrestimados o subestimados.

Se evaluaron diferentes modelos de series de tiempo en las corridas apoyados en el
programa Rstudio, con el fin de que estos analizaran comportamientos que normalmente tienen
estos tipos de datos y que asi el modelo tuviera varias opciones para elegir y no centrarse en solo
una.

La medida estadistica error cuadratico medio (RMSE) fue de gran utilidad para elegir los
modelos ganadores ya que comparaba los prondsticos con las ventas reales.

El algoritmo puede usarse de forma flexible, actualmente se esti usando para pronosticar
de manera semanal, pero se puede usar para varias formas segun el registro de datos en tiempos
regulares ya sea mensual, anual, semestral, entre otros.

Se uso el programa Rstudio para todo el proceso de programacion, ya que es un software
especializado en estadistica y manejo de datos y se puede usar de manera libre.

Los resultados del modelo se compartieron con el equipo en Panama y se aprobo la utilidad
de este para la planeacion de demanda y se definieron actividades requeridas para su constante

actualizacion.

7. Recomendaciones

Para darle continuidad a este proyecto, se recomienda una persona que tenga conocimientos

en analisis de datos y en diferentes herramientas como Rstudio, Python, entre otras.
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