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Resumen

En el drea de planeacion de la empresa para la cual se desarrolld este proyecto,
calculaban por medio de Excel el promedio de generacién de energia a partir de
los datos histéricos en cada una de sus plantas hidroeléctricas y con ellos
pronosticaban su generacion para proximos anos.

Por tanto, el propdsito de este proyecto fue implementar una solucion de analitica
avanzada, a través de un ensamble de modelos estadisticos y Machine Learning
que permitiera mejorar y automatizar el proceso de prondstico en la generacion
de energia para el ano 2022 con granularidad mensual, en 16 plantas
hidroeléctricas, reduciendo los cdlculos “manuales” de sus analistas, para
aumentar la productividad y rentabilidad en su negocio. Los resultados del
desempeno del modelo muestran que de forma satisfactoria en la mayoria de sus
plantas se logra mejor el prondstico de energia en hasta un 11% con respecto a
los cdlculos cldsicos que ellos realizaban, dando un alto grado de confiabilidad
en los datos obtenidos.
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1. Introduccion

Con un 68% de participacion en la generacion de energia, las cenfrales
hidroeléctricas son la mayor fuente de oferta energética del pais [1]. Es por esto,
que cada dia diferentes companias de energia invierten en diferentes alternativas
de innovacion, con fin de potenciar al maximo los recursos para aumentar su
productividad y obtener una mayor rentabilidad en su negocio.

La "Empresa” ' requiere pronosticar para los proximos 12 meses, la generacion de
energia para cada una de sus plantas hidroeléctricas. A la fecha, el
departamento de operacion y planeacion de esta empresa, realizan los
prondsticos de forma manual, basados en la experiencia de sus analistas vy
técnicos sobre los eventos hidrologicos, fallas y mantenimiento, analizando las
estadisticas de los datos histéricos de la generacion de energia en Megavatios
(MW) con medias estdndar, desviaciones y percentiles.

Con el fin de sistematizar dicho proceso, se busca construir una data histérica del
comportamiento de las plantas desde el ano 2010, que luego de ser procesadas
a través de Machine Learning, permitan a la “*Empresa” tomar decisiones a futuro
y mapear las necesidades de energia para llegar a las metas estimadas,
minimizando la carga operativa actual del proceso, teniendo un control sobre los
posibles eventos que se puedan presentar y desarrollar un crecimiento sostenible
de la operacioén, que permitan mejorar a través de la analitica, el prondstico de la
generacion de energia.

El proyecto balance energético, es una iniciativa de las diferentes estrategias de
negocio para buscar soluciones, haciendo uso de las herramientas de la era
digital como lo es el Machine Learning, bajo diseno de arquitectura en la nube,
de coédigo abierto.

El presente documento, contiene el diseno y la descripcién de la solucidén analitica
avanzada que se desarrollard en el proyecto, con el uso de algoritmos de series
de tiempo convencionales y técnicas de Machine Learning, asi como los
elementos asociados entre los datos y el andilisis del desempeno de los resulfados
obtenidos.

1 . " . . .

A lo largo de este documento, se menciona el nombre “Empresa” haciendo referencia al cliente con el cual
se estd desarrollando la solucién requerida, esto debido a que, la empresa contratante DataKnow S.A.S, se
reserva el derecho de revelar su nombre y/o tipo de vinculacién.
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2. Objetivos
Objetivo General

Desarrollar una herramienta flexible e interactiva que pronostique la generacion
de energia en las diferentes centrales hidroeléctricas de la “Empresa”, utilizando
modelos de Machine Learning y servicios en la nube, con el fin de disminuir
operatividad manual al realizar los cdlculos y andlisis en su drea de planeacion y
operacion de mercados energéticos, generando escenarios que permitan
responder a las dindmicas de mercado.

Objetivos especificos

e Realizar un andlisis exploratorio de los datos EDA, con el propésito de definir
un umbral de decisidon, en el cual los valores atipicos o faltantes no afecten el
desarrollo de los modelos predictivos.

e Construir un data set, que permita definir las variables de interés de la
“Empresa” y la granularidad segun el fipo de planta y la generacion de
energia.

e Configurar modelos de series de fiempo, utilizando técnicas cldsicas
estadisticas como ARIMA, algoritmos de Machine Learning (ML) basados en
drboles de regresion XGBoost, para evaluar la capacidad predictiva o medida
de desempeno, de cada uno de los modelos en la generacion de energia
para los proximos doce meses.

e Realizar un ensamble de los modelos evaluados, con la media como
estadistico de prueba, con el fin de capturar caracteristicas o fendencias que
alguno de los modelos de forma independiente no logre mapear.

e Implementar los diferentes modelos en los servicios en la nube de Azure
Databricks, que permitan el aprendizaje automatizado en un entorno de
produccion.

e Disenar y crear un tablero en Power Bl, donde se presente el consolidado de
los resultados obtenidos, con los diferentes indicadores que requiera el
negocio.
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3. Marco Tedrico
3.1. Forecasting

Forecasting es un método para realizar predicciones a cerca de un conjunto de
variables de interés, usando datos histéricos o lo que se denomina series de tiempo
como enfrada principal para determinar el comportamiento de las tendencias
futuras. [2] Ser capaz de predecir con alto grado de precision tendencias eventos
futuros es Util en muchos contextos porque se puede utilizar para:

e Aumentar las probabilidades del éxito y la atencidén a las necesidades
financieras de una empresa.

e Garantizar la consistencia operativa de la empresa, Formular planes
efectivos para el futuro.

e Ayudar alos gerentes a tomar las decisiones correctas.

Antes de llevar a cabo un prondstico, que en este caso serd la generacion de
energia, se requiere que todos los elementos del sistema necesitan ser revisados y
sus valores relativos analizados. Dependiendo del prondstico requerido, esto
puede implicar un andlisis exploratorio en profundidad de cualquier elemento
relevante del sistema de ventas.

3.2. Imputacion de datos

La imputacion de datos es el proceso de identificar y sustituir los registros sin
informacion o que poseen valores ausentes y valores atipicos en una serie de
tiempo. La estimacion se puede hacer a partir de la informacion que contiene el
conjunto de variables de interés. Usualmente los métodos de imputacion se ufilizan
con variables métricas de intervalo o de razén. [3]

Para el tratamiento de los valores ausentes se utiliza el método Backward fill el cual
consiste en estimar el dato faltante a partir de su valor anterior en una estructura
temporal, como se muestra en la Figura 1. Por ofra parte, para el manejo de los
valores atipicos se hace uso del fillro de Hampel, a través de una ventana
deslizante de ancho configurable para “suavizar” dichos valores, calculando la
mediana y la desviacion estandar de sus K vecinos, si el valor de esta sobrepasa
una cantidad de desvios, entonces es atipico y se reemplaza por su valor medio.
Como el filtro usa una ventana deslizante, tiene mds sentido usarlo con datos de
series de tiempo, donde el orden de los datos se rige por el tiempo. [4]
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0 2 50 30 6.0 NaN 0 20 50 300 600 6.0

1 9 NaN 90 00 7.0 Backward fill AL 9.00 000 7.0

2 19 170 NaN 90 NaN =————————$ 2 190 170 170 900 9.0
3 7 100 30 60 40 3 7.0 100 300 600 4.0
4 2 80 100 NaN 30 4 20 80 1000 1000 30

Figural. Método backward fill de imputacion

3.3. Modelo ARIMAX

Autoregressive Integrated Moving Average (ARIMA) son modelos de serie de
tiempo y andilisis estadistico cldsico, que tiene como objetivo interpretar los datos
histéricos y usar regresiones lineales para realizar predicciones futuras. Son modelos
de series de fiempo que pueden identificar o caracterizar las series de acuerdo
con su comportamiento, dindmicas y estacionariedad, mostrando tendencias,
varianza no constante, o ciclos en las series; descomponiendo la serie de tiempo
en sus elementos AR (Autorregresivos) de Raices unitarias (I) de Medias Moviles
(MA) e incorporando en algunos casos variables externas (X). Un modelo ARIMA
se caracteriza por 3 pardmetros (p, d, g) que les asignan valores enteros
especificos que indican el tipo de modelo [5]:

ARIMA(p,d,q)(P, D, Q)[s] (1)

* p eselnumero de términos autorregresivos o el niUmero de "observaciones
de retraso” y determina el resultado del modelo al proporcionar puntos de
datos rezagados.

* d es el nUmero de diferencias necesarias para que la serie temporal sea
estacionaria. Y si la serie temporal ya es estacionaria, entonces d = 0.

e geselnimero de errores de prondstico en el modelo y también se conoce
como el tamano de la ventana de media movil.

* s Los procesos estacionales estdn correlacionados s, 2s, 3s, ... periodos o
distancias temporales en multiplos de s, con s par.

El modelo ARIMA se puede utilizar para pronosticar cantidades futuras basados en
datos histéricos. Por lo tanto, para que el modelo sea confiable, los datos deben
ser veraces y mostrar un periodo de tiempo relativamente largo durante el cual se
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han recopilado. Siendo asi, una opcidn viable para pronosticar la generacion de
energia a partir de la data histérica con la que se cuenta.

3.4. Modelo XGBoost

XGBoost es un algoritmo de aprendizaje automdatico, que pertenece a una familia
de algoritmos de impulso, basada en arboles de decisidon o regresion que utiliza un
marco de aumento de gradiente (Gradient Boosting Machines - GBM). El
algoritmo XGBoost fue desarrollado como un proyecto de investigacion en la
Universidad de Washington por Tiangi Chen y Carlos Guestrin. [7]

Data Set: (X, Y)

F(X) F(X) l F.(X)

Tree 1 ~ Tree 2 ~ Tree m
O O O

A Al e A
S |16y -y

Compute 4 Compute Compute a;  Compute mcxﬂo Compute a,

Residuals Residuals Residuals Residuals
(r1) (r2) (ri) (T'm)

l l l l
l

""u(’\') - "‘m |(,\') ‘nmhm(-\.- Fm l)'

Figura 2. Arquitectura modelo XGBoost

XGBoost posee un conjunto de caracteristicas que lo convierten en un algoritmo
sobresaliente en comparacion con ofros algoritmos de forecasting:

Brinda una paralelizacion en la implementacion del proceso.

Cada nuevo darbol minimiza los errores de los drboles anteriores.

Regula los pardmetros para evitar sobre ajustes.

Permite hacer validacion cruzada incorporado en cada iteracion.

. Posee un gran rendimiento computacional y menor tiempo de
procesamiento.

. Una amplia gama de aplicaciones al utilizarse para resolver
problemas de regresion, clasificacion y prediccion definidos por el usuario.

10



BALANCE ENERGETICO - PROYECCION EN LA GENERACION DE PLANTAS DE ENERGIA.

Es por esto, que se convierte en una gran opcion, para ser incluido en los modelos
que se usaron en la realizacion del proyecto.

3.5. Microsoft Azure

La plataforma Microsoft Azure estd compuesta por mds de 200 productos vy
servicios en la nube disenados para brindar soluciones que permitan resolver las
dificultades actuales, al crear, ejecutar y administrar aplicaciones en varias nubes,
en el entorno local y sus alrededores, con las herramientas y los marcos que se
prefiera [8]. Para el desarrollo de este proyecto se hard uso de los siguientes
servicios, que se frabajan bajo las suscripciones de la “Empresa”:

. Azure Databricks es una plataforma de servicios en la nube de Azure
utilizada para el andlisis de datos, bajo un ambiente clusterizado que proporciona
las Ultimas versiones de Apache Spark y permite la integracion sin problemas con
bibliotecas de codigo abierto.

. Azure Blob Storage es la solucion de almacenamiento de objetos de
Microsoft para la nube. Blob Storage estd optimizado para el aimacenamiento de
cantidades masivas de datos. Los contenedores de blobs se pueden utilizar para
almacenar los registros del servicio de puntuacion de un modelo de Machine
Learning y para recopilar tanto los datos de entrada como la prediccion del
modelo. Después de cierta transformacion, los registros se pueden usar para el
reentrenamiento de modelos.

Debido a que “La Empresa” cuenta con licenciamientos y cuentas de Microsoft
Azure, es por esto que se ulilizan cada uno de los servicios mencionados
anteriormente.

3.6. Métricas de desempeno MAPE y RMSE

Error Porcentual Absoluto Medio (MAPE) es un indicador del desempeno utilizado
para medir el tamano del error absoluto en términos de porcentaje. El hecho que
se estime una magnitud del error porcentual lo hace un indicador frecuentemente
utilizado para el prondstico de la demanda debido a su facil interpretacion.

v |Vreal - Vpronostwo|
MAPE = —Z « 100 )
ni Vreal

Error Cuadrdatico Medio (RMSE) mide la desviacion de error que hay entre dos
conjuntos de datos. RMSE compara un valor predicho con respecto a un valor
conocido o histérico. Enfre mayor el resultado mayor es el error y menos preciso el
modelo. Es una medida altamente sensible a desviaciones grandes entre la
demanda real y pronosticada. [10]

11
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n

1 J— 2
RMSE = ;Z(Vreal — Vpronostlco) 3)

L

3.7. Planta Hidroeléctrica

Una central hidroeléctrica es una instalacién que permite el aprovechamiento de
la hidrologia que circulan por los rios 0 embalses, para fransformarlas en energia
eléctrica, utilizando turbinas acopladas a generadores. Después de este proceso,
el agua se devuelve al rio en las condiciones en que se fomd, de modo que se
puede volver a usar por ofra central situada aguas abajo o para consumo [9].

Es importante tener un conocimiento previo de las variables que se van a tratar,
para lograr un mejor entendimiento y andlisis de los datos dados por la “empresa”
y el prondstico que arrojen los diferentes modelos.

12
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4. Metodologia

En este capitulo se aborda cada una de las etapas que se llevaron a cabo para
lograr los objetivos propuestos del proyecto, donde se explica los procedimientos
e implementacion realizadas.

4.1. Arquitectura

=3 2=

: '
' ' Pipeline b ' Pipeline

V AzureDatabricks | | DataPreprocessing 1 ! Model Forecasting +

1 Notebook Ensamble ¢ i . ' H

| Azure Datalake Gen2 |

i Pipeline B
t Model Ensamble 1
' H
'

\ AzureDatabicks \ AwreDatabricks + | ! ! Azure Databricks
I :
Notebook EDA ' |1 NoleookARMA | t Notebook X6B ! + | ! Notebook Ensamble 1
i models. ' i models '
H :

H
Azure Databricks

' H
! Microsoft PowerBI PRO 1

' Azure Databricks |
1, Notebook Buid-ABT /

Figura 3. Arquitectura del proyecto

Para el desarrollo del proyecto, se implementd la arquitectura expuesta en la
Figura 3. Que consta de las siguientes etapas, las cuales se especifican a
continuacion:

Orchestrator: el proceso se encuentra administrado bajo un orquestador
encargado de ejecutar cada una de las etapas de forma automatica en un
ambiente productivo, a través, de flujos previamente definidos. Todo ello en
funcion de asegurar entornos de interaccion tanto a niveles de dispositivos
(tableros de Power Bl) como a niveles de servicios (herramientas de Microsoft).

Data preprocessing: una vez se cuenta con los datos histéricos, se realiza un andilisis
exploratorio de los datos y se realiza la construcciéon de la base analitica (ABT) que
permitird preparar el data set que se consumird en la etapa de modelamiento

Model Forecasting: encargado de realizar el desarrollo y entrenamiento de los
modelos planteados ARIMA y XGBoost y todo el proceso de evaluacion de
desempeno.

13
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Model Ensamble: Cuando se tiene el resultado del prondstico en cada uno de los
diferentes modelos se construye el ensamble de los modelos. Por Ultimo, una vez
se tenga los resultados finales, se carga la informacién que serd consumida por el
tablero en Power BI.

4.2. Andlisis exploratorio de los datos

Con el fin de validar y verificar la integridad de los datos histéricos que se
obtuvieron en la etapa de extraccion, se realiza un andlisis exploratorio de los
datos (EDA), que permitirdn preparar y fransformar los datos que son el suministro
de la etapa de modelacion. El andlisis EDA consiste en determinar las siguientes
variables:

4.2.1. Faltantes y discontinvidades

Para verificar si la informacion histérica contenia datos faltantes para las series de
tiempos a modelar, se realizd el conteo de dias que habian transcurrido a partir
de la fecha en que comienza a operar y los dias que se tenian registro de la
generacion en cada una de las plantas.

4.2.2. Valores ceros

La presencia de valores ceros en las series de fiempo, pueden representar una
caida en el prondstico, el cual no se acerque al esperado. Por lo tanto, fue
necesario realizar un andlisis de dichos valores. Para este proceso, se dividieron los
datos histéricos en 4 franjas horarias: 1-6, 7-12, 13-18, 19-24, con el fin de determinar
el niUmero de dias, donde la generaciéon es cero. Luego, se creé una variable
Booleana que permite verificar si para una fecha determinada el valor en cada
hora es cero. Es decir, 0 si fiene un valor positivo o 1 si el valor es igual a 0. Por
Ultimo, se agrupa de forma mensual y se suma la variable booleana para
identificar cuando puede ocurrir un evento de importancia.

4.2.3. Valores Atipicos y negativos

Para el andlisis de valores negativos se realizd a partir de un grdfico de cajas y
bigotes, el cual permite identificar la distribucion para la generacion de energia
de cada una de las plantas, asi como su valor minimo y méaximo de generacion,
donde se evidencidé que el valor minimo de generacion en todas las plantas es de
cero, por lo que no existen valores negativos en las series de tiempo.
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4.3. Construccion ABT (Analytical Base Table)

La construccion de la tabla de base andlitica (ABT), se realizd con el fin de
procesar los datos faltantes y atipicos resultantes del andlisis exploratorio, expuesto
en el numeral anterior, para garantizar un set de datos “limpio” y que contengan
las variables necesarias, que permita un buen rendimiento en el modelamiento de
las series de tiempo.

4.3.1. Imputacion de valores ausentes

Para el fratamiento de los valores ausentes, en primera medida se realizd un
recorte temporal en las plantas RPD1, RMR1, RFR1 y RFR2 que poseian una
generacion cero de energia en el periodo de 2008 - 2009 que segun la “Empresa”
eran plantas que aun se encontraban en proceso de adecuacidén. Para los valores
faltantes de las demds plantas, se utilizdé el método Backward fill expuesto en la
Figura 1, que transforma el dato faltante en el valor previo de la serie. Este proceso
se realiza con el fin de garantizar una continuidad en la serie de tiempo.

4.3.2. Filtrado y suavizado de valores atipicos

El manejo que se le dio a los valores afipicos fue la aplicacion de filtros que
permiten suavizar y controlar la distribucion de la serie, disminuyendo la varianza
del error. Para el desarrollo del proyecto se utiliza el filtro de Hampel, que, a partir
de la informacion histérica de las series de tiempo, detecta y reemplaza valores
atipicos en linea mientras preserva la demds informacion de los datos. Este
método es eficiente para las series de tiempo no estacionarias, debido a su
ventana deslizante de la desviacion absoluta media.

4.3.3. Inclusion Eventos y fendmenos

De acuerdo con patrones establecidos por la “Empresa” fue necesario la
incorporacion de logicas de mantenimiento y eventos climatolégicos como la
sequia y fendmenos del nino y nina, con el fin de detectar picos y tendencias
inesperadas en la serie que los modelos no son capaces de detectar Unicamente
con una estructura temporal, que, para este caso, era la granularidad mensual de
la generacion de energia.

Para introducir estos eventos al modelado, se crearon variables dicotémicas
independientes, en las cuales, si en la fecha correspondiente ocurrié un evento,
entonces el valor de la variable era 1, de lo contrario era 0.

En el caso de los fendmenos del nino y la nina se partié de la informaciéon
suministrada por “El Nino and La Nina Years and Intensities “que se muestra en la
tabla 1 y se crea una légica que permite definir en variables dicotdmicas los
periodos mensuales en que se presenta el fendmeno del nino y la nina a partir de
la temperatura superficial del océano pacifico.
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Tabla 1. Histdrico de temperaturas superficiales - fendmeno del nifio y la nifa

Temperatura superficial del océano pacifico

WL 2008-2009 [ 04 [ 03] 03[ 04|06 -07]08[-07]-05]-02[01]04

ME 2009-2010 | 05 | 0,5 [ 0,7 1 13 |16 |15 |13 [ 09 | 04 | -01]-06

SL 20102011 | -1 |14 |16 |-1,7[-1,7] 16| -14]-11|-08]-06]-05]-04

ML |2011-2012 | 05 [ 07| 09 [ -11 |12 -1 [-08|-06]-05]-04]-02]01

2012-2013 | 0,3 0,3 0,3 0,2 0 -02(-04)-03]|-02{-02)-03] -03

2013-2014 | 04 | 04 |(-03)|-02)|-02|-03|-04)-04]|--02{01 0,3 0,2

WE [2024-2015| 01 | o [ 02 [ 04 [ 06 [ 07 [06 |06 [06 [08 ] 1 |12

VSE |2015-2016 [ 1,5 | 19 | 22 [ 24 [ 26 [ 26 [ 25 [ 21 |16 [ 09 [ 04 | -01

wL [2016-2017 | 0,4 | 05| -06 | 0,7 [ 07 06| -03|-02]01]02]03]03

wL [2017-2018 | 0,1 [ 01| -04|-07] 08 -1 [-09|-09[-07]-05]-02] 0

WE 20182019 | 0,1 [ 02 [ 05 |08 |09 [ 08 [ 08 [07 |07 |07 |05 | 05

2019-2020 | 0,3 0,1 0,2 04 | 05 0,6 0,5 0,5 04 (02 (-01(-03

ML 2020-2021 | 04 | 06 | 09| -1,2 | -13|-12|-11]|-09]|-08|-07]-05]-04

2021-2022 [ 04 | 05| 07| 08| -1 | -+ | -1 [-092] -0,7 | -0,6 [-0,44[-0,25

2022-2029 | -0,09 | -0,03 | -0,02 | 0,10 | 0,10

ENSO Type |Season JA JAS |ASO |SON [OND [NDJ |DJF |JFM (FMA |MAM |AMJ [(MJ)

Para determinar los valores futuros de ambos fendmenos que permitan el
prondstico de la generacidon de energia, se toma el registro de posibles
temperaturas de una serie de modelos proporcionados por “Climatic Predition
Center”.

En cuanto a los periodos de sequia, se obtuvieron de acuerdo con el
comportamiento histérico de las series, donde se presentaba una disminucion
significativa en la generacion de energia, analizados a través de un diagrama de
cajas y bigotes para cada una de las plantas.

4.4. Modelamiento

Para realizar el prondstico de la generacion de energia para los proximos doce
meses, se utilizaron dos enfoques de modelos, uno de andlisis estadistico cldsico
ARIMAX y un enfoque de Machine Learning XGBoost, donde se realizaron
diferentes versiones para cada uno de ellos midiendo y mejorando las medidas de
desempeno en cada version a través del MAPE y el RMSE.

Con el fin de mejorar el rendimiento de los modelos, se usan técnicas de ajuste
gue son exhaustivas y aleatorias de hiperpardmetros que permiten obtener de
manera automatica las configuraciones que optimizan la exactitud de las
estimaciones, a lo que se le denomina tuneo de hiperpardmetros.
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Por otra parte, se dividié el data set en 3 segmentos: entrenamiento, validacion y
test, donde para los dos Ultimos se tomo una franja temporal de 1 ano.

Las etapas que se llevaron a cabo en el proceso de modelado fueron las
siguientes;

e La primera versidn consistid en entrenar un modelo ARIMA y un modelo
XGBoost, predefiniendo los pardmetros configurables de cada modelo,
teniendo Unicamente como referencia la serie temporal con granularidad
mensual.

e Luego se entra de nuevo, un modelo ARIMAX y un XGBoost, a los cuales se
les agrega una hiper-parametrizacion. Y se le anexa a la data set la variable
fordnea de mantenimientos.

e Con el fin de mejorar los modelos anteriores, para que tuvieran una mejor
captura en la tendencia de la serie se agregan las variables de sequia, y
fendmenos del nino y La Nina tfanto al modelo ARIMAX como al XGBoost.

Estas versiones permiten generar un abanico de posibilidades sobre el
comportamiento de las series con respecto ala inclusion de las variables fordneas,
detectando asi cambios en las estructuras de la serie y tener un concepto mds
amplio para definir los modelos que componen el ensamble.

4.5. Evaluacion de desempeiios
4.5.1. Cdlculo de métricas de error

Para evaluar el desempeno de los modelos , se obtuvieron dos métricas: Error
Porcentual Absoluto Medio (MAPE) v el Error Cuadrdatico Medio (RMSE), donde la
primera de ellas es un error que premia los aciertos, es decir permite determinar
qué tan preciso es el valor estimado frente al real y el segundo representa la
sensibilidad a desviaciones grandes entre la generaciéon real y la pronosticada;
entre mayor el resulfado mayor es el error y menos preciso el modelo.sus unidades
se dan enla escala de la variable objetivo, en este caso la generacién de energia
medida en (MW).
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4.5.2. Validacion cruzada

Figura 4. Proceso de validacién cruzada

Con el fin de determinar los segmentos apropiados en los que se evaluaria el
rendimiento de la serie, se hizo uso de las técnicas de validacion cruzada o Cross
Validation, las cuales consisten en definir diferentes submuestras de conjunto de
datos para entrenamiento, test y validacion. Es importante aclarar, que en el caso
de series temporales no se puede definir los subconjuntos de forma aleatoria, sino
que se debe respetar la dependencia temporal que posee la serie, debido a que
no tiene sentido usar los valores del futuro para pronosticar valores en el pasado.
En pocas palabras, se quiere evitar mirar hacia el futuro cuando entrenamos el
modelo. [11] Existe una dependencia temporal entre las observaciones y se debia
preservar esa relacion durante las pruebas.

Para el desarrollo del proyecto, se probaron 3 diferentes ventanas de tiempo para
el conjunto de prueba y validacion:

e 6 meses de prueba - 6 meses de validacion
e 6 meses de prueba -8 meses de validacion

e 1 ano de prueba -1 ano de validacion

4.5.3. Validacion aio 2020 y BackTesting

Se tomé como conjunto de validacion el ano 2020 segun decisiones de la
“Empresa”, debido a que el ano 2021 se consideraba atipico y podia generar
cambios drdsticos en el prondstico para el ano 2022. Otra alternativa que se llevd
a cabo, para evaluar el desempeno de los resultados obtenidos del modelo final
es comparar con un periodo (anual) que fengan una tendencia similar al ano de
validacion, es decir, un ano que tenga un comportfamiento similar al 2020; como
en este prevalecié fendmeno de la nina entonces el ano que Mmds se asemeja es
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el 2017, donde también ocurrid de manera significativa dicho fendmeno. Este
proceso es denominado BackTesting.

4.6. Ensamble de modelos

Cuando un solo modelo no logra capturar de buena manera las dindmicas de la
serie, es necesario recurrir a un ensamble que permita agrupar un conjunto de
modelos con diferentes caracteristicas, para lograr obtener un modelo final que
abarque la mayor cantidad de tendencias posibles que pueda tener la serie
temporal.

De acuerdo con las métricas evaluadas (MAPE) en cada uno de los modelos, se
tomo la decision de escoger aquellos modelos que tengan el menor MAPE. Para
realizar el ensamble del modelo, el primer paso que se llevd a cabo fue la
asignacion de pesos que debia tener cada uno de los modelos, para lograr
minimizar el error de estimacion. Este proceso se realiza a través de una
optimizacion Bayesiana, el cual permite encontrar répidamente los valores que
ayuda a minimizar el error evaluado, a partir de procesos Gaussianos.

Una vez encontrados los pesos para cada modelo seleccionado, se realiza una
sumatoria de la multiplicaciéon del valor estimado de cada modelo por el peso
parametrizado.

ensamble; = }i_; modelo; X w; €))

4.7. Cdlculo de percentiles

Para tener diferentes escenarios de decision en la generacion de energia futura
en la que se pueda garantizar en un 95% de los casos el valor en la generacion
real, se utilizan los percentiles 10, 25, media, 75y 90, que se calculan a partir de la
distribucion de la generacién histérica de energia horaria a nivel mensual. Los
percentiles 10 y 90 definen los limites inferior y superior respectivamente, entre la
cual se posiciona la generacion histérica, los percentiles 25, media y 75 serd
medidas que segun las variaciones del negocio en el tiempo ya sea comerciales
o climatolégicas, permitirdn  evaluar y tomar acciones, frente a su
comportamiento en la tendencia de las series.

4.8. Visualizacion en Power Bl

Una vez se cuenta con los resultados en formato tabular del ensamble de los
modelos, se almacend la informacién en Azure Blob Storage. Por consiguiente, se
cred un tablero con la herramienta Power Bl de Microsoft, en la que usuario puede
inferactuar de forma dindmica y grafica con los datos obtenidos, ya que este serd
el insumo final que consumird.
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5. Resultados y andlisis

5.1. Preprocesamiento de datos

Luego de calcular el porcentaje de valores nulos, para determinar los datos
Faltantes y discontinuidades. Se obtuvo el resultado de la tabla 2:

Tabla 2. Dias Faltantes en cada una de las plantas

PLANTA FECHA_INICIO | FECHA_FIN | DIAS_GENERACION | DIAS_TRANSCURRIDOS | DIFF_DIAS | %NULOS
RPD1 1/01/2008 13/01/2022 4917 5126 209 4,08%
RMR1 1/01/2008 13/01/2022 4976 5126 150 2,93%
RFR1 1/01/2008 13/01/2022 4976 5126 150 2,93%
RFR2 1/01/2008 13/01/2022 4976 5126 150 2,93%
ALBG 1/01/2008 13/01/2022 5117 5126 9 0,18%
SLVJ 1/01/2008 13/01/2022 5117 5126 9 0,18%
PRD4 1/01/2008 13/01/2022 5117 5126 9 0,18%
PRDO 1/01/2008 13/01/2022 5117 5126 9 0,18%
RCL1 1/01/2008 13/01/2022 5117 5126 9 0,18%
CLMG 1/01/2008 13/01/2022 5117 5126 9 0,18%
NIM1 1/01/2008 13/01/2022 5117 5126 9 0,18%
ALTG 21/01/2012 13/01/2022 3638 3645 7 0,19%
HMO1 22/05/2012 13/01/2022 3517 3523 6 0,17%
2Qv2 11/09/2014 13/01/2022 2675 2681 6 0,22%
cuci 11/12/2014 13/01/2022 2584 2590 6 0,23%
AMA1 1/08/2010 8/01/2022 4172 4178 6 0,14%

Se evidencio segun la Tabla 2 que para las plantas RPD1, RMR1, RFR1T y RFR2 no
hay registro de informacién en la fuente de origen de los datos en los primeros
meses de operacion, generando esto un porcentaje de datos nulos mayor al 2%.
Porlo que se tomo& la decision junto con el cliente de tomar como punto de partida
de la data histérica desde el 2010-01-01, debido que para el periodo entre 2008 y
2009, dichas plantas aun se enconfraban en proceso de adecuacion vy
generaban intermitencias en la generacion.

20




BALANCE ENERGETICO - PROYECCION EN LA GENERACION DE PLANTAS DE ENERGIA.
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Figura 5. Andlisis planta ALBG franja 13-18

Por ofra parte, en la Figura 5, se logra ejemplificar el tratamiento dado a los valores
ceros, en donde se evidencia, que para la planta ALBG en la franja horaria de 13-
18, posee una mayor cantidad de valor cero de generacién de energia alrededor
del ano 2018, en algunos casos llegando hasta 8 dias. Esto debido a que, la planta
se para el dicho ano se encontraba en mantenimiento correctivo por fallas
ocurridas.
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Figura 6. Andlisis planta ALTG franja 1-6

En cambio, para la planta ALTG en la franja horaria de 1-6, segun la Figura 6, se
observa que a lo largo de los anos posee varios picos en los que posee valor cero
y esto es debido a que como es una central secundaria, la capacidad del
embalse es mucho menor a que la planta ALBG, por lo que en dicho periodo
horario la planta generalmente se encuentra apagada.

En las ilustraciones 7 y 8 que representa diagrama de cajas y bigotes, se tiene la
distribucion de la generacion de energia en cada una de las plantas primarias y
secundarias con el fin de determinar en cada una de ellas los valores atipicos:
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Figura 8. Cajas y bigotes para determinar datos atipicos en plantas principales

Los valores atipicos para cada una de las plantas, segun la Figura 7 y 8, se
presentan por debajo o por encima de los valores maximos o minimos, mas alld
de la posicion del primer o tercer cuartil definida por la distribucion de los datos,
por lo que para las plantas secundarias HMO1, PRD4, RMR1, estos valores se
presentan por debajo, mientras que para las plantas principales CLMG y SLVJ los
valores atipicos se encuentran por encima de los valores mdximos segin su
distribucion.

Uno de los resultados de la aplicacion del filtro de Hampel, se observa en la
siguiente Figura (?) para la planta SLVJ, donde la linea Naranja es la serie filtrada
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(GEN_KWEF) vy la azul la serie real (GEN_KW). Si bien las series en gran parte se
superpone, existen secciones en las que se suaviza la serie y es donde hay cambios
bruscos en la generacion de energia que se ve reflejado en picos que estan por
fuera de su desviaciéon media absoluta, calculada de forma interna por el filtro.

PLANTA

= SLV] GEN_KW
200M ——— SLV] GEN_KWF

150M

GEN_KWF

100M

GEN_KW,

50M

2009 2010 2011 2012 2013 2014 2015 2016 2017 2018 2019 2020 2021 2022

FECHA

Figura 9. Imputacion de valores atipicos a fravés del filtro de Hampel para SLVJ

Los periodos de sequia se obtuvieron a partir de diagramas de cajas y bigotes
para cada una de las plantas, determinando el promedio de generacion de
energia en cada uno de los meses de todos los anos con los que se cuenta
informacion histérica, en la Figura 10, se muestra dos ejemplos para las plantas
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Figura 10. Promedio de generacion de energia para las plantas PRDO y HMO'1
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De la Figura 10, se evidencid que existe un patrén que se repite anualmente, en
cada una de las plantas, en este caso se muestra un ejemplo para las plantas
PRDO y HMO1, donde los promedios de la generacién mensual son menores que
los demds promedios mensuales. En el caso de PRDO disminuyo en el rango del
mes 7 al 10 y para HMO1 es menor en el rango del mes 1 al 4. Esto debido a que,
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los niveles de hidrologia para dichos periodos de tiempo son menor que la de los
demds meses, acorde a la ubicacion geogrdfica en la que se encuentran cada
una de las centrales hidroeléctricas.

Luego de haber realizado la limpieza y preparacion de los datos histéricos, se
obtiene como resultado el siguiente set de datos; en la Figura 11, se puede
evidenciar una muestra de su estructura, la cual es la informacién que se les
entrega a los diferentes modelos, para realizar el prondstico de la generacion de
energia.

PLANTA GEN_KW ANIO MES 4 MANTENIMIENTO TIPO SEQUIA FEN_NINIA FEN_NINIO

Figura 11. Muestra del set de datos

5.2. Desempeno de modelos

Con el fin de validar el desempeno que tiene el modelo, se genera una serie de
tablas comparativas de los resultados obtenidos que garanticen un alto nivel de
confiabilidad en los prondsticos de la generaciéon de energia para cada una de
las plantas. Inicialmente se muestra el resultado de la generacion de energia para
el ano de validacion 2020 en dos escenarios: real y prondstico ensamble.

Tabla 3. Generacidén real ano 2020

GENERACION MENSUAL [MW] ANO 2020 (REAL)
PLANTA | ENE FEB | MAR | ABR MAY | JUN JUL AGO | SEP ocT NOV | DIC Total

ALBG 125,9 | 81,3 | 110,4 | 143,2 | 127,7 | 130,1 | 153,7 | 114,6 | 151,3 | 167,8 | 181,3 | 163,8 | 1651,1

SLVJ 109,3 | 68,6 | 89,3 | 54,7 32,2 31,6 55,2 | 124,2 | 83,8 | 36,9 23,1 64,2 773,1

CLMG 21,6 | 42,6 | 33,2 | 31,7 5,3 0,1 0 4,1 10,6 | 29,7 7,3 0,7 186,9

PRDO 20,3 | 22,5 | 27,3 18,4 5,4 0,9 2,0 16,0 10,8 17,2 3,4 8,8 152,9

Ccuci 8,0 7,2 8,3 12,5 21,5 22,1 25,4 18,3 18,0 12,3 22,5 17,5 193,5

PRD4 3,7 3,2 3,7 1,7 3,7 3,5 3,8 3,7 3,2 2,9 3,5 3,9 40,4

NIM1 0,5 0,4 0,5 19 2,2 2,6 3,0 2,2 18 1,4 2,0 1,8 20,1

RCL1 1,2 1,0 1,1 1,1 1,0 11 1,0 0,6 0,8 0,9 0,9 1,0 11,6

AMA1 3,7 2,8 2,8 3,0 3,8 51 5,6 4,3 2,9 1,3 4,1 4,9 444

ALTG 3,7 2,1 1,9 2,8 4,5 5,6 5,8 4,2 3,0 0,4 5,5 8,1 47,7

2Qv2 4,8 3,5 4,2 5,2 5,9 6,6 7,0 5,2 4,8 2,1 6,4 9,1 64,9

RFR1 0,4 0,4 0,4 0,4 0,4 0,4 0,4 0,4 0,4 0,6 0,7 0,5 5,6

RFR2 4,7 2,5 3,4 4,8 4,0 4,3 3,6 2,5 3,0 3,0 31 4,1 43,0

RMR1 1,4 0,7 0,0 0,9 1,4 1,4 1,4 1,0 1,1 0,7 1,0 1,3 12,3

RPD1 6,2 2,5 2,5 6,8 9,9 11,6 14,4 14,4 14,0 13,7 14,1 14,1 124,3

HMO1 8,4 6,3 58 9,4 9,6 12,1 13,9 8,4 11,5 14,4 14,1 13,1 127,0
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Tabla 4. Generacidn pronostico ensamble arfio 2020

GENERACION MENSUAL [MW] ANO 2020 (PRONOSTICO)
PLANTA | ENE | FEB | MAR | ABR | MAY |[JUN |JUL | AGO |SEP | OCT | NOV | DIC Total
ALBG | 128,2 | 110,7 | 115,9 | 144,3 | 148,8 | 128,5 | 143,0 | 112,0 | 134,5 | 154,5 | 166,0 | 165,9 | 1652,2
SLVJ 93,2 | 71,0 | 852 | 73,2 | 545 | 398 | 62,5 | 89,9 | 79,7 | 29,1 | 51,1 | 74,9 | 804,1
CLMG | 20,8 | 383 | 31,7 | 27,5 | 41 3,4 32 | 8,3 | 8,0 | 160 | 7,3 | 10,5 | 3411
PRDO | 19,2 | 196 | 24,0 | 20,6 | 9,9 6,9 3,7 | 150 | 87 9,5 53 | 11,4 | 153,8
cuci 104 | 85 | 103 | 151 | 19,8 | 22,6 | 239 | 176 | 157 | 159 | 21,9 | 13,3 | 1950
PRD4 3,5 3,0 3,6 2,6 3,6 3,4 3,8 3,5 2,9 3,2 3,3 3,5 39,9
NIM1 1,4 0,9 0,6 1,6 2,2 2,3 2,8 2,0 1,3 1,2 1,7 1,8 19,8
RCL1 1,1 0,9 1,1 1,1 1,0 1,0 0,9 0,6 0,7 0,9 1,0 1,0 11,2
AMA1 3,6 2,8 3,3 3,7 4,4 5,1 4,7 4,1 2,9 2,3 3,6 4,0 44,5
ALTG 3,4 2,9 3,1 3,8 4,6 6,3 5,7 4,0 2,5 2,0 4,9 6,2 49,4
2Qv2 43 3,8 4,5 6,0 5,6 7,0 7,2 4,9 4,0 3,4 6,7 7,4 64,8
RFR1 0,4 0,4 0,4 0,4 0,4 0,4 0,4 0,4 0,4 0,6 0,6 0,5 53
RFR2 4,0 3,2 3,7 4,5 3,9 3,8 3,1 2,9 2,9 3,4 3,6 3,9 42,9
RMR1 1,3 0,6 0,3 1,0 1,0 1,3 1,3 1,0 1,0 0,9 1,0 1,1 11,8
RPD1 6,6 1,6 2,9 84 | 10,9 | 11,0 | 13,7 | 13,8 | 142 | 14,0 | 13,4 | 14,5 | 1250
HMO1 7,9 6,6 6,1 93 | 11,1 | 116 | 133 | 96 | 11,8 | 14,7 | 12,6 | 11,9 | 1265

Con los resultados de las tablas 3 y 4 se calcula el error relativo porcentual de la
generacion del modelo ensamble con respecto a la generacion real, a partir de
un mapa de color, que se muestra en la tabla 5, donde el color azul representa
menor error, es decir el modelo ensamble para estos meses se acerca mas al valor
realy el color rojo implica que hay una mayor desviacion en los resultados, siendo
el caso mds representativo el de la planta CLMG en los meses de JUN, AGO, SEP y
DIC , debido a que hubo movimientos en la bolsa de valores que generaron
cambios en las en la toma de decisiones y por ende en el funcionamiento de la

planta.
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Tabla 5. Error relativo porcentual entre generacion real y generacion pronosticada modelo

ensamble ano 2020.

PLANTA ENE FEB  MAR ABR MAY JUN  JUL AGO SEP OCT NOV  pic
ALBG | 18%  361% 50% |08%| 165% [ 2% | 7,0% 111%  79%  84% | 4,3% |
SLVI  14,7% | 35%  46% 338% 69,3% 259% 132% 27,6% | 49% 211% 1212% 16,7%
CLMG | 3,7%  101% | 45% 13,2% 22,6% |3300,0% 100,0% 2078,0% 739,6% 46,1% |NON0%N 1400,0%
PRDO  54% 12,9% 12,1% 12,0% 833% 666,7% 850%  63%  194% 44,8% 559%  29,5%
cuct  30,0% 18,1% 20,8%  7,9% 59%  38%  128% 293% | 2,0%  24,0%
PRD4 | 54%  63% 52,9% 54%  94% 103% 57%  10,3%

NIM1 180,0% 125,0% 20,0% 15,8% 9,1% 27,8% 14,3% 15,0%
12,5% 7,0%

RCLL  83%  12,6%

AMA1 17,9% 23,3% 47% 76,9% 12,2%  18,4%

ALTG 38,1% 632% 35,7% 12,5% 4,8%  167% 400,0% 10,9%  23,5%

2qVv2 81% 7,0% 154% 6,1% 58%  167% 619% | 47%  18,7%

RFR1 14,3% (0090
RFR2  14,9% 280% 88% 6,3% 16,0% | 33% 133% 161%  49%

RMR1  7,1% 14,3% 30,0% 11,1% 28,6% 7,1% 7,1% 15,4%
RPD1 6,5% 36,0% 16,0% 23,5% 10,1% 5,2% 4,9% 4,2%

HMO1 = 6,0% 4,8%  5,2% - 153% « 4,1% 4,3% 14,3%

9,1%  28,6%

5,0%
10,6% 9,2%

Para determinar de forma mds precisa el desempeno del modelo ensamble, con
respecto a la generacion real del ano 2020, para cada una de las plantas se
calcula la métrica de MAPE, que este se calcula a partir de los resultados
obtenidos en la tabla 5. Los resultados se muestran en la tabla 6.

Como criterio de aceptacion del modelo, se definid un umbral de precisiéon del
84%, es decir que el MAPE se encuentre por debajo del 16%, de las 16 plantas a las
cuales se les prondstico la generacion de energia, 11 de ellas superan este umbral,
mientras que 5 de ellas se encuentran por debajo, sin embargo, se evidencié que
los errores, se deben acontecimientos especificos que sucedieron en las plantas,
como se expuso anteriormente con CLMG, el cual afectaron el desempeno del
modelo.
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Tabla 6. Cdlculo del MAPE validacién afio 2020 modelo ensamble

PLANTA MAPE Precision
ALBG 8,3% 92%
SLVJ 29,7% 70%
CLMG 643,2% -543%
PRDO 86,1% 14%
Cuc1 15,1% 85%
PRD4 9,4% 91%
NIM1 35,4% 65%
RCL1 5,0% 95%
AMA1 15,7% 84%
ALTG 51,4% 49%
2QVv2 13,6% 86%
RFR1 1,2% 99%
RFR2 11,6% 88%
RMR1 13,2% 87%
RPD1 9,8% 90%
HMO1 6,6% 93%

Por ofra parte, ofra medida que permitir definir el comportamiento y desempeno
del modelo es el Error cuadrdatico medio que se calcula a partir de los datos de la
tabla 4 y 5. El mapa de calor indica, que entre menor variabilidad exista entre
ambos valores, mejor serd el resultado obtenido por el modelo ensamble

presentado en la tabla 7:

Tabla 7. Error cuadrdtico entre generacion real y generacidn pronosticada modelo ensamble ano

2020.

PLANTA ENE FEB  MAR ABR MAY
ALBG 525 8615 30,2 1,21 445,21
SLVJ 259,21 5,76 16,8 342,25 497,29

CLMG 0,64 18,49 2,25 17,64 1,44
PRDO 1,21 8,41 10,9 4,84 20,25

cuci 5,76 1,69 4,00 6,76 2,89

PRD4
NiM1
RCL1
AMA1
ALTG
2QV2
RFR1
RFR2
RMR1
RPD1 0,16
HMO1 0,25

0,81

0,16
0,81 0,16 2,56 1,00

AGO
6,76
1176,49

SEP OCT NOV DIC
282,2 176,9 234,1 4,41
16,57 60,84 784,0 114,5

1089 1024 [7259,04176146,5" 187,69 [HOIOON 96,04

JUN JUL
2,56 114,49
67,24 53,29
36,00 2,89

0,25 2,25

0,36 0,49
0,25 0,36

1,00
0,49

0,36
1,44

4,41 59,29 3,61 6,76
5,29 12,96 0,36 17,64
0,16

1,00 0,25
2,56 036 3,61
1,69

0,49 0,16
2,25 1,44

De manera mds concreta, para tener un mejor panorama del desempeno del
modelo ensamble, se utiliza la métrica de desempeno RMSE para medir la
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variabilidad que obtiene cada una de las plantas, con respecto a la generacion
real, en el ano 2020 de validacion.

Tabla 8. Cdlculo del RMSE validacion ano 2020 modelo ensamble

PLANTA RMSE
ALBG 13,43
SLVJ 16,82
CLMG 33,85
PRDO 3,65
Ccuc1 2,24
PRD4 0,33
NIM1 0,38
RCL1 0,07

AMA1 0,58
ALTG 0,94
2Qv2 0,75
RFR1 0,03
RFR2 0,44
RMR1 0,18
RPD1 0,75
HMO1 0,84

En la tabla 8 se observa, las plantas que posee una mayor variabilidad en la
generacion de energia en el periodo de validacion son ALBG, SLVJ y CLMG. Un
caso particular es el de ALBG, si bien presentd un bajo MAPE (8,3%) segun la tabla
7 con respecto a las demds plantas, su medida de RMSE (13,43) es elevada, esto
indica que aungue el modelo posee un error absoluto bajo, la variabilidad en la
generacion de energia es alta, ya que la planta posee una mayor capacidad de
generacion, porlo que el MAPE al desviaciones de alto volumen subestima el error
global, mientras que el RMSE es sensible a los cambios que puedan presentarse
entre la generacion real y del modelo ensamble. Dando esto como resultado que,
aungue son meétricas dadas en diferentes unidades, permiten analizar el
comportamiento del modelo desde ofras perspectivas.

Otra manera de validar el modelo obtenido es comparar las medidas de
desempeno MAPE y RMSE conrespecto al modelo cldsico de promedios historicos,
el cual ha sido el modelo que “La Empresa” ha venido utilizando a través de los
anos. El resultado se muestra en la tabla 9.

Delatabla 9, se puede notar que, para cada una de las plantas, hubo una mejora
tanto en la medida del RMSE, como del MAPE del modelo ensamble con respecto
al modelo de promedios histdricos, para la etapa de validacion en el ano 2020,
con una mejora porcentual promedio del 11%.
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Tabla 9. Comparaciéon de métricas entre Modelo ensamble y modelo promedio

MODELO ENSAMBLE MODELO PROMEDIO

PLANTA RMSE MAPE RMSE MAPE
ALBG 13,43 8% 26,59 10%
SLV) 16,82 30% 36,15 17%
CLMG 33,85 643% 11,36 848%
PRDO 3,65 86% 3,8 90%
cuci 2,24 15% 2,48 23%
PRD4 0,33 9% 0,58 17%
NIM1 0,38 35% 1,14 49%
RCL1 0,07 5% 0,11 10%
AMA1 0,58 16% 5,56 22%
ALTG 0,94 51% 2,41 62%
2Qv2 0,75 14% 2,39 33%
RFR1 0,03 1% 0,06 11%
RFR2 0,44 12% 0,95 28%
RMR1 0,18 13% 0,39 20%
RPD1 0,75 10% 1,55 18%
HMO1 0,84 7% 1,2 12%

BackTesing ano 2017

Dado que el 2017 fue un ano similar al 2020 en cuanto al fendmeno de la ning, se
parte de la distribucién histérica de energia para cada una de las plantas a partir
de un diagrama de cajas y bigotes y se superponen 4 series temporales
identificadas de diferentes colores: la Azul representa uno de los modelos que
mejor desempeno obtuvo que fue el XGBoost con todas las variables fordneas , la
Roja el resultado del modelo ensamble |, la Verde la generacioén real para el ano
2017 y la amarilla la generacion real para el ano 2020. El resultado se muestra en
la Figura 11

le8 ALBG le7 QuCl1

—e— VALID_XGB_V4
—e— VALID_ENSAMBLE
—e— GEN REAL 2017
GEN REAL 2020

30

25

20

1150 E. T
=
15
125 v}
10
100 —— VALID_XGB_V4
05 —e— VALID_ENSAMBLE
075 X
—e— GEN REAL 2017
L0 — 0.0 GEN REAL 2020
v & 4 & B BT FREBERER 1 2 3 4 5 6 7 8 9 10 11 12
MES e

Figura 11. Grdfico de cajas y bigotes sobre el backtesting del afio 2017 para ALBG y CUCI1

En la Figura 11, se observa que al realizar el proceso del backtesting y comparar
la generacion real para el ano 2017 (linea verde) para las plantas ALBG y CUCT
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frente a la validacion del modelo ensamble (linea roja), de manera general hay
una muy buena captura de la tendencia que la serie. Sin embargo, se debe tener
presente que segun el diagrama de cajas y bigotes la generacion real en varios
meses estd fuera de la distribucion de los datos, que se pueden dar a acciones
propias de “La Empresa”, que no son capturadas por el modelo.

Prondstico de generacion de energia aino 2022

Como el modelo fue desarrollado para pronosticar todo el ano 2022, se puede
realizar la comparacion frente ala generacion real, de los dos primeros meses que
se tenia data confiable a la fecha de febrero 2022, los cuales arrojaron los
siguientes resultados:

Tabla 10. Comparacion de la generacion real con el prondstico modelo ensamble

. PRONOSTICO MODELO
GENERACION REAL [MW] ENSAMBLE [MW]
PLANTA ene-22 feb-22 ene-22 feb-22
ALBG 191,9 150,3 128,2 110,7
SLVJ 158,2 128,3 117,2 99,3
CLMG 45,1 36,4 16 30,0
PRDO 23,0 22,4 21,4 22,1
Cuc1 9,4 12,6 12,7 9,6
PRD4 3,8 3,4 3,1 3,2
NIM1 2,1 2,3 2,1 2,0
RCL1 0,9 0,8 1 0,9
AMA1 6,0 5,0 4,7 3,7
ALTG 7,1 4,9 4,8 3,8
2Qv2 0,0 3,5 6,7 3,8
RFR1 0,7 0,7 0,6 0,5
RFR2 5,0 4,0 4,3 2,8
RMR1 1,4 1,0 1,2 1,0
RPD1 11,9 8,3 9,4 6,6
HMO1 9,8 8,3 9,5 8,0

Para comparar el desempeno que tuvo el prondstico de la generacion de energia
se muestra el MAPE calculado para ambos meses, segun se muestra en la tabla 13
con un MAPE promedio de 19%, es decir donde se tiene una precision promedio
del 81%, la cual es bastante significativa y permite dar una validez al desarrollo del
modelo realizado. Sin embargo, para algunas plantas en especifico como CLMG
para el mes de enero se calcula un MAPE del 71%, el cual estd asociado a que el
prondstico esperaba que hubiera un bajo nivel de hidrologia y por ende menor
generacion, por condiciones climdaticas ocurrid lo confrario, donde hubo gran
cantidad de lluvias, que aumentaron el nivel de hidrologia del embalse y por ende
sU generacion. En otro caso particular, la planta 2QV2, no presentd generacion
de energia para el mes de enero, dado que ocurrieron fallas inesperadas en la
planta oblig&ndola a salir de produccion.
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Tabla 11. Cdlculo del MAPE para los meses de enero y febrero ano 2022

PLANTA MAPE ENE -22 | MAPE FEB - 22

ALBG 33% 26%
SLV) 26% 23%
CLMG 71% 18%
PRDO 7% 1%
CuC1 35% 24%
PRD4 18% 6%
NIM1 1% 12%
RCL1 8% 11%
AMA1 21% 26%
ALTG 32% 23%
2Qv2 7%
RFR1 19% 26%
RFR2 13% 29%
RMR1 14% 2%
RPD1 21% 21%
HMO1 3% 4%

Para tener un abanico de posibilidades, que permita tener un mayor criterio en la
toma de decisiones, se calcula los percentiles sobre el valor de generacion de
energia, una muestra del resultado obtenido se observa en la Figura 12, a partir de
una de las grdficas realizadas en el tablero de Power Bl.

Generacion esperada media

) feb mar abr may jun jul ago sept oct

P90 Forecast @ Promedio P75 P25 ©P10

Figura 12. Generacion por Percentiles visualizada en el tablero de Power Bl

Por efectos de confidencialidad de los datos expuestos en el tablero de Power B,
solo se mostrard una pequena parte de este. Es importante resaltar, que el tablero
es interactivo con el usuario, el cual permite ir fillrando por periodos de fecha, por
plantas y por percentiles para visualizar de forma detalla los resultados. El diseno y
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la informacién expuesta se frabajé en conjunto con el equipo de “La Empresa”,
segun las necesidades requeridas.

Generacion esperada tecnologia

3,928
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5 & 7 B 9 10 1% 12 1314 15 16 17 18 19 30 2% 22 ¥3 M

Generacién esperada tecnologia I O B ? g 18 18
~ 7 155 154 156 fi 5 154 169 73

El \iento n ououn i 12 i1 4 12
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Figura 23. Visualizacién del tablero en Power Bl

6. Conclusiones

e Los modelos de prediccidn de series temporales muestran una alternativa
confiable para la toma de decisiones a futuro, en la generacion de energia
de plantas hidroeléctricas, minimizando la operatividad en el drea
funcional y escalando la productividad de su compania, a través de una
herramienta versatil automatizada que brinda un abanico de posibilidad
para el andlisis de sus procesos.

e Si bien los modelos ARIMA capturan muy bien los comportamientos de la
serie, estos tienden a reducir la amplitud de la senal, debido a su operacion
de medias méviles ocasionando caidas en la generacion de energia, por
lo tanto, fue necesario darle poco peso a la hora de incluirlo en el modelo
ensamble.

e El andlisis exploratorio y la construcciéon de base analitica fueron el proceso
mds importante para tener un resultado positivo en la implementacion del
modelo, debido a que permiten garantizar una buena calidad de las
variables que reciben los modelos y por ende un mayor grado de
desempeno a la hora de capturar las tendencias de las series al incluir
variables climatoldégicas que influian de forma directa en la generacion de
energia debido a los niveles de hidrologia de las plantas hidroeléctricas.
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[1]

Un gran reto durante la realizacion del proyecto fue encontrar la manera
apropiada para implementar el modelo ensamble, donde se lograra
mejorar el rendimiento que se tenia en cada uno de los versionamientos de
modelos, sin ocasionar que el modelo ensamble tuviera tendencias a la
baja en la generaciéon de energia. La mejor manera fue la implementacion
de un proceso que permitiera determinar el peso que deberia tener cada
uno de los modelos a partir de la optimizacién bayesiana.

El ensamble de modelos permitié generar una mejora porcentual del 11%
con respecto al modelo de promedio histérico que utilizaba “La Empresa”
en la etapa de validacion, gracias a que cada uno de los versionamientos
de los modelos capturaban de diferente forma el comportamiento de la
serie temporal, formando un acoplamiento que aprovechara las virtudes
que entregaban cada uno de ellos.

Gracias a la clusterizacién y automatizacion de los procesos que brindan
los servicios de Microsoft Azure, los fiempos de respuesta en el
procesamiento de la informacién permiten a “La Empresa” enfocar sus
tareas en el andlisis de los resulfados, de manera que, se libere la carga de
sus empleados, permitiéndoles trabajar en asuntos de mayor valor.

La visualizacion a partir de tableros de Power Bl, permiten una interaccion
rapida y concisa de los indicadores que fiene mayor incidencia y
relevancia para “La Empresa”, donde de forma automdtica segun la
necesidad requerida se actualizan los datos del Ultimo mes en curso.
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