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1. Resumen

Este proyecto aborda la problematica mundial de la falta de procesos eficaces para predecir la
demanda de servicios y la falta de uso de técnicas de machine learning. En particular, este proyecto
se enfoca en el Centro de Servicios de ISA Intercolombia, una unidad de negocio que centraliza
servicios de diferentes areas y busca mejorar la eficiencia y la calidad de los servicios, reducir los
costos y proporcionar una vision mas completa de los datos y procesos de la empresa.

El objetivo del proyecto es realizar una prediccion precisa y oportuna de la volumetria a futuro
de los servicios prestados en el Centro de Servicios de ISA y sus empresas, para optimizar la gestion
de la productividad y disponibilidad del servicio, aumentando la eficiencia y rapidez en la atencion
de las operaciones futuras. La metodologia utilizada para lograr esto consiste en recopilar 3datos
historicos, realizar un analisis exploratorio, utilizando técnicas de machine learning, realizando un
preprocesamiento de los datos, entrenamiento, validacion del modelo, y finalmente realizando una
implementacion del modelo en un sistema automatizado. Los resultados obtenidos del modelo
predictivo de regresion lineal y la regresion Bayesiana muestran que el modelo es preciso en la
prediccién de la demanda de servicios, siendo mas eficaz la regresion lineal que la Bayesiana, lo
que aumenta la eficiencia y rapidez en la atencién de las operaciones futuras, y optimiza la gestion
de la productividad y disponibilidad del servicio. La metodologia propuesta y el modelo predictivo
de regresion Bayesiana implementado en el proyecto han demostrado ser efectivos y podrian ser
aplicados en otras areas y empresas con necesidades similares de prediccion de demanda de

Servicios.

Palabras clave: productividad, eficiencia, analisis cuantitativo, aprendizaje, modelo

matematico,
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Abstract

This project addresses the global problem of the need for more effective processes for
predicting service demand and the need for more use of machine learning techniques. Specifically,
this project focuses on the ISA Intercolombia Services Center. This business unit centralizes
services from different areas and seeks to improve service efficiency and quality, reduce costs, and
provide a more comprehensive view of the company's data and processes.

The project aims to accurately predict the future volume of services provided at the ISA Services
Center and its companies to optimize productivity management and service availability, increasing
efficiency and speed in handling future operations. The methodology used to achieve this involves
collecting historical data, performing exploratory analysis using machine learning techniques,
preprocessing data, training and validating the model, and finally implementing the model in an

automated system.

The results obtained from the linear regression and Bayesian regression predictive models show that
the model is accurate in predicting service demand, with linear regression being more effective than
Bayesian regression, which increases efficiency and speed in handling future operations and
optimizes productivity management and service availability. The proposed methodology and
Bayesian regression predictive model implemented in the project have been proven effective and

could be applied in other areas and companies with similar service demand prediction needs.

Keywords: productivity, efficiency, quantitative analysis, learning, mathematical model.
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2. Introduccién

En un entorno empresarial altamente dindmico, la capacidad de predecir con exactitud la
volumetria de servicios es fundamental para una gestion eficiente y efectiva de la productividad y
disponibilidad de los servicios en las empresas, ya que permite planificar y prepararse
adecuadamente para atender las operaciones futuras de manera eficiente y rapida. Este proyecto
tiene como objetivo desarrollar un modelo predictivo preciso y oportuno de la volumetria de los
servicios prestados a futuro.

El Centro de Servicios de ISA y sus empresas, consciente de esta necesidad actual, busca
implementar técnicas avanzadas de aprendizaje automatico con el fin de anticipar, prever y
planificar la demanda de servicios de forma eficiente y en tiempo real, ya que en el momento no se
pueden utilizar los datos para hacer predicciones precisas sobre la demanda de servicios en el futuro,
lo que complica la gestion de la productividad y disponibilidad del servicio. Para solucionar este
problema, se plantea como objetivo principal de este proyecto utilizar el aprendizaje automatico
como herramienta clave en la gestion de la productividad y disponibilidad del servicio, lo que
permitira aumentar la eficiencia y rapidez en la atencion de las operaciones futuras. Al emplear
modelos de prediccidén basados en datos historicos y variables relevantes, se espera lograr una
optimizacion en la asignacion de recursos, la planificacion de capacidades y la toma de decisiones

en el Centro de Servicios.

La aplicacion de técnicas de aprendizaje automatico no solo proporciona una vision mas
precisa de la volumetria de servicios esperada, sino que también permite identificar patrones,
tendencias y factores influyentes en la demanda. Aspecto que facilitard la implementacion de
estrategias proactivas para ajustar la capacidad de atencion, mejorar la asignacion de personal y

optimizar los recursos disponibles.
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3. Planteamiento del problema

La falta de procesos eficaces para predecir la demanda de servicios y la falta de uso de
técnicas de machine learning es una problematica mundial(Céme et al., 2021). Esto dificulta la
gestién de la productividad y disponibilidad del servicio, lo que se traduce en pérdida de tiempo y

recursos para las empresas.

Existen varios casos relevantes en el mundo donde la prediccion de demanda de servicios ha
sido fundamental. Por ejemplo, en el sector de la salud, la pandemia de COVID-19(Chu et al., 2020)
ha generado una gran demanda de servicios médicos y hospitalarios, lo que ha llevado a la
implementacién de técnicas de prediccion de demanda en tiempo real para anticipar la necesidad de
camas de hospital, suministros médicos y personal capacitado (Management Solutions, 2020). Otro
ejemplo es el sector del transporte, donde la prediccién de demanda es esencial para garantizar la
disponibilidad de vehiculos y rutas eficientes. En general, la prediccion de demanda es un desafio
comun en muchos sectores y ha sido abordada mediante la aplicacion de técnicas de machine

learning y analisis de datos.

En el mundo los centros de servicios han vivido de manera cercana esta problematica y han
tenido que avanzar a grandes pasos la implementacién de diferentes modelos predictivos para
analizar los datos de los clientes y mejorar la eficiencia de las solicitudes automatizar procesos de
analisis de datos para tomar decisiones mas informadas, predecir la demanda de servicios, mejorar
la planificacion de recursos y la productividad y también para mejorar los tiempos de respuesta(Roy
et al., 2020).

Colombia no es ajeno a la problematica mundial, y por ende se han presentado diferentes
proyectos que han permitido mejorar la prediccion de diversas situaciones que han mejorado la
calidad de vida de las personas(Jones et al., 2022). Existen varios casos de uso de modelos de
machine learning para solucionar problemas de prediccién de demanda de servicios como, por

ejemplo, algunas empresas del sector de transporte han implementado modelos de machine learning
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para predecir la demanda de pasajeros y ajustar la oferta de buses en tiempo real. En empresas de
delivery, se han desarrollado modelos para predecir los tiempos de entrega.

Localmente en ISA Intercolombia (ISA, 2015), empresa filial de Interconexion Eléctrica
S.A. (ISA) dedicada a la transmision y distribucion de energia eléctrica en Colombia, responsable
de la operacion, mantenimiento y expansion del Sistema de Transmision Nacional y de los sistemas
de distribucién de energia en varias regiones del pais, cuenta con un centro de servicios el cual es
una unidad que centraliza servicios, como contabilidad, tesoreria, aprovisionamiento, talento
organizacional y servicios administrativos. El objetivo de consolidar los servicios transversales en
una unidad de negocio es mejorar la eficiencia y la calidad de los servicios, reducir los costos y
proporcionar una vision mas completa de los datos y procesos de la empresa, apalancado en
tecnologias avanzadas, como sistemas de informacidn, RPA, el andlisis de datos y el aprendizaje

automatico, para mejorar la eficiencia y la precision de sus operaciones.

En el Centro de Servicios de ISA y sus empresas gestionan un total de 153 servicios a mas
de 51 empresas del grupo, y buscan predecir la demanda de servicios en tiempo real. Actualmente,
se realiza un proceso de analitica descriptiva para evaluar el cumplimiento de los KPI's de
desempefio principales: volumetria, oportunidad y calidad, lo que permite monitorear el desempefio
de los servicios prestados para mejorar los resultados y evaluar diferentes oportunidades de mejora
para los procesos. Sin embargo, la generacion de informes y analisis para los clientes es todavia un
proceso manual y requiere una intervencién para lograr una automatizacion importante que permita

una analitica descriptiva en tiempo real.

Por otro lado, el Centro de Servicios, también requiere realizar una prediccion de la
volumetria a futuro y preparar mejor a las areas para atender las operaciones, por ende, se requiere
analizar los patrones de demanda de los servicios y la volumetria historica, lo cual permitird agrupar
los servicios y conocer si existe una relacion entre ciertos comportamientos a traves del tiempo y de

esta forma predecir la cantidad de servicios a futuro, de manera segmentada por direccion.
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En consecuencia, el gran interrogante del este proyecto es: ¢cémo automatizar el proceso de
generacion de informes y andlisis para los clientes? y ¢como predecir la demanda de servicios a
futuro de manera mas efectiva y precisa para preparar mejor a las areas y ofrecer un servicio

oportuno y de calidad?

4. Antecedentes

Un articulo publicado en el 2016 (Khiari & Olaverri-Monreal, 2020), mostré como objetivo
principal predecir la demanda de servicios de gestion de Tl mediante el uso de algoritmos de
aprendizaje automaético. Para ello, los autores utilizaron un conjunto de datos de una empresa de
servicios de TI, el cual incluia informacion sobre la demanda de servicios durante un periodo

determinado.

Se aplicaron diversas técnicas de aprendizaje automatico, tales como modelos de regresion
lineal, Bayesiana y no lineal, redes neuronales y arboles de decision, para predecir la demanda
futura. Los resultados obtenidos indican que los modelos de regresion no lineal, Bayesiana y las
redes neuronales son los que brindan las mejores predicciones en comparacion con otros modelos.
Este estudio ofrece una importante contribucion al campo de la gestion de servicios, ya que
proporciona una herramienta Gtil para la planificacién y toma de decisiones en cuanto a la demanda

futura de servicios

En otros proyectos publicados en los Gltimos afios (Aamer et al., 2021) se han desarrollado
modelos para predecir la demanda de servicios en linea a partir de la fusién de modelos ARIMA 'y
redes neuronales artificiales (RNA). Se utilizaron datos de demanda de un servicio en linea en China
y se dividieron en dos conjuntos: uno para el entrenamiento del modelo y otro para la validacion.
Primero, se aplicé el modelo ARIMA para predecir la demanda, y luego se utilizaron las
predicciones residuales del modelo ARIMA como entrada para el modelo RNA. Se probaron
diferentes combinaciones de modelos ARIMA y RNA, y se evaluaron los resultados utilizando

medidas de precisién como el error absoluto medio y la raiz del error cuadratico medio.



ANALISIS PREDICTIVO DE DEMANDA DE SERVICIOS BAJO SERIES TEMPORALES
19

Los resultados mostraron que la fusion de los modelos ARIMA y RNA produjo una mejora
significativa en la precision de las predicciones en comparacién con el uso de cada modelo por
separado. EI modelo que utiliz6 ARIMA (2,1,1) y una RNA de dos capas con funcién de activacion

sigmoide obtuvo los mejores resultados en la prediccion de la demanda de servicios en linea.

En resumen, este proyecto utilizo técnicas de fusion de modelos para mejorar la precision en
la prediccion de la demanda de servicios en linea, y demostré que la combinacion de modelos
ARIMA y RNA puede ser efectiva en la prediccion de series de tiempo con tendencias y patrones
complejos. Para capturar las caracteristicas complejas de las series de tiempo, se opt6é por combinar
dos enfoques: el modelo ARIMA (AutoRegressive Integrated Moving Average) y las redes
neuronales artificiales (RNA). El modelo ARIMA es ampliamente utilizado en el andlisis de series
de tiempo y es capaz de capturar las tendencias y patrones de manera efectiva. Por otro lado, las
redes neuronales artificiales son capaces de aprender patrones no lineales y complejos a traves de
multiples capas de neuronas interconectadas.

La fusion de estos dos modelos permitié aprovechar las fortalezas de cada uno. Mientras que el
modelo ARIMA captura las tendencias y patrones a largo plazo, las redes neuronales artificiales
pueden capturar patrones no lineales y sutilezas en los datos. Al combinar estos enfoques, se logré
obtener una prediccion mas precisa y robusta de la demanda de servicios en linea.

Los resultados obtenidos en este proyecto demostraron que la combinacion de modelos ARIMA 'y
RNA fue efectiva para la prediccidn de series de tiempo con tendencias y patrones complejos. La
precision mejorada en las predicciones de demanda de servicios en linea tiene importantes
implicaciones para la planificacion y toma de decisiones en empresas y organizaciones que
dependen de la disponibilidad y capacidad de sus servicios en linea.

Es importante destacar que este enfoque de fusion de modelos puede ser aplicado en otros contextos
y sectores donde se requiera la prediccion de la demanda de servicios. Al combinar diferentes
técnicas de modelado, es posible obtener predicciones mas solidas y confiables, lo que puede

contribuir a una mejor gestion de recursos y una mayor eficiencia en la entrega de servicios.
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5. Justificacion

La justificacion de este proyecto se basa en que la prediccion precisa y oportuna de la
volumetria a futuro permitira a las areas encargadas prepararse mejor para atender la demanda de
servicios, aumentando la eficiencia y rapidez en la atencién de estas y optimizando la gestion de la
productividad y disponibilidad del servicio. Los resultados del modelo predictivo de regresion lineal
y regresion Bayesiana son altamente satisfactorios y permiten obtener una prediccion precisa de la
demanda, lo que se traduce en una mejora en la eficiencia, en la atencidn de las operaciones, toma
de decisiones en tiempo real y en la optimizacion de la gestion de la capacidad instalada y
disponibilidad del servicio, para dar cumplimiento con los objetivos del negocio, los cuales radican

en prestar un servicio con oportunidad y calidad.

La prediccion de demanda de servicios es un desafio comdn en muchos sectores y ha sido
abordada mediante la aplicacién de técnicas de machine learning y andlisis de datos. En el caso
especifico de la empresa ISA Intercolombia, se busca automatizar el proceso de generacién de
informes y analisis para los clientes y predecir la demanda de servicios de manera mas efectiva y

precisa para preparar mejor a las areas y ofrecer un servicio oportuno y de calidad.

La implementacion de un modelo predictivo en el Centro de Servicios de ISA permitiria
predecir la cantidad de servicios a futuro, agrupandolos y conociendo si existe una relacion entre
ciertos comportamientos a través del tiempo, lo que mejoraria la planificacion de recursos y la
productividad. Ademas, la automatizacién del proceso de generacion de informes y analisis
permitiria una analitica descriptiva en tiempo real, lo que mejoraria la eficiencia y precision de las

operaciones.

Este proyecto beneficiaria a ISA Intercolombia y a sus empresas, asi como a los clientes de
la empresa, mejorando la eficiencia y la calidad de los servicios y reduciendo costos. La aplicacion
de técnicas de machine learning en la prediccion de la demanda de servicios tiene aplicaciones

practicas en diferentes sectores, como el de la salud y el transporte, por lo que los resultados de este
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proyecto podrian tener un impacto positivo en otros campos. Ademas, el desarrollo de este proyecto
contribuiria a la investigacion y aplicacion de técnicas de machine learning en Colombia, lo que

tendria una implicacion tedrica y académica en el campo de la informatica y la tecnologia.
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6. Objetivos
6.1. Objetivo general

Predecir la volumetria de servicios del Centro de Servicios de ISA y sus empresas a futuro
utilizando técnicas de aprendizaje automatico para la gestion de la productividad y disponibilidad
del servicio, aumentando la eficiencia y rapidez en la atencién de las operaciones futuras.

6.2. Objetivos especificos

e Analizar los datos historicos de servicios para identificar patrones y tendencias que mejoren

la precision del prondstico utilizando técnicas de preprocesamiento multivariado de datos.

e Implementar modelos de prediccion a futuro de la demanda de servicios utilizando

estrategias de regresion lineal y forecasting.

e Evaluar el desempefio en la prediccion de la demanda a futuro de los servicios para el

monitoreo y seguimiento de la demanda real estimada
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7. Marco teorico

La prediccidn o prondéstico de demanda de servicios es una herramienta de gestion que permite
estimar la cantidad de bienes o servicios que los consumidores estaran dispuestos a adquirir en un
futuro cercano. Esta tarea es esencial para las empresas que ofrecen servicios, ya que les permite
planificar su capacidad, produccion, recursos humanos y financieros, con el objetivo de satisfacer

las necesidades de sus clientes de manera efectiva.

La prediccion de la demanda de servicios se basa en el analisis de series temporales, que son
conjuntos de datos que muestran como varia una determinada variable en funcion del tiempo. Estas
series temporales pueden contener una gran cantidad de informacion, como tendencias,
estacionalidades, ciclos y factores aleatorios, que pueden ser utilizados para predecir el
comportamiento futuro de la demanda de servicios(Lin et al., 2011). La prediccién de la demanda
de servicios es un tema importante en la gestion de servicios y ha sido objeto de estudio en diversas
disciplinas, como la estadistica, la economia y la ingenieria. La prediccién de la demanda de
servicios es crucial para la planificacion y gestion de la oferta de servicios, ya que permite a las
empresas tomar decisiones informadas sobre la asignacion de recursos y la capacidad de
produccion(Ajila & Bankole, 2016).

Regresion lineal

El modelo de regresion lineal es un método estadistico utilizado para modelar la relacion entre una
variable dependiente (la variable que queremos predecir) y una o mas variables independientes (las
variables que se utilizan para predecir la variable dependiente). El objetivo es encontrar una relacién
lineal que mejor se ajuste a los datos observados.

La regresion lineal tiene presunciones como la linealidad de la relacion, la normalidad, la
aleatoriedad de la muestra y homogeneidad de las varianzas. La regresion no prueba causalidad. La
linea de regresion no debe extenderse mas alla de los datos obtenidos. Se puede expresar

matematicamente como:
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Y=p0+BX+E (1)

Regresion multiple

Este modelo de regresion permite establecer la relacion que se produce entre una variable
dependiente (YY) y un conjunto de variables independientes (X1, X2, ... XK). El anélisis de regresion
lineal multiple, a diferencia del simple, se aproxima mas a situaciones de analisis real puesto que
los fendmenos, hechos y procesos sociales, por definicion, son complejos y, en consecuencia, deben
ser explicados en la medida de lo posible por la serie de variables que, directa e indirectamente,
participan en su concrecion. La exposicion de este capitulo se estructura en torno a los siguientes
puntos, a saber: 1. Determinacién de la bondad de ajuste de los datos al modelo de regresion lineal
maultiple; 2. Eleccion del modelo que con el menor numero de variables explica mas la variable
dependiente o criterio. Para ello exponemos el proceso de “paso a paso” o stepwise; 3. Estimacion
de los pardmetros de la ecuacion y del modelo o ecuacién predictiva; 4. Exposicion de los pasos y
Cuadro de Dialogo del Analisis de Regresion Lineal (Mdltiple) que podemos seguir para la
obtencion de los estadisticos y las pruebas necesarias citadas en cada uno de los puntos precedentes.

La anotacion matematica del modelo o ecuacidon de regresion lineal multiple es la que sigue:

Yo = By + BoXoe + -+ B Xie + Ut (2)

Siendo T el tamafio de la muestra y dando valores a t desde t=1 hasta t=T.

Al ocuparnos del andlisis lineal bivariado, analisis de regresion simple, vimos como el modelo final
resultante podia ser calificado de un “buen modelo”. Sin embargo, en muchas ocasiones los modelos
bivariados o simples pueden verse mejorados al introducir una segunda (tercera, cuarta,...) variable
independiente o explicativa. Consideramos que un modelo de regresion lineal simple se ha
“mejorado” cuando al introducir en el mismo mads variables independientes la proporcion de
variabilidad explicada se incrementa. Pero ;qué variables son las que mejor explican el hecho,
proceso o fendmeno social objeto de estudio?; o, ¢qué variables no es necesario incluir en el modelo

dada su escasa capacidad explicativa? Esta es, sin lugar a duda, la decisién méas importante ligada
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al anélisis de regresion multiple y la inclusion de este proceso es lo que diferencia, sustancialmente,

al andlisis de regresion maltiple del de regresion simple.

Aprendizaje automatico

Aprendizaje automatico o Machine learning, es una rama de la inteligencia artificial que se centra
en el desarrollo de algoritmos y modelos capaces de aprender y mejorar automéaticamente a partir
de los datos. A través de la aplicacion de técnicas y algoritmos especificos, esta técnica permite a
las maquinas analizar grandes cantidades de informacion, identificar patrones, realizar predicciones
y tomar decisiones sin una programacion explicita. se refiere a darle a la maquina un ciclo de
retroalimentacion que le permite aprender de la experiencia. Como termino, el aprendizaje
automatico solo existe desde la década de 1980. Recientemente, en los Gltimos 10-15 afios, se ha
tenido el poder del procesamiento y almacenamiento de los datos para realmente comenzar a

implementar el aprendizaje automatico a escala. (aprendizaje automatico en accion).

Series temporales

Las series temporales son conjuntos de observaciones de una variable que se registran en intervalos
de tiempo regulares. Estas observaciones pueden ser diarias, semanales, mensuales o anuales, y se
utilizan para analizar patrones y tendencias a lo largo del tiempo (Moran & Alonso, 2019). La teoria
de las series temporales proporciona un marco para analizar, modelar y predecir la demanda de
servicios a partir de datos histéricos.

La formulacién matematica de una serie temporal se puede expresar como:

y=f({t)+€ (3)

Donde y es la variable de interés, t es el tiempo, f(t) es la funcion determinista que representa la
tendencia y estacionalidad de la serie temporal, y € es el término de error aleatorio que representa

cualquier variacion no explicada por la funcion determinista(La et al., n.d.).
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Un ejemplo de formulacion matematica de un modelo de series temporales es la ecuacion del

modelo autorregresivo de orden p (AR(p)):

Ve =C+ @1Veo1 + Q2Ve—p + ot OpYep + & (4)

Donde y: es el valor de la serie temporal en el tiempo t, ¢ es una constante, @1, ¢2,..., ¢p son los
coeficientes del modelo autoregresivo, p es el orden del modelo, y & es el término de error en el
tiempo t. EI modelo AR(p) se utiliza para modelar la serie temporal en funcién de sus valores
anteriores, y se ajusta a los datos historicos mediante la estimacion de los coeficientes g1, ¢2,..., @p.
Una vez estimados, el modelo puede ser utilizado para hacer predicciones de la serie temporal en el
futuro (La et al., n.d.; Management Solutions, 2020; Roy et al., 2020).

Evaluacién de modelos

La evaluacién de modelos es una etapa importante en la prediccion de la demanda de servicios bajo
series temporales. Los modelos deben evaluarse para determinar su capacidad para predecir la

demanda con precision. Entre las técnicas de evaluacion de modelos mas utilizadas se encuentran:
El error medio cuadratico (MSE)

El MSE es una medida del error cuadratico medio que se utiliza cominmente para evaluar la
precision de un modelo de prediccion. Se define como la media de los errores cuadrados entre los

valores observados y los valores predichos por el modelo. La expresion matematica es la siguiente:

1 !
MSE:;Z i —¥')? (5)
Donde:
n: nimero de observaciones.

yi: valor observado de la i-ésima observacion.

y'i- valor predicho por el modelo para la i-ésima observacion.
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sum: funcién que suma los términos.

Raiz del error medio cuadratico (RMSE)

El RMSE es una medida del error cuadratico medio que se utiliza comunmente para evaluar la
precision de un modelo de prediccion. Se define como la raiz cuadrada de la media de los errores

cuadrados entre los valores observados y los valores predichos por el modelo.

Indica el ajuste absoluto del modelo a los datos, cuan cerca estan los puntos de datos observados de
los valores predichos del modelo. El error cuadratico medio o RMSE es una medida absoluta de

ajuste.

Como la raiz cuadrada de una varianza, RMSE se puede interpretar como la desviacion estandar de
la varianza inexplicada, y tiene la propiedad til de estar en las mismas unidades que la variable de

respuesta.

Los valores mas bajos de RMSE indican un mejor ajuste. RMSE es una buena medida de la precision
con que el modelo predice la respuesta, y es el criterio mas importante para ajustar si el proposito
principal del modelo es la prediccion.

La expresion matematica es la siguiente:

1 !
RMSE= |- (= y')? (6)

Donde:

n: nimero de observaciones.

yi: valor observado de la i-ésima observacion.

y’i- valor predicho por el modelo para la i-ésima observacion.
sgrt: funcién que calcula la raiz cuadrada.

sum: funcion que suma los términos.
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Estas dos métricas son las mas comunes y utilizadas en la evaluacion de modelos de series
temporales(Chu et al., 2020; Pallares Cabrera, 2014; Pozo & Nathaly, 2020). EI MSE es una medida
de la diferencia entre los valores observados y los valores predichos al cuadrado, mientras que el
RMSE es la raiz cuadrada del MSE y proporciona una medida del error promedio en las unidades
originales de la variable.

Criterio de informacion de Akaike (AIC)

El AIC es una medida de la calidad relativa de un modelo estadistico para un conjunto dado de
datos. Se utiliza para seleccionar el mejor modelo entre varios modelos candidatos. EI AIC se basa
en la maximizacion de la funcion de verosimilitud del modelo, ajustada por el nimero de pardmetros

del modelo. La expresion matemaética es la siguiente:

AIC = =2loglog (L) + 2k (7)
Donde:

L: funcion de verosimilitud del modelo.
k: nimero de parametros del modelo.

log: funcion logaritmica natural.

Es importante destacar que existen diferentes variantes de estas formulas en funcion del contexto y

los supuestos que se hacen en cada caso(Shumway & Stoffer, n.d.).

Regresion Bayesiana

La regresion Bayesiana es un enfoque dentro del aprendizaje automatico que combina la regresion
lineal con los principios de la estadistica bayesiana. A diferencia de la regresion lineal clasica, que
solo proporciona una estimacién puntual de los coeficientes, la regresion Bayesiana ofrece una

distribucion de probabilidad sobre los parametros del modelo.



ANALISIS PREDICTIVO DE DEMANDA DE SERVICIOS BAJO SERIES TEMPORALES
29

En la regresion Bayesiana, se utiliza una distribucion a priori sobre los coeficientes del modelo, que
representa el conocimiento o las creencias iniciales sobre los valores de los parametros. A medida
que se disponen de datos observados, se actualiza la distribucién a posteriori utilizando el teorema

de Bayes, combinando la informacién a priori con la evidencia de los datos.

El resultado de la regresién Bayesiana es una distribucién de probabilidad posterior sobre los
parametros del modelo, que proporciona una medida de incertidumbre y permite realizar inferencias
mas ricas y completas. Esta distribucidn posterior puede utilizarse para hacer predicciones y estimar

intervalos de confianza para los valores predichos. Su formulacién matemaética es la siguiente:

p(data | 0).p(0) (8)
p(data)

p(@ | data) =

Donde:
La p(data) es la probabilidad de los datos disponibles independientemente del parametro 6,

6 es el parametro de una poblacion.

Forecasting o Pronostico a futuro

La demanda futura de un producto en una empresa viene condicionada por multiples factores, en
ocasiones dificiles de determinar con exactitud. EI Forecasting consiste en la estimacion y el analisis
de dicha demanda futura mediante algoritmos que analizan muchas variables que influyen, como
son los histéricos de venta, estimaciones de marketing, promociones, campafias, estudios de
mercado, etc. La importancia del forecast para la gestion de la demanda es, por tanto, fundamental
para optimizar todos estos procesos, asi como para ser competitivos, rentables y productivos,
incluso, afectando a la vision y percepcion de la calidad por parte del cliente y, por consiguiente, en
su fidelizacion.

El pronostico o forecasting se puede implementar en Python utilizando diversas bibliotecas y

técnicas, asi:
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Prophet

Es un conocido modelo local de series temporales estructurales bayesianas, utilizado para
pronosticar datos basado en un modelo aditivo en el que las tendencias no lineales se ajustan a la
estacionalidad anual, semanal y diaria, ademas de los efectos de las vacaciones. Funciona mejor con
series temporales que tienen fuertes efectos estacionales y varias temporadas de datos historicos.
Prophet es resistente a los datos faltantes y los cambios en la tendencia, y por lo general maneja bien

los valores atipicos.

Cdmo funciona Prophet
Prophet es muy util para conjuntos de datos:
e Que contengan un periodo de tiempo extendido (meses o afios) de observaciones histéricas

detalladas (por hora, dia 0 semana).

Que tengan varias estacionalidades muy marcadas.

Que incluyan eventos anteriormente conocidos importantes, pero irregulares.

Que les falten puntos de datos o tengan casos atipicos grandes.

Que tengan tendencias de crecimiento no lineal que se aproximen a un limite.

Componentes de Prophet en profundidad

Como se ha explicado con anterioridad, el modelo de Prophet se basa en la suma o producto de
distintas componentes: la tendencia, las componentes estacionales, la componente de festivos y las
componentes del resto de regresores.

La tendencia puede ser:

e Lineal (linear): una funcion continua formada por trozos de rectas que crecen o decrecen
entre cada punto de cambio de tendencia (changepoint).

e Constante (flat): una componente constante que forma una recta horizontal. No cambia la
tendencia en ningin changepoint.

e Logistica (logistic): una funcion logistica que no aplica en nuestros modelos.
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El efecto del resto de variables, ya sean estacionales o del resto de regresores, puede ser aditivo o

multiplicativo. Esto se traduce en que la componente se suma o se multiplica a la de tendencia.

Modelo completamente aditivo:

y(@) = g(®) +s) + h(t) +r(t) + & (9)

Modelo con estacionalidad multiplicativa:

y(t) =gt) x (1 + s(t)) + h(t) +r() + E; (10)

Donde y(t) es la prediccion, g(t) es la componente tendencia, s(t) es la estacionalidad, h(t) es la

componente de los festivos, r(t) son los regresores y €, representa el error irreducible o ruido blanco.

Los modelos de Prophet se ajustan con una serie de pardmetros. Estos permiten graduar las distintas

componentes. Los principales pardmetros son:

e yearly seasonality: True o False si hay o no estacionalidad anual. También puede ser un
namero que representa el orden de Fourier con el que se aproxima esta componente.

e weekly seasonality: True o False si hay o no estacionalidad semanal. También puede ser un
namero que representa el orden de Fourier con el que se aproxima esta componente.

e daily seasonality: True o False si hay o no estacionalidad diaria. También puede ser un
namero que representa el orden de Fourier con el que se aproxima esta componente.

e n_changepoints: nimero de puntos de cambio de tendencia.

e changepoints: lista de puntos explicita donde se deben producir cambios de tendencia.

e changepoint_range: porcentaje de los datos en los que se infieren los changepoints.

e changepoint_prior_scale: representa la fuerza o capacidad del cambio de tendencia. Cuanto
mas grande es, mas flexibilidad tiene la tendencia, a menor valor, menos flexibilidad.

e seasonality prior_scale: fuerza de la componente o componentes de estacionalidad (en caso
de haber varias). Este valor se puede ajustar para cada una de las estacionalidades por

separado.
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e holiday_prior_scale: fuerza de la componente de festivos.

Estos pardmetros se pueden dar directamente si se conoce con seguridad su valor aproximado, o
seleccionar los mejores mediante un proceso de validacion cruzada (Cross Validation, CV). (Sean J
Taylor, 2017)

ARIMA (Autoregressive Integrated Moving Average)
Es un modelo estadistico ampliamente utilizado para pronosticos de series temporales. La biblioteca
statsmodels en Python ofrece una implementacion de ARIMA. Debes ajustar los parametros del
modelo (p, d, g) en funcidn de las caracteristicas de tu serie temporal.
e El pardmetro p (orden autoregresivo) representa el nimero de términos autoregresivos en el
modelo. Indica la dependencia lineal entre los valores pasados y el valor actual de la serie

temporal.

e El pardmetro d (orden de diferenciacion) se refiere al nimero de veces que se diferencia la
serie temporal para hacerla estacionaria. La diferenciacién implica tomar la diferencia entre

los valores sucesivos de la serie temporal.

e El parametro g (orden de la media mavil) representa el nimero de términos de media movil
en el modelo. Estos términos representan la dependencia lineal entre los errores pasados y

el error actual del modelo.

MAPE (Mean Absolute Percentage Error)

También denominado desviacion del error porcentual absoluto medio, es una medida relativa que
esencialmente escala la MAD para que esté en unidades porcentuales en lugar de las unidades de la
variable. El error porcentual absoluto medio es una medida de error relativo que usa valores
absolutos para evitar que los errores positivos y negativos se cancelen entre si y usa errores relativos
para permitirle comparar la precision del pronostico entre modelos de series temporales.

Modelamiento matematico:
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A — Fy
Ay

(11)

Donde:
n es el nimero de puntos ajustados, A; es el valor real, F; es el valor pronosticado,

¥ es la notacion de suma (el valor absoluto se suma para cada punto en el tiempo pronosticado).

Los errores porcentuales se calculan en términos de errores absolutos, sin tener en cuenta el signo.

Esto evita el problema de que los errores positivos y negativos se anulen entre si. (Hyndman, 2006)

Herramientas de software

Existen diversas herramientas de software disponibles para la prediccién de la demanda de servicios
bajo series temporales. Algunos de los softwares mas utilizados son SAS, R y Python (Shumway &
Stoffer, n.d.).

e Python se ha convertido en una herramienta popular para el analisis y la prediccion de series
temporales debido a la amplia variedad de librerias y herramientas disponibles. Algunas de

las librerias més utilizadas para el analisis de series temporales en Python son:

e Pandas: Es una libreria de manipulacién de datos que permite trabajar con datos en series de

tiempo y realizar operaciones de agregacion y transformacion de datos.

e NumPy: Es una libreria de Python que se utiliza para realizar calculos numéricos en matrices
y vectores. Es esencial para realizar operaciones matematicas en los datos de series

temporales.

e Matplotlib: Es una libreria para la visualizacién de datos que se utiliza para crear graficos y

diagramas de series temporales.
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Statsmodels: Es una libreria estadistica que contiene herramientas para el anlisis de series
temporales, incluyendo modelos ARIMA y SARIMAX.

Scikit-learn: Es una libreria de aprendizaje automatico que contiene herramientas para la

prediccion de series temporales, incluyendo modelos de regresion y redes neuronales.

Ademas de estas librerias, existen otras herramientas que se pueden utilizar en Python para la

prediccidn de series temporales, como Prophet, que es una libreria para el analisis y la prediccion

de series temporales con estacionalidad. (Aamer et al., 2021).

Técnicas

Existen diversas técnicas para realizar la prediccion de la demanda de servicios bajo series

temporales. A continuacién, se presentan algunas de las técnicas mas utilizadas:

1. Modelos de regresidon: Son modelos estadisticos que utilizan variables de entrada para

predecir el valor de la variable de salida. Este método es especialmente Util cuando se
dispone de informacién adicional que pueda influir en la demanda de servicios(Shumway &
Stoffer, n.d.).

Modelos ARIMA (AutoRegressive Integrated Moving Average): Son modelos estadisticos
que se utilizan para predecir valores futuros basados en valores pasados. Se basan en la
identificacion de patrones en los datos historicos de la serie temporal(Zhang et al., 2017).
Este método se utiliza ampliamente en la prediccion de la demanda de servicios debido a su
simplicidad y eficacia. (Box, G. E., e tal., 2008)

Modelos SARIMA (Seasonal ARIMA): Son modelos similares a los ARIMA, pero que
tienen en cuenta la estacionalidad de la serie temporal(Divita, 2021). Este método es
especialmente util para predecir la demanda de servicios que presentan patrones

estacionales.
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4. Modelos de suavizado exponencial: Son modelos que utilizan una técnica de suavizado para
predecir valores futuros(Zhang et al., 2017). Este método es especialmente util para series
temporales con tendencias suaves y sin patrones estacionales. Es importante destacar que la
seleccion de la técnica adecuada dependera del tipo de serie temporal y de la informacién

disponible.

8. Metodologia

El enfoque de la investigacion es cuantitativo, ya que se utilizaran técnicas de machine
learning para analizar datos histéricos y predecir la volumetria a futuro de los servicios. También
se realizard un andlisis exploratorio para identificar patrones de demanda de los servicios y se
utilizaran métricas adecuadas para evaluar la precision de las predicciones. Los resultados
obtenidos se evaluaran en términos de su capacidad para aumentar la eficiencia y oportunidad en
la atencion de las operaciones futuras. Para el desarrollo del proyecto se consideran tres (3) etapas

relacionadas directamente con los objetivos especificos del proyecto.

En la figura 1. Podemos apreciar el esquema de la metodologia aplicada desde 3 instancias de

trabajo. Las mismas que en adelante explicaremos a mayor nivel de detalle.
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Figura 1.

Proceso metodolégico

1. Analizar los datos historicos de servicios para
— identificar patrones y tendencias que mejoren la
precision del prondstico.

2. Monitorear y hacer seguimiento de la
demanda real versus la demanda pronosticada
para identificar y abordar cualquier discrepancia.

3. Evaluar y refinar continuamente el proceso de
prediccion para mejorar la precision y capacidad
de respuesta de acuerdo con las condiciones
cambiantes de la organizacion.

Predicion de Demanda de Servicios

Fuente: Elaboracién propia (2023)

8.1.Analizar los datos historicos de servicios para identificar patrones y tendencias que

mejoren la precision del prondstico.

Identificar la fuente de datos: El primer paso es identificar la fuente de datos que se
utilizara para realizar el andlisis. Puede ser una base de datos interna de la empresa

0 una fuente externa.

Exploracion y preparacion de los datos: Realizar un analisis exploratorio de los
datos, lo que incluye la identificacion de valores atipicos, depuracion de datos, la

distribucion de los datos, las estadisticas basicas y los patrones generales.
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Anélisis de tendencias y patrones: Utilizar técnicas estadisticas y de visualizacion
para identificar patrones y tendencias en los datos. Estas técnicas pueden incluir
gréaficos de series de tiempo, andlisis de regresion.

Identificar variables relevantes: Identificar las variables que tienen un mayor
impacto en la demanda de servicios y la forma en que se relacionan entre si. Esto
puede ser util para determinar cuéles son las variables que se deben incluir en el

modelo de pronostico.

Seleccion del modelo de prondstico: Basandose en los patrones y tendencias
identificados en los datos, seleccionar el modelo de pronéstico méas adecuado. Esto
puede incluir modelos de regresién, modelos de series de tiempo o modelos de

aprendizaje automatico.

Se aplic6 dos métodos principalmente, el primero mediante regresion lineal simple
y posteriormente mediante la aplicacién de regresion Bayesiana para asi poder
estimar de mejor manera el mejor comportamiento de los datos frente a los resultados

esperados.

Entrenamiento del modelo de machine learning: Se debe utilizar los datos de
entrenamiento del modelo para entrenar al modelo en la identificacion de patrones y

prediccién de volumetria, para ello

Validacion del modelo: Evaluar el modelo de pronoéstico utilizando técnicas de
validacion para verificar su precision. Esto puede incluir el uso de datos de prueba o
la comparacidn de la precision del modelo con otros modelos de prondstico. Basados

en métricas de productividad y calidad de los resultados.

Implementacion del modelo: Implementar el modelo de pronostico para asi obtener

prondsticos precisos de la demanda de servicios en el futuro. Lo cual se logro
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mediante la implementacion de modelos de prediccion a futuro o Forescasting de los

cuales se aplicd el método Prophet.

En la siguiente figura se muestra el diagrama de como inicia el proceso después de la consecucion
de los datos caso de estudio, los mismos que en adelante son sometidos a un preprocesamiento,

limpieza y calidad para de esta manera poder facilitar la identificacion de patrones relevantes para

el lanzamiento del modelo con que se hara el pronostico.

Inicio

Figura 2.
Identificacién de patrones y tendencias

Identificacion
y adquisicién
de datos

Preprocesa-
miento y calidad
de los datos

Excluir de la Existen patrones Generar nuevo

base de datos relevantes?

dataset

Seleccién del
modelo de
prondstico

:

Entrenamiento
y validacion
del modelo

:

Implementacion
del modelo de

prondstico

|

Inicio de

| n
\lteraclones

Fuente: Elaboracion propia (2023)
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8.2.Monitorear y hacer seguimiento de la demanda real versus la demanda pronosticada
para identificar y abordar cualquier discrepancia.

Establecer una frecuencia de monitoreo: Determinar la frecuencia con la que se
revisaran los datos de demanda real y pronosticada. Puede ser diaria, semanal o
mensual, dependiendo de la naturaleza del negocio y de la velocidad de cambio de

la demanda.

Comparar los datos de demanda real y pronosticada: Comparar los datos de demanda
real y pronosticada para identificar cualquier discrepancia. Puede hacer esto
visualmente a través de graficos o mediante el calculo de métricas de precisién, como

el error cuadratico medio (MSE) y R?.

Identificar la causa de la discrepancia: Si hay una discrepancia significativa entre la
demanda real y pronosticada, se debe identificar las posibles causas de la
discrepancia. Esto puede involucrar la revision de los datos histéricos, la
comunicacion con los equipos de ventas o la realizacion de investigaciones

adicionales.

Tomar medidas correctivas: Identificar si existe una discrepancia significativa, para
tomar medidas correctivas para abordar la situacion. Esto podria incluir la
posibilidad de ajustar el modelo de prondstico, revisar el proceso de recopilacion de

datos o ajustar la estrategia de marketing.

Documentar y comunicar los resultados: Se debe documentar los resultados del
monitoreo y seguimiento de la demanda real versus pronosticada y comunicarlo a
los equipos relevantes. Esto puede incluir la presentacion de informes a la gerencia

0 la actualizacion de los planes de negocios a largo plazo.
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En la siguiente figura se representa flujo del proceso donde se pretende iniciar con las iteraciones
después de definir un primer modelo de entrenamiento, donde se evallan ciertos pardmetros como
son la frecuencia de los datos y sometidos a varias métricas de desemperfio, para con el mejor

resultado obtenido implementar el modelo de prediccion a futuro.

Figura 3.

Evaluacidn y entrenamiento de modelos

Iniciar
iteraciones

Establecer
frecuencia de

monitoreo

Implementacién y
ajuste de modelos
de prediccion a

futuro
Seelccidn método Reentrenar
de prediccion? el modelo

l N+o

Entrenamiento y

evaluacion encada
perriodo de tiempo (afio, — 1
trimestre, semana)

Regresion
Bayesiana?

buenos los
resultados MSE y
MAPE?

No
' I
si
Método o *

Propet?

Hacer prediccién
a futuro con la
mejor métrica

Y

Forecasting

Fuente: Elaboracion propia (2023)
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8.3.Evaluar y refinar continuamente el proceso de prediccion para mejorar la precision y
capacidad de respuesta de acuerdo con las condiciones cambiantes de la

organizacion.

e Evaluacion del modelo actual: Se debe realizar evaluaciones periddicas del modelo
de prediccién actual utilizando las métricas de evaluacion definidas. Se debe analizar
la precision del modelo en diferentes situaciones y bajo diferentes condiciones.

e Identificacion de posibles mejoras: Se debe analizar los resultados de la evaluacién
del modelo actual para identificar posibles areas de mejora. Esto puede incluir la

incorporacion de nuevas variables, ajuste de hiperparametros, entre otros.

e Disefio de nuevas pruebas: Se deben disefiar pruebas adicionales para evaluar las
mejoras propuestas. Esto puede incluir la adicién de nuevas observaciones al
conjunto de datos de entrenamiento o la realizacion de pruebas de validacion

cruzada.

e Implementacion de mejoras: Se deben implementar las mejoras identificadas en el

modelo de prediccién actual.

e Evaluacion del modelo mejorado: Se debe realizar una nueva evaluacion del modelo
de prediccién mejorado utilizando las métricas de evaluacion definidas. Se debe
analizar la precision del modelo mejorado en diferentes situaciones y bajo diferentes

condiciones.

e Refinamiento continuo: Se debe continuar refinando el modelo de prediccion a
medida que se identifiquen nuevas areas de mejora o se produzcan cambios en las
condiciones de la organizacion. Esto puede implicar la revision y actualizacion
regular de los datos de entrenamiento y la incorporacion de nuevas observaciones a

medida que estén disponibles.
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En la siguiente figura se muestra el diagrama de flujo del proceso un paso adelante o Forecasting,
donde el modelo de prediccion se debe evaluar frente al cambio en la frecuencia de tiempo y nueva

Ilegada de datos, entre otros aspectos, para de esta manera identificar e implementar paulatinamente

@

las mejoras al modelo.

Figura 4.
Prediccion a futuro de servicios

Evaluacion
—»| periddica del
modelo actual

R

Identificacion
de posibles
mejoras

No f

Disefio e
implementacién

de mejoras

.

es optimo el
modelo mejorado?

Refinamiento
continuo

actualizacion
regular de los
datos e integracion
de nuevas
observaciones

Fuente: Elaboracion propia (2023)
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Resultados

Analisis exploratorio, tratamiento y estructuracion de datos del modelo analitico de

prediccion de volumetria de servicios

En primer lugar, se contaba con una base de datos compuesta por 250 variables con més de
78.000 registros. Sin embargo, con base en el conocimiento del negocio, se seleccionaron
unicamente 3 variables relevantes: "ltem", que hace referencia al servicio prestado; "Company", que
representa la empresa cliente que solicit6 el servicio; y el campo "Closed"”, que indica la fecha de

prestacion del servicio.

A continuacion, se crearon DataFrame para distintos periodos de tiempo, como se muestra en la

figura 5, y el resultado correspondiente observado en la figura 6.

Figura 5.

Creando DataFrame por periodo de tiempo

d frame2[ " year ( ]-dt.year
d_frame2[ "month i ame2 d'].dt.month

d_frame2[ "da 2[ 'Closed’ ] .dt.day
d_frame2[ r d’].dt.quarter
d_frame2[ "week d*].dt.isocalendar().week.astype(int)

Fuente: Elaboracion propia (2023)

Figura 6.
DataFrame con variables de interés y periodos de tiempo

d_frame2

index Ttem Company Closed year month day quarter week
0 Creacion de orden de entrega y Orden de Compra ISAINTERCOLOMBIAS A ES.P. 2023-02-24 10:57:44 2023 2 24 1
Recepcién de bienes y servicios ISAINTERCOLOMBIAS A ES.P. 2023-02-20 08:51:46 2023 1
Modificacion a documentos de compra en SAP (So._. ISAINTERCOLOMBIAS A ES P 2023-02-16 16:16:01 2023 1
Recepcion de bienes y s s ISAINTERCOLOMBIAS A ESP. 2023-02-17 18:07:02 2023 1
Recepcion de bienes y servicios ISAINTERCOLOMBIAS A ESP.  2023-02-20 08:35:14 2023 1

76474 78461 Mantenimientos locativos y reparaciones menores ISAINTERCOLOMBIAS A ESP. 2021-02-10 08:21:36

Fuente: Elaboracion propia (2023)
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Para mejorar el procesamiento de los datos, se utilizd la técnica de codificacion
OneHotEncoder, la cual permitié representar de manera adecuada cada empresa en los datos, se

puede observar esta técnica en la figura 7.

Figura 7.
Implementando método OneHotEncoder

(TRANSELCA

(158

NE—
. . ror (INTCH - (158 oo . (RUTA  INTELIGENTES
Company  Closed year month day quarter week puoural ) - goLIvIA,) ;N;ER(U[\J*BIA (Internexa,) (PDT,) (REP,) (ocrppn ) )

(TRANSELCR, )
5.A.5,)

ISA 2023
entregay INTERCOLOMBIA 0224 2023
Orden de SAESP. 1057:44
Compra

Fuente: Elaboracion propia (2023)

Posteriormente, se realiz6 una exhaustiva limpieza y tratamiento de los datos, incluyendo la
eliminacion de registros nulos, duplicados, vacios y otras anomalias que pudieran afectar la calidad

de los datos como lo indica la siguiente ilustracion (figura 8).

Figura 8.
Aplicando limpieza y calidad a los datos

d frame[ 'Company'].unique()

array(['ISA INTERCOLOMBIA S.A. E.5.P.", "ISA', 'REP', 'PDI',
"RUTA COSTERA', 'TRANSELCA', 'XM COMPANIA DE EXPERTOS EN MERCADOS',
"INTERCHILE', "ISA BOLIVIA®, 'SISTEMAS INTELIGENTES EN RED S.A.5°,
"INTCH - INTERVIAL®, ‘Inmternexa’, "INTERNEXA PERU",
"TRANSELCA S.A. E.S5.P", "INTERNEXA CHILE', "INTERMEXA BRASIL'],
dtype=object)

d_frame3[ "day" ].unique(]

array([24, 20, 16, 17, 21,
&, 11, 14, 13, 18, 1

d_frame3[ ‘week'].unique()

array([ 8, 7, 9, 18, :
48, 47, 46, 45, 44,
31, 3@, 29, 28, 27,
140

Fuente: Elaboracion propia (2023)
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Con los datos ya procesados, se procedid al conteo de la volumetria por cada periodo de
tiempo y se generaron los DataSets correspondientes a cada periodo. Figura 9.

Figura 9.

Creacion de DataSets por cada periodo de tiempo

» len(d frame2[ (d_frame

Fuente: Elaboracion propia (2023)

Una vez finalizado el tratamiento de los datos, se crearon arreglos a partir de los DataSet
como parte de los pardmetros para entrenar los modelos de prediccion. Como se ve en la figura 10.
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Figura 10.

Arreglos de datos para entrenamiento de modelos de prediccion

e"].values+18*dataSet_paraML["year”].values,dataSet_paraML["Vol"].values, *or")

20220 20225 20230

Fuente: Elaboracion propia (2023)

Al desarrollar un modelo analitico de prediccion de volumetria de servicios, es fundamental
contar con una estructura adecuada de los datos. En este caso, se llevd a cabo una cuidadosa
organizacion de la informacién recolectada con el fin de maximizar la capacidad predictiva del

modelo.

Mejora en precision en los modelos

Los datos se recopilaron y organizaron en unidades de tiempo inicialmente trimestrales, lo
cual permitia tener una vision general de los patrones y tendencias a largo plazo. Sin embargo,
durante el proceso de analisis, se identificd la necesidad de obtener predicciones mas precisas y
granulares, es en ese momento donde se hace un cambio de periodo de tiempo, pasando del periodo
trimestral al periodo semanal. El cambio de trimestres a semanas se llevo a cabo con el objetivo de
mejorar la precision del modelo de prediccion de volumetria de servicios. Al tener una granularidad
semanal, se logr6é capturar con mayor detalle las fluctuaciones y patrones especificos que se

presentan a lo largo del tiempo. Segun lo representa la figura 11.
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Figura 11.

Resultados Regresion Bayesiana con datos trimestrales vs semanales

Regresion Bayesiana con datos trimestrales Regresion Bayesiana con datos semanales
a init=1.00, A_init=0.001 a_init=1.00, A_init=0.001
1750 41 — vol Real
15000 4 observation
1500 1 — predict mean
1250 4 predict std
10000
1000 A
750
5000 -
a= 500
A 250 '
:)L = 127.— vol Real L.
observation 0
—— predict mean
_ | predict std =250 . . > : ’
2000 . - = - v v 0 20 40 60 80 100
2 4 6 8 10 12

Fuente: Elaboracion propia (2023)

A su vez, esta nueva estructura de datos permitié considerar de manera mas efectiva las
variables externas que influyen en la volumetria de servicios. Por ejemplo, factores estacionales,
dias festivos, promociones especiales u otros eventos que pudieran tener un impacto significativo

en los volimenes de servicio.

Ajuste de periodos de tiempo

La estructuracién de los datos en semanas ha demostrado resultados sobresalientes en
términos de precision de prediccion. Como se aprecia en la figura 12. Sin embargo, se ha
identificado la presencia de datos atipicos en el afio 2023, lo cual ha afectado la precision de las
predicciones. Como solucion puntual, se llevo a cabo un ajuste para eliminar dichos datos atipicos,

como se muestra en la figura 13.
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Figura 12.

Estimacion de la volumetria real y su prediccion

a_init=1.00, A_init=0.001

1750 4
— Vol Real
1500 - observation
—— predict mean
1250 predict std
1000 -
750 A
500 -
250 A
0 -

0 20 40 60 80 100
Fuente: Elaboracién propia (2023)

Modelo de Regresion Lineal

La regresion lineal es una técnica de analisis de datos utilizada para modelar la relacion entre
una variable dependiente y una 0 mas variables independientes. Es una de las técnicas mas comunes
y ampliamente utilizadas en estadistica y anélisis de datos, permite encontrar la linea recta que mejor
se ajuste a los datos, minimizando la suma de los errores cuadrados entre los valores observados y
los valores predichos por el modelo.

Para implementar este modelo utilizamos Scikit-learn es una biblioteca de aprendizaje
automatico (machine learning) que proporciona una amplia gama de algoritmos y herramientas para
el analisis de datos.es una biblioteca de aprendizaje automatico que proporciona una amplia gama
de algoritmos y herramientas para el analisis de datos.

Para incorporar este modelo empezamos importando la libreria de scikit-learn, la regresion
lineal se encuentra en el médulo linear_model. Donde utilizamos la clase LinearRegression para
ajustar un modelo de regresion lineal y realizar predicciones.

Se genera una visualizacion para observar la recta que mejor se ajusta a los datos del
DataFrame con un parametro x=WeekDate para los datos en semanas. Como se ve en la figura 13.
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Figura 13.
Regresion lineal visualizacion correlacion de los datos
1800

1600

1400

Item
o
3
8

Jan 2021 Apr 2021 Jul 2021 Oct 2021 Jan 2022 Apr 2022 Jul 2022 Oct 2022

WeekDate

Fuente: Elaboracion propia (2023)

Posteriormente se evalla las métricas de desempefio para el modelo, haciendo uso de la
biblioteca sklearn.metrics de Python para calcular métricas adicionales de evaluacion de regresion,
como el MSE, RMSE y R2.

Se inicia importando la funcion mean_squared_error de sklearn.metrics y la biblioteca
numpy para realizar calculos numéricos. Luego, se entrena el modelo de regresion reg utilizando los
datos de entrenamiento X_train y Y_train. Se realizan en seguida las predicciones en los datos de
prueba X_test utilizando reg.predict(), y se almacenan en la variable y pred. A continuacion, se
calcula el MSE utilizando la funcion mean_squared_error pasando los valores reales y_test y las
predicciones y_pred. A partir del MSE calculado, se obtiene el RMSE tomando la raiz cuadrada
utilizando np.sqrt(), a su vez, se calcula el coeficiente de determinacién R2 utilizando la funcion
r2_score de sklearn.metrics.

Finalmente, se imprimen los resultados en pantalla, mostrando el valor del RMSE, MSE y
R2 como lo indica la imagen 14.
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Figura 14.

Regresion lineal con métricas y prediccion

", rmse)

print ("’

"

print("MSE:", mse)
print("R*2:", r2)}

RMSE: 137.8866645840055
MSE: 19012.73227010204
R"2: ©.8993860090557824

Fuente: Elaboracion propia (2023)

Estas métricas proporcionan informacion adicional sobre la calidad del modelo de regresion.
El RMSE y el MSE representan la magnitud del error promedio entre las predicciones y los valores
reales, siendo el RMSE maés facil de interpretar ya que estd en la misma escala que los datos
originales. EI R2 indica la proporcion de la varianza de la variable dependiente que es explicada por
el modelo, y un valor cercano a 1 indica un buen ajuste del modelo.

Evaluacion de rendimiento del modelo de regresion lineal

Una vez que se tiene la parte de cddigo donde se va a entrenar el modelo de regresién reg
con los datos de entrenamiento X_train, y_train, luego se realiza las predicciones en los datos de
prueba y pred = reg.predict(X test), permitiendo asi calcular el MSE utilizando la funcion
mean_squared_error, el RMSE y R2.

Métricas de rendimiento para el modelo de regresion lineal entrenado

A continuacion, se presentan las métricas para evaluacion del rendimiento del modelo de
regresion lineal. Figura 15.

Figura 15.

Métricas de desempefio regresion lineal

RMSE: 198.91080507616658
MSE: 39565.19011940862

R*2: ©.8238908739439388

Fuente: Elaboracion propia (2023)
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R2 (Coeficiente de determinacién): 0.8238908739439388

R2: 0.8239 indica que aproximadamente el 82.39% de la variabilidad de la variable
dependiente se explica por el modelo. Un valor cercano a 1 sugiere un buen ajuste del modelo a los
datos, ya que el modelo es capaz de explicar una gran parte de la variabilidad observada.

MSE (Mean Squared Error): 39565.19011940062

MSE: 39565.19 representa el promedio de los errores cuadraticos entre las predicciones del
modelo y los valores reales. Un valor mas bajo indica un mejor ajuste del modelo a los datos, aunque
es importante tener en cuenta el contexto y la escala de los datos para evaluar si este valor es
aceptable.

RMSE (Root Mean Squared Error): 198.91000507616658

RMSE: 198.91 indica que, en promedio, las predicciones del modelo tienen una desviacion
estandar de alrededor de 198.91 unidades respecto a los valores reales. Cuanto menor sea este valor,
mejor sera el ajuste del modelo a los datos.

En términos generales, estos resultados indican que el modelo tiene un buen ajuste a los
datos, ya que tanto el RMSE como el MSE son relativamente bajos y el R2 es cercano a 1.

Predicciones con modelo de regresion lineal sin datos para el afio 2023

Figura 16.

Métricas de desempefio regresién lineal sin datos para el afio 2023

R2 Score: 0.8993860098557824
MSE: 19012.73227@10204

RMSE: 137.8866645840055

Fuente: Elaboracion propia (2023)

R2 (Coeficiente de determinacion): 0.8993860090557824

R2 Score: 0.8994 indica que aproximadamente el 89.94% de la variabilidad de la variable
dependiente se explica por el modelo. Este valor es mayor que en el primer conjunto de resultados,

lo cual sugiere un mejor ajuste del modelo a los datos.
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MSE (Mean Squared Error): 19012.73227010204

MSE: 19012.73 representa el promedio de los errores cuadraticos entre las predicciones del
modelo y los valores reales. Este valor es menor que en el primer conjunto de resultados, indicando

un mejor ajuste del modelo.

RMSE (Root Mean Squared Error): 137.8866645840055

RMSE: 137.89 indica que, en promedio, las predicciones del modelo tienen una desviacion
estandar de alrededor de 137.89 unidades respecto a los valores reales. Este valor es menor que en

el primer conjunto de resultados, lo cual sugiere un mejor ajuste del modelo.

Estos resultados evidencian que el segundo conjunto de datos presenta un mejor ajuste del
modelo de regresion en comparacion con el primer conjunto, ya que se obtiene un valor de R2 mas
alto, un MSE mas bajo y un RMSE mas bajo. Esto sugiere que el modelo es capaz de explicar una
mayor proporcién de la variabilidad en los datos y tiene un menor error en las predicciones.

Modelo de Regresion Bayesiana

La regresion bayesiana es una técnica de analisis de datos que utiliza principios de inferencia
bayesiana para modelar la incertidumbre en los coeficientes de regresion y realizar predicciones. A
diferencia de la regresion lineal, que estima los coeficientes utilizando métodos de minimos
cuadrados, la regresion bayesiana proporciona una distribucion de probabilidad completa para los
coeficientes, lo que permite una mayor flexibilidad y robustez en el modelado de relaciones entre
variables.

De esta manera se implementd una realiza una regresion bayesiana utilizando el modelo
BayesianRidge de la biblioteca sklearn de Python. Para ello se defininen los datos de entrenamiento
y prueba X_trainy X_test y luego crea una matriz de disefio utilizando el método Vandermonde. A
continuacidn, se crea una instancia del modelo BayesianRidge con los parametros deseados, se
ajusta el modelo a los datos de entrenamiento y se realizan predicciones en los datos de prueba. Los
resultados se visualizan en un grafico que muestra los valores reales, las predicciones medias y las
incertidumbres. El codigo tambien permite especificar diferentes valores iniciales para los
parametros del modelo y muestra informacion adicional, como los valores de alpha, lambda y la
puntuacion del modelo. En resumen, el cddigo realiza una regresion bayesiana y muestra los
resultados de manera grafica y descriptiva segun lo muestra la figura 11.

Posteriormente, se realiza una prediccion utilizando el modelo entrenado reg sobre un valor
especifico de x_test2, que en este caso es 14. El propdsito es obtener una estimacion de la volumetria
correspondiente a ese valor.
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Con estos valores, se utiliza el modelo reg para realizar la prediccion utilizando
reg.predict(x_test2, return_std=True). Se obtienen dos resultados: ymean representa la prediccion
media de la volumetria y ystd representa la desviacion estandar de la prediccion. Finalmente, se
imprimen los valores de la volumetria estimada ymean y su desviacion estandar ystd.

Finalmente, se calcula el error cuadratico medio (MSE) y la raiz del error cuadratico medio
(RMSE) para evaluar la calidad de las predicciones del modelo. Primero, se calculan los residuos
restando las predicciones medias ymean de los valores reales de y_test. Esto proporciona una medida
de la diferencia entre las predicciones del modelo y los valores reales. A continuacion, se calcula el
MSE al elevar al cuadrado los residuos, promediar los resultados y obtener la media de los cuadrados
de los errores. Por ultimo, se calcula el RMSE tomando la raiz cuadrada del MSE, lo que
proporciona una medida del error promedio entre las predicciones y los valores reales, en la misma
escala que los datos originales. Como se muestran en la ilustracion 17.

Figura 17.
Regresion Bayesiana con métricas y prediccion
x_test2 = np.vander([14], n_order + 1, increasing=

ymean, ystd = reg.predict(x_test2, return_std=
print( 'Volumetria estimada:', ymean,' , std: ", ystd )

Volumetria estimada: [19405.0228164] , std: [16394.3965002]
residuals = y test - ymean

mse = np.mean(residuals**2)
rmse = np.sqrt(mse)

print("M , mse)
print("RMSE: ", rmse)

MSE: 2085445283.59244493
RMSE: 14333.36260590811

Fuente: Elaboracién propia (2023)

Evaluacion de rendimiento del modelo de regresién Bayesiana

Frente a la funcionalidad que realiza la regresion Bayesiana ademas que muestra los resultados
graficamente, esto permitid ir mejorando la columna de los datos de periodo, la cual inicialmente se
la construyo en afios a partir de la fecha presente en el DataFrame, lo cual no brindaba informacion

relevante, posteriormente se ajusta a trimestres brindando una mejora significativa al modelo, pero
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aun no era la mas optima, por ultimo se ajusta los datos a una frecuencia semanal, haciendo que el

volumen de datos aumente significativamente y con esto se pueda tener mayor precision en los

modelos y entrenamientos.

Figura 18.
Representacion de la variable de tiempo con periodo en trimestres
. a_init=0.00, A_init=1.0 (Default) a_init=1.00, A_init=0.001
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Fuente: Elaboracion propia (2023)
Figura 19.
Representacion de la variable de tiempo con periodo en semanas
1750 a_init=0.00, A_init=1.0 (Default) a_init=1.00, A_init=0.001
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Fuente: Elaboracion propia (2023)
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Figura 20.
Representacion de la variable de tiempo en semanas sin las del 2023

a_init=0.00, A_init =1.0 (Default) a_init=1.00, A_init=0.001
1750 4 1750
— Vol Real
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—— predict mean
predict std

— Vol Real
1500 1 obsewatlon

—— predict mean
predict std

1250 1 1250 A

1000 4 1000 A
750 A 750 A
500 1 500 A

250 A 250 A

Fuente: Elaboracion propia (2023)

Métricas de rendimiento modelo de regresion Bayesiana

A continuacion, se presentan las métricas para evaluacion del rendimiento del modelo de
regresion Bayesiana ajustado con los datos en totalidad (todas las semanas). Figura 21.

Figura 21.
Métricas de desempefio regresién Bayesiana

RMSE: 198.91000507616658

MSE: 39565.190119540062
R*2: ©.8238908739439388

Fuente: Elaboracion propia (2023)

RMSE (Root Mean Squared Error): 198.91000507616658

RMSE: 198.91 indica que, en promedio, las predicciones del modelo tienen una desviacion
estandar de alrededor de 198.91 unidades respecto a los valores reales. Cuanto menor sea este valor,
mejor sera el ajuste del modelo a los datos.

MSE (Mean Squared Error): 39565.19011940062

MSE: 39565.19 representa el promedio de los errores cuadraticos entre las predicciones del
modelo y los valores reales. Un valor mas bajo indica un mejor ajuste del modelo a los datos, aunque
es importante tener en cuenta el contexto y la escala de los datos para evaluar si este valor es
aceptable.



ANALISIS PREDICTIVO DE DEMANDA DE SERVICIOS BAJO SERIES TEMPORALES
56

R2 (Coeficiente de determinacién): 0.82389088739439388

R2: 0.8239 indica que aproximadamente el 82.39% de la variabilidad de la variable
dependiente se explica por el modelo. Un valor cercano a 1 sugiere un buen ajuste del modelo a los
datos, ya que el modelo es capaz de explicar una gran parte de la variabilidad observada.

Optimizacion de parametros

tol=1e-7 tolerancia para la convergencia del algoritmo de optimizacion. Especifica la
precision deseada del resultado. En este caso, se establece en 1e-7, lo que indica una tolerancia muy
baja.

fit_intercept=False indica si se debe ajustar o no el intercepto del modelo. En este caso, se
establece en False, lo que significa que no se ajustara el intercepto.

compute_score=True indica si se debe calcular o no el puntaje durante el ajuste del modelo.
El puntaje es una medida de ajuste del modelo. En este caso, se establece en True, lo que indica que
se calculara el puntaje.

En base a los dos resultados obtenidos, los cuales son semejantes, RMSE: 198.91 indica que,
en promedio, las predicciones del modelo tienen una desviacion estandar de alrededor de 198.91
unidades respecto a los valores reales. Cuanto menor sea este valor, mejor sera el ajuste del modelo
a los datos.

Modelo Prophet

Prophet es un modelo de series de tiempo desarrollado por Facebook. Utiliza un enfoque
aditivo basado en tendencias no lineales y estacionales, ajustando automaticamente los cambios en
la estacionalidad y detectando puntos de inflexion. Prophet permite predecir y analizar series de
tiempo con datos faltantes, ruido y cambios estructurales.

Para implementar el modelo utilizamos sktime que es una biblioteca especializada en el
analisis y modelado de series de tiempo en Python. Podemos utilizar una amplia gama de
herramientas y algoritmos para trabajar con datos de series temporales, incluyendo métodos para el
preprocesamiento de datos, extraccion de caracteristicas, seleccién de modelos, ajuste de modelos
y evaluacién de rendimiento.

Posteriormente se agregan las columnas year, month y day al DataFrame que representan el
afio, mes y dia extraidos de la columna WeekDate. Esto es util para el analisis y modelado de series
de tiempo al descomponer las fechas en componentes mas especificos para un mejor entendimiento
y modelado de los datos.
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Se importa las funciones necesarias para implementar el modelo Prophet Prophet y
temporal_train_test_split de sktime.forecasting lo cual permite en el analisis de series de tiempo y
también proporciona una funcion para dividir los datos de la serie de tiempo en conjuntos de
entrenamiento y prueba para realizar pruebas y validaciones del modelo.

Se genera una visualizacién de lineas que muestra la evolucion del volumen semanal a lo
largo del tiempo, utilizando los datos del DataFrame dataSet_paraML_Weeks. Donde se evidencia
que en la primera visualizacion de los datos en la serie de tiempo semanal tiene una alta tendencia
alcista una baja estacionalidad y desviacion con valores normales hasta el mes de enero de 2023,
sin embargo, se observa una caida en los valores de la volumetria desde el primer trimestre de 2023
a enero de 2024, segun lo indica la imagen 22.

Figura 22.
Evolucién de volumetria semanal

Weekly Volumetry
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Fuente: Elaboracion propia (2023)

Para mejorar la precision del modelo se decide filtrar la data con una alta desviacién para
mejorar los resultados, por lo tanto, se crea una mascara que filtra las filas del DataFrame
dataSet_paraML_Weeks y selecciona solo aquellas que tienen fechas anteriores a '2023-03-13'.

Division de entrenamiento y prueba

Se realiza la divisidn del conjunto de datos en dos conjuntos separados, uno para entrenar el
modelo y otro para evaluar su rendimiento. Se divide el DataFrame dataSet_paraML_Weeks en dos
conjuntos: uno de entrenamiento (df train) y otro de prueba (df test), utilizando una fecha limite
para filtrar los datos. Esto permite realizar pruebas y validaciones del modelo Prophet en datos no
Vvistos previamente.
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Para realizar la division se define una fecha limite llamada threshold_date con el valor '2022-
08-01', utilizando la funcion pd.to_datetime() para convertirlo en un objeto de fecha y hora
compatible con pandas.

A continuacion, se crea una méascara llamada mask que filtra las filas del DataFrame
"dataSet_paraML_Weeks". La mascara selecciona solo aquellas filas que tienen fechas anteriores a
la fecha limite establecida. En otras palabras, la mascara identifica las filas que cumplen la condicion
de tener una fecha menor que '2022-08-01". Después de aplicar la mascara, se divide el conjunto de
datos en dos partes: entrenamiento y prueba.

El DataFrame de entrenamiento, df train, se obtiene seleccionando las filas del DataFrame
original que cumplen con la condicion de la mascara. Las columnas WeekDate y Vol se seleccionan
utilizando la sintaxis de indexacion ['WeekDate', 'Vol'].

El DataFrame de prueba, df test, se obtiene seleccionando las filas del DataFrame original
gue no cumplen con la condicién de la méascara. Nuevamente, se seleccionan las columnas
WeekDate y Vol.

Visualizacion de graficos de entrenamiento

Utilizando las bibliotecas de Matplotlib y Seaborn se configura el estilo de visualizacion y
paleta de colores, y habilita la visualizacién en linea de los graficos para generar una visualizacion
de lineas que permite mostrar la evolucién del volumen semanal a lo largo del tiempo utilizando los
conjuntos de datos de entrenamiento y prueba. También muestra una linea vertical que indica la
fecha limite de la divisién entre entrenamiento y prueba. Figura 23.

Figura 23.

Evolucién volumetria semanal
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Fuente: Elaboracion propia (2023)



ANALISIS PREDICTIVO DE DEMANDA DE SERVICIOS BAJO SERIES TEMPORALES
59

Implementacion del modelo Prophet

Inicialmente se renombra las columnas del DataFrame para que se ajusten al formato
requerido por el modelo Prophet. La columna WeekDate se renombra como ds y la columna Vol se
renombra como y, permitiendo que los datos del DataFrame sean utilizados para el analisis y
modelado de series de tiempo utilizando el modelo Prophet.

Se crea un nuevo DataFrame llamado df Prueba que contiene solo las columnas ds y y del
DataFrame original dataSet paraML_Weeks. Esto permite trabajar y realizar pruebas
especificamente con las fechas y los valores de volumetria de la serie de tiempo utilizando el modelo
Prophet.

Se crea una instancia del modelo Prophet y luego ajusta el modelo utilizando los datos del
DataFrame df_Prueba. Esto prepara el modelo para realizar analisis y predicciones en la serie de
tiempo utilizando el modelo Prophet.

Con el codigo m = Prophet() crea una instancia del modelo Prophet en Python y la asigna a
la variable m. Luego, se utiliza el método fit() del objeto m para ajustar (entrenar) el modelo
utilizando los datos del DataFrame df Prueba.

Al utilizar el codigo m = Prophet(), se crea una instancia del modelo Prophet, inicializando
el objeto m con los parametros predeterminados del modelo. Luego, se utiliza el método
fit(df_Prueba) para entrenar el modelo utilizando los datos del DataFrame df_Prueba.

El método fit() ajusta el modelo Prophet a los datos proporcionados en df Prueba, lo que
implica que el modelo aprenderé las tendencias, estacionalidades y patrones presentes en los datos
de la serie de tiempo. Una vez que el modelo ha sido ajustado, estaré listo para realizar predicciones
y andlisis de la serie de tiempo.

Prediccion de volumetria futura

Se crea un DataFrame llamado future que contiene las fechas futuras sobre las cuales se
desean hacer predicciones utilizando el modelo Prophet. Esto se realiza para visualizar y analizar
las predicciones futuras de la serie de tiempo después de ajustar el modelo.

Se usa el método make_future_dataframe() proporcionado por el modelo Prophet que genera
un DataFrame el cual contiene las fechas futuras necesarias para hacer predicciones. En este caso,
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se utiliza el pardmetro periods=128 para indicar que se desean generar 128 periodos futuros en el
DataFrame future, obteniendo un resultado como lo muestra la figura 24.

Figura 24.
Método make_future_dataframe() para prediccion futura.

Prediccién

188] future = m.make_future_dataframe(periods=128)
future.tail()
ds
2023-07-08
2023-07-09
2023-07-10
2023-07-11

2023-07-12

Fuente: Elaboracion propia (2023)

Evaluacion de rendimiento del modelo en la serie de tiempo

Mediante el cddigo: prediction = m.predict(df _Prueba) se generan predicciones utilizando
el modelo Prophet entrenado (m) sobre los datos de prueba df Prueba, permitiendo analizar y
evaluar el rendimiento del modelo en la serie de tiempo.

Después de ejecutar el codigo, la variable prediction contendrd los resultados de las
predicciones realizadas por el modelo Prophet en base a los datos de prueba. Estos resultados
incluyen informacién como los valores predichos para cada fecha en df _Prueba, asi como también
intervalos de confianza para las predicciones.

Predicciones con modelo Prophet entrenado

Por medio de forecasting se realiza las predicciones utilizando el modelo Prophet entrenado
(m) en las fechas futuras especificadas en el DataFrame future.

A continuacion, se puede evidenciar la informacién relevante de las predicciones realizadas,
como las fechas, los valores predichos yhat y los limites del intervalo de confianza. Las Gltimas filas
sirven para obtener una vista rapida de las predicciones mas recientes y sus intervalos de confianza.
Tal como lo indica la figura 25 y se visualiza en la imagen 26.
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Figura 25.
Predicciones con modelo Prophet entrenado

hat_upper']].tail()

ds yhat yhat lower yhat upper

20230708 1684.334703 14822648687 1903.156143
20230709 1689.860303 1476.553194 1897.931512
2023-07-10 1695.8430958 1483.007178 1904.788856
2023-07-11 1702.082357 1488.277195 1901.137612
20230712 1708.445894 1482.644906 1910.516019

Fuente: Elaboracion propia (2023)

Figura 26.

Visualizacidn de las predicciones con el modelo
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Fuente: Elaboracion propia (2023)

En la figura anterior se observa la evolucion de la serie de tiempo (datos de prueba) y las
predicciones realizadas por el modelo para las fechas futuras. EI modelo realiza una prediccion de
volumetria de servicios a partir del primer trimestre de 2023 hasta el tercer trimestre de 2023 con
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un comportamiento muy similar a la tendencia alcista que tiene la demanda de servicios en los afios
anteriores (2021, 2022)

En los graficos se desglosa y se muestra los diferentes factores que influyen en la prediccion
realizada por el modelo Prophet. En el gréafico se incluye la tendencia, la estacionalidad anual y la
estacionalidad semanal de la serie de tiempo. Figura 27

Figura 27.

Componentes de la prediccion
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Fuente: Elaboracion propia (2023)

Métricas de rendimiento

A continuacion, se presentan las métricas para evaluacion del rendimiento del modelo
Prophet en la serie de tiempo, como lo indica la figura 28.

Figura 28.

Métricas del rendimiento del modelo Prophet

Fuente: Elaboracion propia (2023)
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Componentes de la prediccion métricas de rendimiento

A continuacion, se presentan las métricas para evaluacion del rendimiento del modelo
Prophet en la serie de tiempo.

MAPE Mean Absolute Percentage Error: 1.6817057234043842e+16

El MAPE es una medida del error porcentual promedio entre las predicciones y los valores
reales de la serie de tiempo. Un MAPE de 1.6817057234043842e+16 indica que el modelo tiene un
error porcentual medio-alto en sus predicciones.

R2 (Coeficiente de determinacion): 0.8783939592903335

El R2 es una medida de qué tan bien se ajustan las predicciones del modelo a los valores
reales de la serie de tiempo. Un valor de R2 de 0.8783939592903335 indica que aproximadamente
el 87.84% de la variabilidad en los datos de la serie de tiempo puede ser explicada por el modelo
Prophet. Cuanto més cercano a 1 sea el valor de R2, mejor sera el ajuste del modelo.

MSE (Mean Squared Error): 122.13509900834464

El MSE es una medida del error cuadratico promedio entre las predicciones y los valores
reales de la serie de tiempo. Un MSE de 122.13509900834464 indica que, en promedio, el modelo
tiene un error cuadratico de 122.13509900834464 en sus predicciones.

RMSE (Root Mean Squared Error): 166.4664837353636

El RMSE es la raiz cuadrada del MSE y representa una medida del error promedio entre las
predicciones y los valores reales de la serie de tiempo. Un RMSE de 166.4664837353636 indica
que, en promedio, el modelo tiene un error de aproximadamente 166.47 en sus predicciones.

En general, los resultados sugieren que el modelo Prophet utilizado ha logrado ajustarse
relativamente bien a la serie de tiempo, con un coeficiente de determinacion (R2) alto, lo que indica
que puede explicar una gran parte de la variabilidad de los datos. Sin embargo, el MAPE medio-
alto sugiere que las predicciones del modelo pueden tener errores en términos porcentuales.
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Optimizacion de pardmetros 1

Se ajusta un modelo Prophet con crecimiento logistico a los datos proporcionados, realiza
predicciones futuras y genera visualizaciones de los resultados. En este caso se realiza cambio de
parametros de crecimiento de linear a logistic, con punto de cambio en 0.05 y seasonality escale al
100, para evaluar si se puede lograr una mejora significativa en los resultados del modelo,
obteniendo los resultados que se muestran en la imagen 28.

Figura 29.

Métricas del modelo Prophet con primera optimizacién de parametros

MAPE:

MSE: 27578.881593647986
RMSE: 166. 8445771 25889586

Fuente: Elaboracion propia (2023)

El modelo parece tener un buen ajuste en términos de R2, MSE y RMSE, lo que indica que
las predicciones estan en linea con los valores reales.

Optimizacion de parametros 2

Este codigo ajusta un modelo Prophet con crecimiento logistico a los datos proporcionados,
realiza predicciones futuras y genera visualizaciones de los resultados. En este caso se realiza el
punto de cambio en 0.05 y seasonality escale al 100, conservando el crecimiento lineal

Figura 30.

Métricas del modelo Prophet con segunda optimizacion de parametros

Fuente: Elaboracion propia (2023)
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En resumen, el modelo muestra un buen ajuste en términos de R2, MSE y RMSE, lo que
indica que las predicciones se ajustan bien a los valores reales.

Comparando los tres conjuntos de resultados:

Modelo 1 con parametros originales:

R2 Score: 0.8777545168146925
MAPE: 0.0

MSE: 27856.803759120274
RMSE: 166.90357623226734

Modelo 2 con pardmetros modificados: growth="logistic', changepoint_prior_scale=0.05y
seasonality prior_scale=100.0

MAPE: 1.6817057234043842e+16
R2 Score: 0.8783939592903335
MSE: 122.13509900834464
RMSE: 166.4664837353636

Modelo 3 con parametros modificados: growth="linear', changepoint_prior_scale=0.05y
seasonality_prior_scale=100.0

R2 Score: 0.8790095952225578
MAPE: 0.0

MSE: 27570.801593647906
RMSE: 166.04457712809506

En términos del coeficiente de determinacion (R2 Score), los tres modelos tienen valores
cercanos y relativamente similares. EI Modelo 3 presenta el R2 Score més alto con 0.8790, seguido
por el Modelo 2 con 0.8784 y el Modelo 1 con 0.8778. Esto indica que los tres modelos son capaces
de explicar alrededor del 87-88% de la variabilidad de los datos de respuesta.

En cuanto al Error Porcentual Absoluto Medio (MAPE), el Modelo 1 y el Modelo 3 tienen
un MAPE de 0.0, lo cual sugiere que las predicciones coinciden perfectamente con los valores
reales. Sin embargo, el Modelo 2 tiene un MAPE extremadamente alto de 1.6817e+16.
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En términos del Error Cuadratico Medio (MSE) y la Raiz del Error Cuadratico Medio
(RMSE), el Modelo 2 presenta el MSE mas bajo de 122.1351 y el RMSE de 166.4665. EI Modelo
3 tiene un MSE de 27570.8016 y un RMSE de 166.0446, mientras que el Modelo 1 tiene un MSE
de 27856.8038 y un RMSE de 166.9036.

Considerando los resultados en general, el Modelo 3 parece ser el mas favorable, ya que
tiene el R2 Score maés alto y valores de MSE y RMSE comparativamente mas bajos.
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Discusién

Los resultados obtenidos demuestran que tanto la regresion bayesiana como el modelo de
forecasting (Prophet) son modelos efectivos para predecir la demanda de servicios a futuro. Sin
embargo, la regresion bayesiana muestra una mayor precision en las predicciones. Estos modelos
permiten una mejor preparacion de las areas y ofrecen la oportunidad de brindar un servicio
oportuno y de calidad. No obstante, se sugiere continuar investigando y mejorando los modelos
predictivos, asi como explorar variables adicionales y técnicas avanzadas de machine learning para
obtener predicciones ain mas precisas y efectivas.

Efectividad de los modelos predictivos

Los resultados obtenidos muestran que tanto la regresién bayesiana como el modelo de
forecasting (Prophet) son capaces de predecir la demanda de servicios a futuro de manera efectiva.
Ambos modelos presentan buenos valores de R2 Score, lo que indica que son capaces de explicar
una gran parte de la variabilidad en los datos. Sin embargo, es importante destacar que la regresién
bayesiana presenta un RMSE y MSE mas bajos en comparacion con el modelo de forecasting, lo
que sugiere que la regresion bayesiana logra una mejor precision en la prediccion de la demanda.

Precision de las predicciones

La utilizacion de estos modelos permite obtener predicciones precisas de la demanda de
servicios a futuro. Tanto la regresion bayesiana como el modelo de forecasting logran reducir el
error en las predicciones en comparacion con el modelo de regresion lineal, como se evidencia en
los valores més bajos de RMSE y MSE. Esto indica que los modelos son capaces de ajustarse mejor
a los datos y realizar estimaciones mas acertadas de la demanda.

Ventajas y limitaciones de los modelos

La regresion bayesiana presenta la ventaja de poder incorporar informacion previa y
actualizada para mejorar las predicciones. Ademas, su capacidad para proporcionar una estimacion
puntual y un intervalo de confianza ayuda a tomar decisiones mas informadas. Por otro lado, el
modelo de forecasting (Prophet) destaca por su capacidad para manejar patrones estacionales y
tendencias, lo que lo hace adecuado para datos con variaciones ciclicas. Sin embargo, es importante
tener en cuenta las limitaciones de cada modelo, como la dependencia de supuestos en la regresién
bayesiana y la necesidad de una configuracion adecuada en el modelo de forecasting.
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Aplicacion practica y beneficios

La utilizacién de modelos predictivos mas efectivos y precisos para predecir la demanda de
servicios a futuro ofrece beneficios significativos. Estos modelos permiten una mejor preparacion
de las éreas, lo que se traduce en una planificacion mas efectiva de recursos y una asignacion
adecuada de personal. Ademas, la capacidad de ofrecer un servicio oportuno y de calidad mejora la
satisfaccion del cliente y contribuye a la eficiencia operativa de la organizacion.

Los resultados obtenidos estan relacionados con el marco tedrico presentado de la prediccion
de la demanda de servicios. Se utilizan diferentes enfoques y técnicas, como la regresion lineal,
regresion multiple, regresion bayesiana y modelos de series temporales, para estimar la demanda
futura de los servicios.

Se aplicaron la regresion bayesiana, el modelo de forecasting PROPHET y el modelo de
regresion lineal para predecir la demanda de servicios. Los resultados mostraron que la regresion
bayesiana tuvo una volumetria estimada de 1268.45 con un error estdndar de 144.31. Ademas, se
evalu6 utilizando métricas como el RMSE, MSE y R2 Score, donde obtuvo un RMSE de 137.89 y
un R2 Score de 0.899, lo que indica que el modelo tiene un buen ajuste a los datos observados.

Por otro lado, el modelo de forecasting PROPHET también se utilizé para predecir la
demanda futura y se evalu6 con el R2 Score, MAPE, MSE y RMSE. El R2 Score obtenido fue de
0.878, lo que indica un buen ajuste del modelo a los datos. Ademas, se obtuvo un MAPE de 0.0, lo
que sugiere que el modelo tiene una buena precision en las predicciones.

Finalmente, al aplicar el modelo de regresion lineal y se evalué utilizando el RMSE, MSE y
R2. EI RMSE obtenido fue de 198.91 y el R2 Score fue de 0.824, lo que indica un ajuste moderado
del modelo a los datos.

Los resultados obtenidos en este estudio tienen aplicaciones significativas en el campo de la
prediccion de la demanda de servicios y pueden ser relevantes en situaciones del mundo real. Estas
aplicaciones pueden beneficiar a diversas industrias y organizaciones que dependen de la
planificacion y gestion de la demanda para optimizar sus recursos y satisfacer las necesidades de
los clientes de manera eficiente. A continuacion, se presenta una respuesta critica que aborda estas
inquietudes:

La aplicacion de los resultados en el campo real implica utilizar los modelos predictivos
desarrollados, como la regresion bayesiana y el modelo de forecasting PROPHET, para predecir la
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demanda de servicios en situaciones practicas. Estos modelos pueden ser implementados por
empresas de diversos sectores, como el retail, la industria hotelera, el transporte y la logistica, entre
otros, para planificar su capacidad de produccidn, asignar recursos de manera eficiente y ofrecer un
servicio de calidad.

La importancia y relevancia de estos hallazgos radica en su capacidad para mejorar la toma
de decisiones y la gestion estratégica en el area de estudio de la prediccion de la demanda de
servicios. Al proporcionar predicciones precisas y efectivas, estos modelos permiten a las
organizaciones anticiparse a las necesidades y preferencias de los clientes, optimizando sus
operaciones y maximizando su rentabilidad.

Ademas, estos resultados demuestran cémo la aplicacion de técnicas de aprendizaje
automatico y analisis estadistico puede mejorar significativamente la precision de las predicciones
en comparacion con enfoques mas simples, como la regresion lineal. Esto implica que existe un
potencial para seguir investigando y mejorando los modelos predictivos mediante la exploracion de
variables adicionales, la incorporacion de técnicas avanzadas de machine learning y la consideracion
de métodos hibridos que combinen diferentes enfoques.
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Conclusiones

En este proyecto, se abordaron dos problemas clave en el campo de la gestion de servicios:
la automatizacion del proceso de generacion de informes y analisis para los clientes, y la prediccion
de la demanda de servicios a futuro. Se aplicaron tres modelos diferentes: Regresion Bayesiana,
Modelo de Forecasting (Prophet) y Modelo de Regresion Lineal, para abordar estas problematicas
y obtener resultados que permitieran tomar decisiones mas informadas.

En cuanto a la automatizacién del proceso de generaciéon de informes y andlisis para los
clientes, se logré implementar con éxito un modelo que permitio realizar analisis descriptivos. Esto
representa un avance significativo en términos de eficiencia y precision de las operaciones del
Centro de Servicios de ISA. Al eliminar la intervencion manual en la generacion de informes, se
reduce el tiempo y los recursos dedicados a esta tarea, permitiendo una atencién mas rapiday precisa
a las necesidades de los clientes.

En cuanto a la prediccidn de la demanda de servicios a futuro, se evaluaron tres modelos
diferentes: Regresion Bayesiana, Modelo de Forecasting (Prophet) y Modelo de Regresion Lineal.
Los resultados obtenidos indican que tanto la Regresion Bayesiana como el Modelo de Forecasting
(Prophet) son modelos efectivos para predecir la demanda de servicios a futuro, con buenos valores
de R2 Score que demuestran su capacidad para explicar una gran parte de la variabilidad en los
datos.

Sin embargo, al comparar los resultados y evaluar la precision de las predicciones, se observa
que la Regresion Bayesiana muestra una mayor precision en las estimaciones de la demanda. Con
un RMSE y MSE mas bajos en comparacién con el Modelo de Forecasting (Prophet) y el Modelo
de Regresion Lineal, la Regresion Bayesiana logra un mejor ajuste a los datos y ofrece predicciones
mas acertadas. Por lo tanto, se concluye que la Regresion Bayesiana es el modelo que mejor se
ajusta a las necesidades del proyecto y proporciona resultados méas confiables para la prediccién de
la demanda de servicios.

Este proyecto logré abordar los problemas de automatizacion de informes y analisis para los
clientes, asi como la prediccion de la demanda de servicios a futuro. Los resultados obtenidos
confirman la hipotesis inicial de que la aplicacion de modelos predictivos, en particular la Regresién
Bayesiana, puede mejorar la eficiencia y precision de las operaciones del Centro de Servicios de
ISA. Estos resultados brindan una base sélida para la toma de decisiones estratégicas y la
planificacion de recursos, lo que se traduce en una mejor calidad de servicio y una mayor
satisfaccion del cliente.



ANALISIS PREDICTIVO DE DEMANDA DE SERVICIOS BAJO SERIES TEMPORALES
71

Es importante destacar que este proyecto sienta las bases para futuras investigaciones y
mejoras en los modelos predictivos utilizados. Es importante continuar explorando variables
adicionales, técnicas avanzadas de machine learning y enfoques hibridos que combinen diferentes
modelos para obtener predicciones ain mas precisas y efectivas.

Recomendaciones y Futuras Lineas de Investigacion

Basado en los resultados y conclusiones de este proyecto de prediccion de la demanda de
servicios en el Centro de Servicios de ISA y sus empresas, se pueden plantear las siguientes
recomendaciones y futuras lineas de investigacion que ayudarian a avanzar en la mejora de los
modelos de prediccion de demanda de servicios, optimizando la gestion de la productividad y
disponibilidad del servicio en diversas organizaciones:

Mejora de los modelos existentes: A pesar de obtener resultados positivos utilizando técnicas
de Regresion Lineal, Regresion Bayesiana y forecasting (Prophet), se puede explorar la posibilidad
de mejorar estos modelos o probar otros algoritmos de machine learning mas avanzados. Por
ejemplo, se podria considerar el uso de modelos de aprendizaje profundo como redes neuronales
recurrentes (RNN) o modelos de aprendizaje automatico no lineales, como maquinas de vectores de
soporte (SVM) o bosques aleatorios (Random Forests).

Integracidn de variables adicionales: En este proyecto, se utilizd un conjunto especifico de
variables para predecir la demanda de servicios. Seria interesante explorar la incorporacion de
variables adicionales que puedan tener influencia en la demanda, como datos econdémicos,
estacionales o factores externos relevantes. Esto podria mejorar ain mas la precision y la capacidad
de generalizacién del modelo.

Analisis de sensibilidad: Realizar un analisis de sensibilidad para evaluar el impacto de
diferentes variables y parametros en las predicciones de demanda. Esto permitiria identificar qué
factores tienen mayor influencia en la variabilidad de la demanda y como se pueden gestionar de
manera mas efectiva.

Mejora en el preprocesamiento de datos: Explorar técnicas mas avanzadas de
preprocesamiento de datos para eliminar ruido, identificar valores atipicos y tratar con datos
faltantes. Esto contribuiria a mejorar la calidad de los datos utilizados para el modelado vy, por lo
tanto, la precision de las predicciones.
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Evaluacion en tiempo real: Implementar un sistema de evaluacion y monitoreo en tiempo
real para evaluar continuamente la precision de las predicciones y ajustar los modelos en funcion de
los nuevos datos y cambios en las condiciones del servicio. Esto garantizaria que el modelo se
mantenga actualizado y sea capaz de adaptarse a las variaciones en la demanda.

Aplicacion en otras areas y empresas: Explorar la aplicabilidad de la metodologia y los
modelos desarrollados en este proyecto en otras areas y empresas con necesidades similares de
prediccion de demanda de servicios. Esto permitiria verificar la generalidad y la transferibilidad de
los resultados obtenidos.

Investigacion de técnicas de aplicabilidad: En el ambito del machine learning, es importante
comprender y explicar como y por qué se toman ciertas decisiones o se hacen ciertas predicciones.
Por lo tanto, investigar técnicas de aplicabilidad en el contexto de la prediccion de la demanda de
servicios podria proporcionar informacién valiosa para los responsables de la toma de decisiones y
permitir una mejor comprension de los factores que influyen en la demanda.
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