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Resumen

El proposito de este proyecto es desarrollar modelos que permitan clasificar galaxias segun su
morfologia en tres tipos: elipticas, espirales y sin definir. EI primer modelo es de regresion
logistica y se basara en un data set que contiene una variedad de caracteristicas, como las lineas
de emision, las masas estelares, la dispersion de velocidad y la clasificacion de la morfologia
de las galaxias, datos obtenidos a través de un ejercicio de inspeccion visual. El segundo y
tercer modelo consiste en redes convolucionales y permitiran la clasificacion de galaxias
directamente a traves de la inspeccion automatica de imagenes. Para esta parte del proceso se
uso6 un conjunto de 141.553 imagenes preetiquetadas que se usaron para entrenar los modelos
de clasificacion de iméagenes.

Toda esta data es de acceso publico y se encuentran en los repositorios del proyecto de Galaxy
Zoo.



Introduccion.

La clasificacion de galaxias seguin su morfologia es un campo de investigacion fundamental en
la astronomia. Especialmente si se tiene en cuenta que en la actualidad y en el futuro cercano
los censos de objetos celestes proveen millones de imagenes de objetos que claramente ya no
pueden ser clasificados y posteriormente analizados uno a uno.

En este contexto, el presente proyecto tiene como objetivo desarrollar un modelo que permita
la clasificacion automatica de galaxias en tres tipos principales: elipticas, espirales y sin definir.
Para lograr esto, se empleara una variedad de caracteristicas como las lineas de emision, las
masas estelares, la dispersion de velocidad y la clasificacion de la morfologia de las galaxias
evaluadas por humanos. Esta tarea es particularmente importante ya que la clasificacion
adecuada de las galaxias puede proporcionar informacién valiosa sobre la formacion y
evolucion de las mismas.

Para el desarrollo de esta monografia se utilizo modelos de Machine Learning de clasificacion.
En particular, se empled técnicas de regresion logistica y clasificacion de imagenes para
identificar patrones y caracteristicas en el data set y en las imagenes de las galaxias que
permitan diferenciarlas y clasificarlas segin su morfologia. Los modelos de regresion logistica
y clasificacion de imagenes han demostrado ser muy efectivos en la identificacion de patrones
en grandes conjuntos de datos, por lo que se espera que sean herramientas muy Utiles en la tarea
de clasificacion de galaxias.

Esto podria ser Gtil para entender mejor como se relacionan las caracteristicas de las galaxias
con su forma y estructura, lo que podria ayudar a los astronomos a comprender mejor la
formacion y evolucion de las galaxias.



Objetivos

Utilizando la regresion logistica multiclase, se busca entrenar un modelo para identificar cuales
son las caracteristicas mas importantes para la clasificacion de galaxias en las tres categorias:
eliptica, espiral e irregular.

Implementar modelos de redes convolucionales para clasificar las iméagenes de galaxias segun
su forma en eliptica, espiral o irregular. El propdsito es lograr una clasificacion precisa y
automatica de las imagenes galacticas basada en su morfologia.



Capitulo 1

Este capitulo es una breve introduccion a los diferentes modelos que se implementaran para el
proceso de clasificacion de galaxias.

1.1 Marco Teorico

Para clasificar el tipo de galaxia a partir de un conjunto de datos, se pueden utilizar diversas técnicas
de aprendizaje automatico, tales como:

1.1.1 Regresion logistica: La regresion logistica es un modelo estadistico utilizado para analizar
relaciones entre una variable dependiente binaria (en este caso, el tipo de galaxia) y una o0 méas
variables independientes (las caracteristicas de las galaxias). Este modelo puede utilizarse para
clasificar el tipo de galaxia en funcién de las caracteristicas que se tengan.

En la regresion logistica, la variable dependiente es categdrica, es decir, puede tomar uno de varios
valores discretos, como A o B en una regresion binaria, o A, B, C o D en una regresion multinomial.
Las variables independientes, por otro lado, pueden ser continuas o categdricas.

El objetivo de la regresion logistica es encontrar una relacion entre la variable dependiente y las
variables independientes, estimando las probabilidades de la variable dependiente en funcién de
las variables independientes. (¢, Qué es la regresion logistica? | IBM, s. f.)

1.1.2 Redes neuronales convolucionales (CNN): Las redes neuronales son un tipo de modelo de
aprendizaje automatico que simulan el comportamiento de las neuronas en el cerebro humano. En
el caso de la clasificacion de galaxias, se pueden entrenar redes neuronales convolucionales para
identificar patrones y caracteristicas que permitan diferenciar los diferentes tipos de galaxias en
banco de imagenes.

Es importante mencionar que el éxito de la clasificacion dependera en gran medida de la calidad y
cantidad de los datos utilizados para entrenar los modelos de aprendizaje automatico. Por lo tanto,
es fundamental contar con un conjunto de datos amplio y representativo de los diferentes tipos de
galaxias que se quieren clasificar.

Las CNN son muy efectivas en la clasificacion de iméagenes y se han utilizado con éxito en
aplicaciones como el reconocimiento de objetos, el reconocimiento facial y la deteccidon de
anomalias médicas en imagenes médicas. (Li, F., & Karpathy, A. (s.f.))



1.1.3 ResNEt50 V2: ResNet (Red Residual) es una arquitectura de redes neuronales
convolucionales (CNN) desarrollada por Microsoft Research en 2015. Ha tenido un gran impacto
en el campo del aprendizaje profundo y ha demostrado resultados destacados en diversas tareas de
vision por computadora, como clasificacion de imagenes, deteccion de objetos y segmentacion
semantica.

ResNet V2 es una version mejorada de ResNet que presenta cambios significativos respecto a su
version anterior. Una de las mejoras mas importantes es la eliminacion de capas de convolucion,
lo cual ha logrado una mejora considerable en el rendimiento del modelo. Este cambio en la
arquitectura ha permitido una mayor eficiencia y capacidad de aprendizaje en las redes ResNet V2.
(He, K., Zhang, X., Ren, S., & Sun, J. (2015))

1.1.4 VGG19: VGG19 es una arquitectura de red neuronal convolucional (CNN) que fue
presentada por el grupo de investigacion Visual Geometry Group (VGG) en la Universidad de
Oxford en el 2014.

Esta red consta de 19 capas que incluye capas convolucionales y de agrupacién (pooling).
VGG19 logroé un rendimiento sobresaliente en la tarea de clasificacion de imagenes. La arquitectura
se caracteriza por su capacidad para aprender representaciones ricas y profundas de las imagenes,
aungue su principal desventaja es su alto costo computacional debido al gran nimero de
pardmetros.

A pesar de que han surgido arquitecturas mas modernas, como ResNet y EfficientNet, VGG19
sigue siendo una referencia importante en el campo de las CNN y ha servido como base para
muchas investigaciones y desarrollos posteriores. (van Dongen-Boomsma, M., Lansbergen, M. M.,
& Bekker, E. M. (2019))

1.1.5 Método LOF (Local Outlier Factor): El método LOF (Local Outlier Factor) es un algoritmo
de deteccion de valores atipicos (outliers) en un conjunto de datos. LOF se basa en el concepto de
densidad local para detectar valores atipicos en un conjunto de datos.

En términos simples, el método LOF calcula la densidad local de cada punto en el conjunto de
datos en relacion con sus vecinos cercanos. Luego, se compara la densidad local de cada punto con
la densidad local de sus vecinos para determinar si es un valor atipico.

La idea clave detras del método LOF es que los valores atipicos tienen una densidad local mas baja
que sus vecinos. Por lo tanto, los puntos que tienen una densidad local significativamente mas baja
que la de sus vecinos son etiquetados como valores atipicos.



Para aplicar el método LOF, primero se define el nimero de vecinos cercanos que se usaran para
calcular la densidad local de cada punto. Luego, se calcula la densidad local para cada punto en
funcién de la distancia de sus vecinos cercanos. Finalmente, se calcula el factor de valor atipico
LOF para cada punto en funcién de su densidad local en relaciéon con la densidad local de sus
Vecinos.

El método LOF se ha utilizado en diversas aplicaciones, como la deteccion de fraudes financieros,
la deteccion de intrusiones en redes informaticas, la deteccion de anomalias en datos médicos, entre
otras. (Wikipedia contributors, 2023)

1.1.6 Método PCA: EIl Analisis de Componentes Principales (PCA, por sus siglas en inglés) es
una técnica estadistica utilizada para reducir la dimensionalidad de un conjunto de datos. Su
objetivo principal es identificar las componentes principales que explican la mayor varianza en los
datos.

El PCA transforma un conjunto de variables correlacionadas en un conjunto de variables no
correlacionadas llamadas componentes principales. Estas componentes principales estan ordenadas
en funcion de su capacidad para explicar la varianza total de los datos.

El PCA es ampliamente utilizado en diversas areas, como la reduccion de dimensiones,
visualizacion de datos, reconocimiento de patrones y compresion de datos. Permite simplificar y
visualizar grandes conjuntos de datos al capturar la mayor cantidad de informacién posible con
menos variables. (runebook.dev. (s.f.))
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Capitulo 2

En este capitulo, se lleva a cabo la implementacion del modelo de regresion logistica utilizando el
conjunto de datos de caracteristicas de galaxias.

2.1.1 Implementacién del modelo de regresion logistica usando Python.

El proyecto Galaxy Zoo tiene una plataforma en linea que utiliza la ayuda de voluntarios para
clasificar galaxias en diferentes categorias. Esto ha dado lugar a una gran cantidad de datos que se
han utilizado en diversos estudios de investigacion.

2.1.2 Descripcion de data set.

Para la implementacion del modelo de regresion logistica, se usé las siguientes tablas que se
encuentran publicadas en el proyecto Galaxy Zoo. (Galaxy Zoo, s. f.)

Tabla2: Esta tabla trae las clasificaciones de galaxias. El tamafio de la tabla 2 es de (667.944 filas
,16 columnas).

Tabla 4: Esta tabla proporciona una serie de medidas de la confianza de clasificacion. El tamafio
de la tabla es de (667.944 filas, 10 columnas).

Tabla 5: Esta tabla da los resultados del estudio de sesgo que introdujo imagenes reflejadas. El
tamario de esta tabla es de (91.303 filas, 19 columnas).

Tabla 6: Esta tabla proporciona los resultados del estudio de sesgo que introdujo imagenes
monocromaticas. El Tamafio de esta tabla es de (91.303 filas, 11 columnas).

Tabla 7: Esta tabla proporciona la fraccion de votos en cada una de las seis categorias clasificadas
por humanos, combinando los resultados de los estudios principales y de sesgo. El tamafio de de la
tabla es de (893.212 filas, 15 columnas).
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En la Tabla 1 se tiene un listado de cada una de las columnas que componen a las 5 tablas, las
columnas OBJECTID, RA y DEC se encuentran en todas las tablas. Para el desarrollo de este
trabajo se usé el OBJECTID como la key para unir las tablas y obtener una master (tabla Gnica),
con la mayor cantidad de caracteristicas posibles.

ables

'OBJID, ‘OBJID!, ‘OBJID!, 'OBJID), 'OBJID,
RA, RA, RA!, RA!, RA,
'DEC, 'DEC, 'DEC,, 'DEC, 'DEC,

'NVOTE, 'F_UNCLASS_CLEAN!, 'NVOTE_MRZ, | 'NVOTE_MON, | 'NVOTE_TOT,
'P_EL!, 'F_MISCLASS_CLEAN, 'P_EL_MRL, 'P_ EL_MON', | 'NVOTE_STD,
P CW, 'AVCORR_CLEAN!, 'P CW MR1, | 'P.CW MON, | 'NVOTE MR1,

'P_ACW, 'STDCORR_CLEAN, 'P ACW MR1, | 'P ACW MON, | 'NVOTE MR2,

'P_EDGE,, 'F_MISCLASS GREATER!, | 'P_EDGE_MRL, | 'P_ EDGE_MON', | 'NVOTE_MON,
'P_ DK, 'AVCORR_GREATER,, 'P_DK_MRY, 'P_DK_MON!, 'P_EL,
'P_MG|, 'STDCORR_GREATER' 'P MG_MR1, | 'P_MG_MON, 'P_CW,
'P_CS|, 'P_CS MR, 'P_CS_MONT 'P_ACW,,

'P_EL_DEBIASED'

, 'NVOTE_MR?2, 'P_EDGE,,
'P_CS_DEBIASED'

, 'P_EL_MR2', 'P_ DK,

'SPIRAL, 'P_CW_MR2), P MG/,

'ELLIPTICAL', 'P_ACW_MR2,, 'P_CS]
'UNCERTAIN' 'P_EDGE_MR?,

'P_DK_MR2,

'P_MG_MR?2,

'P CS_MR2'

Tabla 1. Columnas de los diferentes data sets de Galaxy Zoo

Las caracteristicas que se encuentran en la tabla 1 son importantes en el analisis de datos
astrondmicos, ya que proporcionan informacion clave para identificar y caracterizar objetos

celestes.

e EI OBJID: es un identificador unico para cada objeto observado, lo que facilita la
identificacion y seguimiento del mismo, a través de diferentes observaciones.

e LaRAyDEC: proporcionan la posicion precisa de un objeto en el cielo, lo que permite a
los astrnomos apuntar sus telescopios y hacer observaciones detalladas del objeto.

e EI REDSHIFT: es una herramienta importante para medir la distancia y la velocidad de
los objetos astrondmicos, lo que ayuda a los astrbnomos a entender mejor la estructura del
universo y su evolucion.
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e La morfologia de las galaxias es importante para entender su formacién y evolucion, y la
clasificacion BPT se utiliza para identificar diferentes tipos de galaxias segun sus emisiones
espectrales.

e Las magnitudes SDSS y la masa estelar proporcionan informacion sobre la luminosidad y
la masa de los objetos, lo que permite comparar diferentes objetos y entender sus
propiedades.

e Finalmente, la dispersion de velocidad estelar y la luminosidad corregida por extincion son
medidas importantes para caracterizar la composicion y dindmica de los objetos celestes.
En resumen, estas caracteristicas son fundamentales para el andlisis y clasificacion de
objetos celestes en el universo observable.

2.1.3 Proceso de unificacion y limpieza de los datos.

El objetivo principal de esta parte del proceso es crear una tabla maestra que contenga todos los
campos presentes en la tabla 1 y que los registros sean lo mas limpios posible. Esta tabla sera
esencial para facilitar y optimizar la implementacion del modelo de regresion logistica multiclase
al final del proyecto. Al contar con una tabla maestra completa y limpia, se podra manipular y
procesar la informacion de manera mas eficiente, lo que contribuira a mejorar la precision y eficacia
de la clasificacion de las galaxias. En definitiva, el éxito del proyecto depende en gran medida de
la creacion de una tabla maestra de alta calidad.

Para el proceso de unificacion y limpieza de los datos se realizaron los siguientes pasos:

Pasol: En la tabla 1, se puede observar que varios campos se repiten, por lo que se ha decidido
conservar solo aquellas tablas que aporten informacion significativa al conjunto de datos principal.
Para este ejercicio, se han seleccionado las tablas 2, 4 y 7. Obteniendo como resultado un Data
Frame (DF) con un tamafio de (667.944 filas, 29 columnas).

Paso 2: Traemos solo campos Unicos de cada data set, para no generar duplicidad de columnas.

Paso 3: Del marco de datos final, separamos la columna a predecir, que contiene la clasificacion
de las galaxias en espirales, elipticas e indefinidas.

Paso 4: Confirmamos que no se tengan campos nulos en nuestras columnas finales y
implementamos la funcion describe para hacer un reporte que nos muestre la distribucién de cada
una de las columnas.

En la siguiente Tabla 2 se observa los resultados de la funcidon describe de Python, donde se
observan los valores maximos, minimos, la desviacion estandar, los cuartiles, la mediay el numero
de registros diferentes de nulos, de cada una de las columnas.
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Index STDCORR_CLEAN  F_MISI EATER AVCORR_GREATER  STDCORR_GREATER NVOTE_TOT NVOTESTD NVOTE_MR1 NVOTE_MRZ2 NVOTE_MOMN

count 6.68e+05 6.68e+05 6.68e+05 6.68e+05 6.68e+05 6.68e+05 6.68e+05 6.68e+05 6.68e+05

mean 0.0903 0.186 124 0.0617 76.2 5.8 12.5 12.5 12.5

std .0639 167 . 0866 0.0386 1] 13.8 6.5

min 0

Tabla 2. Describe del DF final, sin ningun tipo de procesamiento.

En la Figura 1 se evidencia que las variables NVOTE, NVOTE_STD, Y NVOTE_TOT, presentan
una escala de distribucion muy grande comparado con las demas variables. Ademas, las variables
NVOTR_TOT, NVOTE_MR1, NVOTE_MR2 y NVOTE_MON presenta una desviacion estandar
muy marcada respecto a las demas variables.

DataFrame 1

DataFrame 2

200

¥
& o o o &

Ay A é’gy & & ¢ & & & &
& & & & & & A
&7 ¢

S o & ° &
5
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Figura 1. Diagramas de bigotes que representan la distribucion sin procesar de los diferentes
campos del DataFrame.

En la Figura 2 se observa cdmo se distribuyen las muestras segun su clasificacion en espiral, eliptica
e indefinida.

e Galaxia UNCERTAIN : 415529
e Galaxia SPIRAL: 190225
e Galaxia ELLIPTICAL: 62190

Grafica de frecuencia de galaxias

400000 4

350000

300000 4

250000

200000 4

150000

100000

30000 4

UNCERTAIN SPIRAL ELLIPTICAL
Type

Figura 2. Gréafico de barras que ilustra la frecuencia en la que aparece la galaxia en el DataFrame.

Paso 5: En este proyecto, se ha implementado una normalizacién de las variables utilizando el
método Min-Max de Python. Este método permite escalar todas las variables a un rangode O a 1,
como se observa en la Figura 3, lo que facilita la comparacion entre ellas y reduce el impacto de
las variables con valores extremos en el modelo.
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DataFrame 1 Normalizado

=== E2INE 3 !
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DataFrame 2 Normalizado

! ! ©8 : ]
o E 8

Figura 3. Representa el diagramade bigotes con los datos normalizados en escala de 0 a 1.

Paso6: Para realizar una identificacion de la linealidad entre las variables y llevar a cabo un proceso
de limpieza efectivo, se utiliz6 el método de correlacion. Este proceso de andlisis de correlacion
nos ha permitido evaluar la fuerza y la direccion de la relacion entre cada par de variables, y asi
determinar cudles de ellas estan altamente correlacionadas y podrian redundar en la prediccion.

La Tabla 3 presenta la matriz de correlacion, donde los cuadros que tienden al color azul indican
una correlacion entre el 50% y el 100%, mientras que los cuadros que tienden al color rojo indican
correlaciones por debajo del 50%.
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Tabla 3: Representacion de la Correlacion entre variables del data set.

En este caso, se decidido descartar aquellas variables que tengan una correlacion entre ellas
superior o igual al 95%. Este criterio de seleccién se basa en la idea de que cuando dos variables
estan altamente correlacionadas, la inclusion de ambas en el modelo podria redundar en una
disminucion de la precision y un aumento en la complejidad del modelo.

En este orden de ideas se descartaran las variables: NVOTE_STD, AVCORR_CLEAN,
NVOTE_TOT, NVOTE_MR1, NVOTE_MR2, ya que aportan la misma informacion que las
variables NVOTE_MON, NVOTE. Quedando con un data set de (667.944, 17)

Paso 7: Para llevar a cabo el proceso de eliminacion de datos atipicos, se utilizé el método LOF
(Local Outlier Factor), el cual nos permite detectar aquellos puntos que se alejan significativamente
del patron general de los datos.

A través de este método, se han identificado un total de 66.795 datos los cuales fueron eliminados
posteriormente con el fin de reducir su impacto en la precision del modelo. El detalle de los
resultados se encuentra en la Figura 4.

Al eliminar los datos atipicos, se asegura que nuestro modelo se base en patrones y tendencias
reales del conjunto de datos, y no en valores extremos o atipicos que puedan sesgar la prediccion.
De esta manera, podemos obtener resultados mas precisos y confiables al momento de realizar
predicciones sobre los datos.
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In [73]: data_outlier_LOF = Detection_OQutlier_LOF(df_norl, n_neighbors=5, contamination = 0.10)

E1 DataFrame sin outliers aplicando el método LOF esta almacendo en el objeto: data_sin_outilers_LOF

Niumero de muestras o filas con datos atipicos: 66795

Aplicando e1 método LOF el promedio de Ta wvariacion absoluta de Tas entropias es: 0.001438

Entropia Original Entropia LOF

P_EL 0.239153
P_CW 0.086943
P_ACW 0.096932
P_EDCE 0.225324
P_DK 0.150647
P_MG 0.051674
P_C5 0.239549
P_EL_DEBIASED 0.235585
P_C5_DEBIASED 0.226799
F_UNCLASS_CLEAN 0.255533
F_MISCLASS_CLEAN 0.073591
STDCORR_CLEAN 0.226047
F_MISCLASS_GREATER 0.229484
AVCORR_GREATER 0.243309
STDCORR_GREATER 0.283083
NVOTE_STD 0.338319
NVOTE_MON 0.037433

Figura 4. Resultados de la implementacion del método LOF.

0.241747
0.086794
0.097144
0.229781
0.150956
0.049379
0.242238
0.237773
0.227985
0.257341
0.073572
0.227527
0.230991
0.243753
0.284075
0.339510
0.036411

dif_abs
0.002594
0.000149
0.000212
0.004457
0.000309
0.002295
0.002688
0.002188
0.001186
0.001808
0.000019
0.001480
0.001506
0.000354
0.000992
0.001192
0.001021

La Figura 5.A presenta la distribucién de las variables después de haber eliminado los valores atipicos, mientras
gue en la Figura 5.B muestra la misma distribucion, pero esta vez con los valores atipicos incluidos. Al observar
visualmente ambas figuras, podemos notar que el método LOF aplicado a variables como NVOTE, logra reducir
significativamente la cantidad de valores atipicos presentes en los datos.

| | T

T B4 [ T

FMISCLASS GLEAN STOGORR_CLEAN F_MISGLASS_GREATER AVEORR_GREATER

e

O

WTE_MON FMISCLASS ELEAN soeo F_MISCLASS CREATER ATORR GREATER

STDCCAR. GREATER nroTE 57

Figura 5. A. Distribucidn de las variables después de eliminar datos atipicos. B. Distribucion de las
variables antes de eliminar datos atipicos.

2.1.4 Implementacion de PCA.

En resumen, PCA es una técnica de andlisis multivariado que se utiliza para reducir la
dimensionalidad de los datos, identificando los componentes principales que describen la mayor
cantidad posible de variabilidad en los datos.
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Para este proyecto, se implemento el método de PCA para reducir la dimensionalidad del conjunto
de datos. Después de aplicar PCA, se calculd la tasa de varianza explicada por cada una de las
componentes, lo que permitio identificar las componentes principales con los que se trabajaria.

En la Figura 6 se puede observar que la tasa de varianza explicada disminuye a medida que aumenta
el numero de componentes. Se observa que las dos primeras componentes principales explican la
mayor parte de la variabilidad en los datos, y que, a partir de la tercera componente, la tasa de
varianza explicada disminuye significativamente.

Por lo tanto, se decidio trabajar con las dos primeras componentes principales, ya que estas
componentes explican la mayor parte de la variabilidad en los datos y permiten una representacion
mas eficiente y compacta del conjunto de datos en un espacio de menor dimension. Esto facilita la
visualizacion y exploracion del conjunto de datos, asi como la implementacién de modelos de
aprendizaje automatico con un menor nimero de variables.

04

03

Tasa de Varianza

Componentes Principales

Figura 6. Varianza de las componentes principales.

Para identificar las variables mas influyentes en PCA usando Python, se implemento la funcion
pca.components_ de la libreria sklearn.decomposition.

En la Tabla 4 se observa cuales son las variables que mas aportan a cada una de las componentes
principales, las variables de color azul son las mas influyentes y las de color rojo son las que menos
aportan en la construccion de las componentes principales.
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CP1 CP2

P_CS_DEBIASED 0.507 AVCORR_GREATER 0.574
P_EL_DEBIASED 0.4 STDCORR_CLEAN 0.57
BEGS) 0.4 STDCO 0.347
PEL 0.4] F_MISCLASS_GREATER [0.325
P_EDGE .22 F_UNCLASS_CLEAN 0.173
AVCORR_GREATER 0.165 HES 0.171
STDCORR_GREATER  0.13 dl 0.161
P_ACW 0.12 F_MISCLASS_CLEAN 0.128
P_CW 0.113 P_ACW 0.0798
F_UNCLASS_CLEAN 0.105 P_CW 0.0777
F_MISCLASS_GREATER 0.0806 P_EL_DEBIASED 0.0648
P_DK 0.0308 NVOTE_MON 0.0247
STDCORR_CLEAN 0.0271 P_DK 0.0156
NVOTE_MON 0.0259 P_EDGE 0.0139

F_MISCLASS CLEAN  0.0243 P_CS_DEBIASED 0.0133

P_MG 0.00643 P_MG 0.00555

NVOTE_STD 0.000409 NVOTE_STD

Tabla 4. Variables que més peso aportaron para CP1y CP2.

2.1.5 Implementacion del modelo de regresion logistica con PCA.

Una vez aplicado el andlisis de componentes principales (PCA), las componentes principales CP1
y CP2 se usan como entrada para el modelo de regresion lineal multidimensional.

En este caso, dividimos el conjunto de datos en dos conjuntos, de la siguiente manera: el 80%
(480919 registros) del conjunto de datos se utiliza como datos de entrenamiento, mientras que el
20% (120230 registros) restante se reserva para las pruebas.

e Resultados del modelo de regresion logistica con el conjunto de datos de
entrenamiento.

Usando el conjunto de datos de entrenamiento se obtuvo un porcentaje de precision (Accuracy) del
89% para la base de entrenamiento.

En la Figura 7 se muestra la matriz de confusion para los resultados del modelo utilizando el
conjunto de datos de entrenamiento.

e EI 88% de las galaxias elipticas fueron clasificadas correctamente.
e EI83% de las galaxias espirales fueron clasificadas correctamente.
o EI91% de las galaxias con forma irregular fueron clasificadas correctamente.
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La matriz de confusién se asemeja a un mapa de calor en el cual los tonos més claros indican las
areas con mayor cantidad de registros, mientras que los tonos mas oscuros sefialan las zonas con
Menos registros.

===========Accura&y Logistic Regression con PCA Train =====
multinomial - Tbfgs: 0.8892225094038705

- 250000

- 200000

ELLIPTICAL

_ - 150000
114934

Actual Train
SPIRAL

- 100000

274527 - 50000

UNCERTAIN

SPIRAL UNCERTAIN

Predicted Train

ELLIFTICAL

Figura 7. Matriz de confusién del set de entrenamiento con PCA.

e Resultados del modelo de regresién logistica con el conjunto de datos de pruebas.

Como resultado se obtuvo un accuracy del 89% para la base de prueba. La Figura 8 muestra la
matriz de confusion para los resultados del modelo utilizando el conjunto de datos de pruebas.

o EI 88% de las galaxias elipticas fueron clasificadas correctamente.
e EI 83% de las galaxias espirales fueron clasificadas correctamente.
e EI91% de las galaxias con forma irregular fueron clasificadas correctamente.

Los colores mas claros en la matriz de confusion indican la agrupacion de la mayor cantidad de
registros, mientras que los colores mas oscuros indican una menor cantidad de registros.

=====——=———Accuracy Logistic Regression con PCA Test ===
multinomial - 1bfgs: 0.8882059386176495
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Figura 8. Matriz de confusion del set de pruebas con PCA.
2.1.6 Implementacion del modelo de regresion logistica sin PCA.

Repetimos el experimento, esta ves con la informacién original y obtuvimos un Accuracy para el
set de train del 95.9% y para el set de text del 96%.

e Resultados del modelo de regresion logistica con el conjunto de datos de
Entrenamiento.

Utilizando un conjunto de datos de entrenamiento que representa el 80% del total de la base de
datos (480,919 registros), logramos obtener un nivel de precisién del 95.9%. En la Figura 9, se
presenta la matriz de confusion que nos permite interpretar lo siguiente:

e EI93% de las galaxias elipticas fueron clasificadas correctamente.
e EI 95% de las galaxias espirales fueron clasificadas correctamente.
e EI97% de las galaxias con forma irregular fueron clasificadas correctamente

===========Accuracy Logistic Regression train ================
multinomial - Tbfgs: 0.9599724693763398
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- 250000

- 200000

ELLIPTICAL

130286 - 150000

Actual train
SPIRAL

- 100000

291250 - 50000

-0

UMCERTAIN

SPIRAL UNCERTAIN

Predicted train

ELLIPTICAL

Figura 9. Matriz de confusion del set de entrenamiento con los registros originales.

¢ Resultados del modelo de regresién logistica con el conjunto de datos de prueba.

Al emplear el conjunto de datos de pruebas, que representa el 20% del total de registros,
logramos alcanzar una precision de prediccion del 96%. En la Figura 10, se muestra la matriz
de confusion, la cual brinda una visualizacion detallada de los resultados obtenidos por el
modelo de regresion logistica. Esto nos permite analizar de manera mas precisa los resultados
de la prediccion.

e EI 93% de las galaxias elipticas fueron clasificadas correctamente.
e EI95% de las galaxias espirales fueron clasificadas correctamente.
e EI 97% de las galaxias con forma irregular fueron clasificadas correctamente.

===========Accuracy Logistic Regression test ================
multinomial - Tbfgs: 0.9601264243533228
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- 50000
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- 40000
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- 30000
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SPIRAL UNCERTAIN
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ELLIPTICAL

Figura 10: Matriz de confusion usando todas las variables del data set.

2.1.7 Conclusiones

En este caso, se puede interpretar que el modelo de regresion lineal multidimensional sin utilizar
el método de PCA produce resultados muy similares al modelo que incluyé el PCA. El hecho de
gue ambos modelos tengan una precision (accuracy) superior al 85% en el conjunto de prueba
sugiere que ambos modelos pueden predecir con precision la clasificacion de las galaxias.

Sin embargo, cabe mencionar que el modelo sin PCA probablemente utilice mas variables en su
analisis, lo que puede aumentar la complejidad del modelo y dificultar la interpretacion de los
resultados. Por lo tanto, en este caso, el uso de PCA puede ser beneficioso para reducir la
dimensionalidad de los datos y simplificar el modelo, sin comprometer la precision de las
predicciones.

En conclusion este modelo ha demostrado ser efectivo y ampliamente utilizado en tareas de
clasificacion debido a su simplicidad y capacidad para manejar variables predictoras.
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Capitulo 3

En este capitulo, se realiza la implementacion de dos modelos de redes convolucionales:
ResNet50V2 y VGG19.

3.1.1. Implementacion del modelo ResNet y VGG19 usando tensorflow keras.

El proyecto Galaxy Zoo tiene una plataforma en linea que pone a disposicién una galeria de
imagenes de galaxias, cada imagen se encuentra asociada a un objecid el cual nos permite
identificar el tipo y caracteristicas de la galaxia, logrando asi hacer un proceso de etiquetamiento a
las imagenes.

3.1.2. Descripcion de imagenes

Para implementar los modelos de VGG19 y ResNet50v2, se dispone de un conjunto de 295.305
imagenes, cada una con las siguientes caracteristicas:

e Formato: .jpg

e Dimensiones: 424 pixeles de ancho por 424 pixeles de alto.

e Resolucion: 96 pixeles por pulgada (ppp) tanto en sentido horizontal como vertical.
e Profundidad de color: 24 bits.

En la Figura 11 se muestra un ejemplo representativo del tipo de imagenes que seran procesadas
por estos modelos.

Figura 11. Muestra de las imagenes originales del data set de imagenes de Galaxy Zoo.
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3.1.3. Proceso de transformacion y etiquetado de las imégenes

Para la implementar los modelos VGG19 y ResNet50V2, se llevd a cabo un preprocesamiento de
las imagenes. En dicho proceso, se convirtieron todas las imagenes a escala de grises Figura 12,
esto se realizo con el objetivo de mejorar los resultados de los modelos al momento de clasificar
las imagenes. Luego se cargaron las imagenes usando Python y se realiz6 un proceso de etiquetado
a las imagenes.

Figura 12. Imagenes de galaxias reprocesadas en escala de grises.

Para el proceso de etiquetado disponemos de un archivo csv que nos indica el nombre de la imagen
y el objetid de la imagen y el tipo de galaxi asociado a la imagen. En la Figura 13 se muestra el
formato del archivo que se usa para el proceso de etiquetado.

e Objetid: Identificador unico de la galaxia.

e Sample: indica que la imagen es original del proyecto de Galaxy zoo.

e Asset_id: es el nombre de a imagen.

e Type: clasificacion de la galaxia es spiral, elliptica y uncertain

e Spiral: muestra un 1 cuando la galaxia es de tipo spiral, de lo contrario es 0

e Elliptical: muestra un 1 cuando la galaxia es de tipo Elliptical, de lo contrario es 0
e Uncertain: muestra un 1 cuando la galaxia es de tipo Uncertain, de lo contrario es 0
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A B C D E F G

0BJID sample asset_id Type SPIRAL ELLIPTICAL  UNCERTAIN
5,87723E+17 original 3 UNCERTAIN 0 0 1
5,87723E+17 original 4 ELLIPTICAL 0 1 0
5,87723E+17 original 5 ELLIPTICAL 0 1 0
5,87723E+17 original 6 UNCERTAIN 0 0 1
5,87723E+17 original 7 UNCERTAIN 0 0 1
5,87723E+17 original 8 UNCERTAIN 0 0 1
5,87723E+17 original 9 UNCERTAIN 0 0 1
5,87723E+17 original 11 ELLIPTICAL 0 1 0
5,87723E+17 original 12 SPIRAL 1 0 0
5,87723E+17 original 13 UNCERTAIN 0 0 1
5,87723E+17 original 14 UNCERTAIN 0 0 1
5,87723E+17 original 15 UNCERTAIN 0 0 1

Figura 13. Formato del archivo csv que se uso para el proceso de etiquetado

3.1.4. Implementacion del modelo ResNet 50 v2 y VGG19

Una vez que las imégenes fueron previamente procesadas y etiquetadas, se procedio a tomar una
muestra de 20.000 imégenes. Esta muestra se dividié en dos conjuntos de imagenes, asignando el
80% de las imagenes al conjunto de pruebas y el 20% restante al conjunto de validacion. Cada
Modelo se entrend con 10 épocas.

Ajustes para el modelo de ResNet50 V2

El modelo ResNet50V2 se configuro para trabajar como un extractor de caracteristicas pre-
entrenado en el conjunto de datos ImageNet, utilizando imagenes de entrada de 224x224 pixeles y
3 canales de color. Se entrena para clasificar imagenes en tres categorias diferentes y utiliza la
funcidn de activacion softmax para generar probabilidades de clasificacién. (Team, K. (s. f.-a)).

Para el modelo de ResNet50 V2 se uso los siguientes hiperparametro:

e include _top= False: esto indica que no se quiere incluir la capa complementaria.

e Weights = ‘imagenet’: Indica que se utilizaran los pesos pre-entrenados en el conjunto de
datos ImageNet. Estos pesos pre-entrenados ayudan al modelo a iniciar con una
representacion visual aprendida de una amplia variedad de iméagenes.

e input_tensor=None: Significa que se utilizara el tensor de entrada predeterminado.

e input_shape=(224, 224,1): Lo que indica que se esperan imagenes de entrada con una
resolucion de 224x224 pixeles y 1 canales de color.

e pooling=None: Significa que no se realizara agrupacion después de la etapa de
convolucion.

e classes=3: Significa que el modelo se entrenaré para clasificar imagenes en tres categorias
diferentes.
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e classifier_activation=""softmax"": indica que se utilizara la funcion softmax para obtener
las probabilidades de las diferentes clases en la clasificacion final.

Optimizador SGD (Stochastic Gradient Descent)

este optimizador SGD con una tasa de aprendizaje baja'y un momentum moderado se utilizara para
ajustar los pesos del modelo durante el entrenamiento. La tasa de aprendizaje baja ayuda a un
entrenamiento mas estable y preciso, mientras que el momentum ayuda a acelerar el proceso de
optimizacion. (Team, s. f.-a)

Para el optimizador se uso los siguientes hiperparametro:

e |earning_rate=0.0001: Indica que los ajustes del peso del modelo en funcion del error
seran muy pequefios en cada paso, lo que puede ayudar a un entrenamiento mas lento y
estable.

¢ momentum=0.09: Indica que se aplicard un impulso moderado para acelerar el proceso de
optimizacion.

Ajustes para el modelo de VGG19:

El modelo VGG19 esta disefiado para funcionar como un extractor de caracteristicas que ha sido
previamente entrenado en el conjunto de datos ImageNet. Utiliza imagenes de entrada con
dimensiones de 224x224 pixeles y 3 canales de color. Durante el entrenamiento, el modelo aprende
a clasificar imagenes en tres categorias distintas y utiliza la funcién de activacion softmax para
generar las probabilidades correspondientes a cada clase en la etapa de clasificacion. (Team, s. f.-
b)

Para el modelo de ResNet50 V2 se uso los siguientes hiperparametro:

e include top= False: esto indica que no se quiere incluir la capa complementaria.

e Weights = ‘imagenet’: Indica que se utilizaran los pesos pre-entrenados en el conjunto de
datos ImageNet. Estos pesos pre-entrenados ayudan al modelo a iniciar con una
representacion visual aprendida de una amplia variedad de imagenes.

e input_tensor=None: Significa que se utilizara el tensor de entrada predeterminado.

e input_shape=(224, 224, 3): Lo que indica que se esperan imagenes de entrada con una
resolucion de 224x224 pixeles y 3 canales de color (rojo, verde y azul).
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e pooling=None: Significa que no se realizard agrupacion después de la etapa de
convolucion.

o classes=3: Significa que el modelo se entrenara para clasificar imagenes en tres categorias
diferentes.

e classifier_activation=""softmax"": indica que se utilizara la funcion softmax para obtener
las probabilidades de las diferentes clases en la clasificacion final.

Optimizador Adam

el optimizador Adam con la tasa de aprendizaje especificada se utiliza para optimizar y ajustar los
pesos del modelo durante el entrenamiento. El valor de learning_rate determina la magnitud de los
ajustes realizados en cada paso del proceso de optimizacion. (Team, K. (s. f.-a)).

3.1.5 Resultados

Resultado del modelo ResNet50V2.

En la Figura 14 se presentan los resultados mediante las gréaficas de Accuracy y funcién de pérdida.
Se puede observar visualmente como mejora el rendimiento del modelo a medida que aumenta el
namero de épocas.

En cuanto a los resultados especificos, se logra un accuracy del 70% tanto para el conjunto de
validacion como para el conjunto de pruebas. Esto indica que el modelo es capaz de clasificar
correctamente el 70% de las imagenes en ambos conjuntos.

En relacion a la funcion de pérdida, se observa que comienza en un 87% y disminuye hasta alcanzar
un 67% para el conjunto de pruebas. Para el conjunto de validacion, la funcion de pérdida inicial
es del 80% y también llega a un 67% al final. Estos valores indican que el modelo ha logrado
reducir significativamente la pérdida y ha mejorado su capacidad de hacer predicciones mas
precisas.

Ademas, se destaca la estabilidad del modelo para ambos conjuntos de imagenes, lo que sugiere
que el modelo es consistente y confiable en su rendimiento.

Estos resultados evidencian el buen desempefio y la capacidad predictiva del modelo
implementado.
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Figura 14. Resultados de precision (accuracy) y funcion de pérdida del modelo de ResNet50V2.

En las Figuras 15 y 16 se presentan las matrices de confusidn correspondientes al conjunto de
pruebas y al conjunto de testing, respectivamente. Estas matrices permiten una visualizacion
intuitiva de la cantidad de aciertos y errores del modelo en la clasificacion de cada tipo de galaxia.

Para el conjunto de pruebas, se obtuvieron los siguientes resultados en la matriz de confusion:

e Clasificacidn "Uncertain": El 33.68% de las galaxias clasificadas como "Uncertain™ fueron
correctamente identificadas por el modelo.

o Clasificacion "Elliptical”: El 73.31% de las galaxias clasificadas como "Elliptical" fueron
correctamente identificadas por el modelo.

e Clasificacion "Spiral™: ElI 78.08% de las galaxias clasificadas como "Spiral" fueron
correctamente identificadas por el modelo.

Para el conjunto de validacion, se obtuvieron los siguientes resultados en la matriz de confusion:

e Clasificacion "Uncertain™: El 32.13% de las galaxias clasificadas como "Uncertain™ fueron
correctamente identificadas por el modelo.

e Clasificacion "Elliptical™: EI 79.90% de las galaxias clasificadas como "Elliptical” fueron
correctamente identificadas por el modelo.
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Clasificacion "Spiral™: El 79.39% de las galaxias clasificadas como "Spiral" fueron

correctamente identificadas por el modelo.
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Figura 15. Matriz de confusién del conjunto de testing para el modelo ResNet50V2.
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Figura 16. Matriz de confusién del conjunto de validacién para el modelo ResNet50V2,
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Resultado del modelo VGG109.

En la Figura 17 se muestra el comportamiento del accuracy y la funcion de pérdida del modelo
VGG19.

En relacion a los resultados, se obtiene un accuracy del 66% tanto para el conjunto de validacion
como para el conjunto de pruebas. Esto indica que el modelo es capaz de clasificar correctamente
el 66% de las imagenes en ambos conjuntos.

En cuanto a la funcion de pérdida, se observa que inicialmente comienza en un 95% y disminuye
hasta alcanzar un 75% para el conjunto de validacion. Para el conjunto de pruebas, la funcion de
pérdida inicial es del 90% y también baja hasta un 74%. Estos valores indican que el modelo ha
logrado reducir la pérdida a lo largo del entrenamiento.

Sin embargo, se destaca la inestabilidad del modelo para el conjunto de validacion, donde la
funcion de pérdida muestra variaciones mas pronunciadas. Esto sugiere que el modelo puede tener
dificultades para generalizar correctamente a datos no vistos durante el entrenamiento, lo que puede
afectar su rendimiento en situaciones del mundo real.
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Figura 17. Resultados de precision (accuracy) y funcién de pérdida del modelo de VGG19.
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En la Figura 17 se muestra la matriz de confusion del modelo VGG19 para el conjunto de

pruebas, y en la Figura 18 se muestra la matriz de confusion para el conjunto de validacion. Estas
matrices permiten visualizar de manera intuitiva la cantidad de aciertos y errores del modelo en la

clasificacion de cada tipo de galaxia.

En relacidn a los resultados obtenidos en el conjunto de pruebas, se observa lo siguiente en la

matriz de confusion:

e Clasificacion "Uncertain": El 24% de las galaxias clasificadas como "Uncertain" fueron

correctamente identificadas por el modelo.

e Clasificacion "Elliptical": EI 63.75% de las galaxias clasificadas como "Elliptical™ fueron

correctamente identificadas por el modelo.

e Clasificacion "Spiral": EI 80.97% de las galaxias clasificadas como "Spiral™ fueron

correctamente identificadas por el modelo.

Y para el conjunto de validacion se obtienen los siguientes resultados:

e Clasificacién "Uncertain": EI 25.97% de las galaxias clasificadas como "Uncertain™

fueron correctamente identificadas por el modelo.

e Clasificacion "Elliptical": EI 59.72% de las galaxias clasificadas como "Elliptical" fueron

correctamente identificadas por el modelo.

e Clasificacion "Spiral": EI 80.49% de las galaxias clasificadas como "Spiral" fueron

correctamente identificadas por el modelo.
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Figura 18. Matriz de confusion del conjunto de pruebas para el modelo VGG19.
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Figura 19. Matriz de confusion del conjunto de validacion para el modelo VGG19.



3.1.5. Conclusiones

A nivel general los resultados del modelo ResNet Fue considerablemente mejor que los resultados
del modelo VGG19.

Desempefio: El rendimiento de ambos modelos puede variar segin el conjunto de datos y la tarea
especifica. Sin embargo, se observd que ResNet50V2 fue notablemente mas eficaz en el
aprendizaje profundo debido a su capacidad para mitigar la degradacién del rendimiento en redes
mas profundas. Por otro lado, VGG19 mostr6 un desempefio menos favorable, ya que este modelo
tiende a sufrir de sobreajuste en conjuntos de datos especificos. No obstante, no se puede afirmar
con certeza que este haya sido el inconveniente en el contexto de este proyecto en particular.

Eficiencia computacional: ResNet50V2 tiene una eficiencia computacional relativamente mayor
en comparacion con VGG19 debido a la incorporacion de conexiones residuales, 1o que reduce el
namero de parametros a aprender y mejora la propagacion del gradiente durante el entrenamiento.

Uso de recursos: En términos de uso de recursos, VGG19 requiere mas memoria y poder de
computo debido a su mayor cantidad de capas y parametros en comparacion con ResNet50V2.

En conclusion, los modelos de redes convolucionales han demostrado ser altamente eficientes para
la clasificacion de imagenes de galaxias. En este proyecto, se ha identificado que el modelo
ResNet50V2 muestra resultados superiores, un mejor desempefio y un rendimiento mas destacado
en comparacion con el modelo VGG19.

Por otro lado, si bien el modelo VGG19 también logra resultados aceptables, se observa una mayor
inestabilidad en el conjunto de validacién, lo que podria indicar dificultades para generalizar
correctamente a datos no vistos previamente.
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