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      RESUMEN 

 

En la Gerencia de Mercado de Energía (GEME) uno de los procesos más importantes es la 

implementación de nuevas resoluciones, decretos o cualquier cambio regulatorio expedido por los 

entes. En estos procesos uno de los hitos claves es identificar de manera oportuna qué procesos son 

impactados por estos cambios regulatorios para garantizar y tener una vista integral de los 

impactos. Además, proponer soluciones que garanticen la aplicación de los cambios regulatorios. 

Sin embargo, la identificación de los procesos impactados varía dependiendo de la complejidad y 

dimensión de la resolución. Por tanto, se propone una herramienta que pueda procesar el contenido 

de la resolución y determinar los posibles equipos impactados de manera mucho más ágil y de 

forma desatendida. Esta tarea se pretende realizar a través de un modelo de procesamiento de 

lenguaje natural el cual tomará las resoluciones nuevas para lograr una implementación de un 

proceso automático. 

Este proyecto, por tanto, muestra tres estrategias de manejo de datos, sus resultados y 

además los procesos de mejora para obtener clasificaciones más reales. Además de presentar las 

demás actividades en las que también participó. 

 

     Palabras clave — NLP, Clasificación, Cambios Regulatorios, SVM, Scikit – Learn, Python 
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ABSTRACT 

 

Within the Energy Market Management (GEME by its acronym in Spanish), one of the most 

important processes is the implementation of new resolutions, decrees, or any regulatory changes 

issued by authorities. In these processes, one of the key milestones is to timely identify which 

processes are impacted by these regulatory changes to ensure and have a comprehensive view of 

the impacts. Additionally, proposing solutions that guarantee the application of regulatory changes 

is crucial. However, the identification of impacted processes varies depending on the complexity 

and scope of the resolution. Therefore, a tool is proposed that can process the content of the 

resolution and determine the possible impacted teams in a much more agile and unattended manner. 

This task is intended to be conducted through a natural language processing model that will take 

new resolutions to achieve an implementation of an automatic process. 

This project, therefore, highlights three data management strategies, their outcomes, and the 

improvement processes to achieve more realistic classifications. It also presents other activities in 

which I also participated. 

Keywords — NLP, Classification, Regulatory Changes, SVM, Scikit – Learn, Python 
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I. INTRODUCCIÓN 

 

XM S.A E.S.P (XM) cómo administrador del mercado de energía mayorista (MEM) en 

Colombia, realiza actividades que se encuentran fundamentadas en las aplicaciones de 

normatividad vigente; por tanto, sus procesos son sensibles a cambios regulatorios que pueden 

generar grandes cambios al interior de los equipos de trabajo, como liquidación de transacciones 

del mercado, liquidación de bolsa, agentes, fronteras, contratos, entre otros. Estos aspectos se 

encuentran en constante cambio y se deben adaptar de manera ágil y eficiente acorde a los cambios 

regulatorios que trae la transición energética. La dirección de Analítica y Desarrollo de Mercado 

de Energía se encarga del análisis de impactos, propuestas normativas a los entes regulatorios, 

análisis de datos de impacto en el mercado y de la implementación regulatoria al interior de XM. 

Sin embargo, al estar en un ambiente regulatoriamente cambiante, es vital el análisis ágil y 

oportuno de la regulación con el fin de dar alertas tempranas de los procesos impactados. 

 En el proceso de la implementación regulaciones que tiene la dirección de Analítica y 

Desarrollo del Mercado, se identifican entre las principales actividades: determinar los procesos 

impactados, identificar el equipo de trabajo y estimar los posibles recursos necesarios para la 

ejecución del proyecto. Para realizar estas tareas es crítico identificar qué procesos afecta la nueva 

resolución emitida. Una vez identificados los equipos, es cuando la implementación se puede 

iniciar. El proceso de identificación puede tomar tiempo, que muchas veces la norma no prevé y 

los procesos internos pueden dilatarse y lo anterior puede generar riesgos de cumplimiento 

regulatorio o la identificación de un proceso de forma no oportuna.  

Por tanto, este proyecto busca realizar una herramienta de procesamiento de lenguaje natural 

que permita analizar las nuevas resoluciones e identificar los posibles equipos impactados con el 

fin de agilizar el análisis de impactos, la gestión de recursos y los procesos afectados. 
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II. OBJETIVOS 

 

A. Objetivo general 

 

Identificar procesos y equipos impactados en la Gerencia del Mercado de Energía por 

nuevas resoluciones mediante el uso de una herramienta de procesamiento de lenguaje natural que 

permita el seguimiento y gestión a la implementación regulatoria. 

 

B. Objetivos específicos 

• Determinar qué tipo de modelos de procesamiento de lenguaje natural son adecuados para 

 procesar y clasificar la información contenida en las nuevas normativas. 

• Construir una base de datos con resoluciones procesadas de las diferentes gerencias de la  

 GEME para realizar el proceso de entrenamiento y validación. 

• Realizar pruebas paralelas con el equipo de la GEME y el modelo implementado. 

• Documentar los procesos realizados en base a la metodología corporativa.  

• Analizar posibles mejoras al proceso, habilitando la mejora continua 

• Apoyar en la implementación regulatoria y tareas del equipo. 
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III. MARCO TEÓRICO 

 

El procesamiento de lenguaje natural (NLP por siglas en inglés) abarca diversas técnicas 

para analizar y comprender el lenguaje humano. Dentro de este campo, la Tokenización y 

Lematización son procesos fundamentales. La Tokenización implica dividir el texto en unidades 

más pequeñas, generalmente palabras, para facilitar el análisis. Por otro lado, la Lematización se 

centra en reducir las palabras a su forma base, simplificando la interpretación del texto. En este 

contexto, técnicas como Keyword Frequency Analysis (KFA) y Named Entity Recognition (NER) 

se benefician de la Tokenización para extraer información clave y reconocer entidades específicas 

en el texto. 

Estás técnicas pueden ser aplicadas a través de librerías de Python cómo Scikit – Learn, 

proporcionan una manera de eficiente y rápida de implementar algoritmos, cómo Regresión 

Logística, Máquina de Vectores de Soporte (Support Vector Machine), Naive Bayes Multinomial 

y Random Forest. Estos modelos son utilizados en diversas tareas, incluido el análisis de impacto 

regulatorio, donde se evalúan las implicaciones normativas. 

La evaluación de modelos en el NLP es crucial, y métricas como Accuracy, Precision, 

Recall y F1 Score son comúnmente utilizadas. Estas métricas permiten medir la eficacia de los 

modelos en la clasificación y extracción de información. La exactitud (Accuracy) mide la 

proporción de predicciones correctas, la precisión (Precision) evalúa la proporción de predicciones 

correctas entre las positivas, la sensibilidad (Recall) cuantifica la capacidad de un modelo para 

capturar todos los casos positivos y el F1 Score combina precisión y sensibilidad en una sola 

métrica. 

A. Procesamiento de Lenguaje Natural 

Acorde a IBM, el procesamiento de lenguaje natural (NLP), es una rama de la Inteligencia 

Artificial (IA), que busca poder procesar palabras y textos de la manera que los humanos las 

concebimos. NLP combina reglas computacionales y lingüísticas, junto con conceptos estadísticos 

para poder procesar textos o audios, de la misma manera que los humanos lo podemos hacer. Este 

proceso se puede dividir, según Indurkhya et al [1] en 5 etapas: Tokenización, análisis léxico, 

análisis sintáctico, análisis semántico, análisis pragmático. Esto nos permite transformar 

sentimientos y contexto en datos analizables y organizados. En general los nuevos procesos de 
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NLP consisten en metodologías basadas en grandes volúmenes de datos o “big data”, los cuales 

pueden aumentar la capacidad de extracción de la información relevante [2]. 

1. Keyword Frequency Analysis (KFA) 

Este es uno de los métodos más antiguos y a su vez más simples, el cual busca, a través de 

un conteo de palabras tratar de predecir resultados. Este proceso es útil para construir aplicaciones 

de alto nivel, y funciona de base útil para otras aplicaciones más complejas [3]. 

 

2. Named Entity Recognition (NER) 

Está metodología busca extraer los tipos específicos (elementos, cantidad, organización, 

etc.) de la información. Está metodología puede servir cómo análisis exploratorio de la información 

además de servir de paso previo a un análisis mucho más riguroso [3]. 

Además de eso, nuevas metodologías cómo las presentadas en [4][5], permite vectorizar 

los caracteres en números, los cuales puedan ser procesados por algoritmos de clasificación como 

LSTM (Long Term Short Memory), SVM (Support Vector Machine), o CNN (Convolutional 

Neural Network), esto para aumentar la capacidad de procesamiento y el reducir los tiempos de 

respuesta. 

 

B. Tokenización 

La tokenización es un proceso obligatorio en todo análisis de lenguaje natural. Es un 

proceso el cual busca generar un texto con una forma estándar a cualquier idioma, la cual sea 

posible de procesar, basado en unidades, las cuales pueden ser palabras o raíces de texto, que 

además pueden ser diferenciables y analizables [3]. Este proceso puede ser desafiante debido a lo 

diferente que pueden ser los lenguajes; por ejemplo, en español o en inglés se tiene una 

diferenciación clara de cada palabra, sin embargo, en idiomas cómo inglés, palabras como “I’m” 

son en realidad “I” y “am”, y en idiomas cómo japones no existe diferenciación entre palabras [1]. 

En el proceso de tokenizar la meta es poder obtener texto sin ambigüedades lingüísticas y 

estructurales, las cuales pueden afectar la interpretación de los textos. Trabajos cómo Shanyan Lai 

et al [6] donde el contexto y la estructura importa, debido a que puede ayudar a diferenciar 

comportamientos, y se proponen diferentes estructuras de tokenización, las cuales busquen que el 

contexto sea parte de las predicciones.  
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C. Lematización 

La lematización es el proceso por el cual se busca encontrar si dos o más palabras comparten 

la misma raíz, [3] palabras cómo “am” “are” “is” comparten la misma raíz “be” lo cual estable una 

correlación entre palabras similares. Por ejemplo, en un análisis “Camión” y “camión” serían 

consideradas cómo dos palabras diferentes, o incluso “Comió” y “Comer” también se consideran 

distintas, esto puede agregar ruido a los análisis, sin embargo, el proceso de lematización puede ser 

complejo y computacionalmente costoso [7]. Además, si no se tienen los algoritmos correctos, 

pueden agregar errores y fallos en los procesos. Por tanto, el proceso de lematización puede mejorar 

la precisión de modelos en los cuales se tenga pleno conocimiento de forma y tamaño; además en 

los cuales el valor computacional no sobrepasa el valor de oportunidad del proceso. 

 

D. Análisis de Impacto Regulatorio 

Según la Organización para la Cooperación y el Desarrollo Económicos (OECD por sus 

siglas en inglés) el análisis de impacto regulatorio provee a instituciones gubernamentales y 

legisladores de herramientas y datos, los cuales permiten evaluar de forma consiente las posibles 

consecuencias de los cambios en cierta regulación [8]. Por tanto, XM en su labor es responsable de 

realizar el análisis de impacto regulatorio para el análisis consiente de las propuestas de parte de la 

Comisión de Regulación de Energía y Gas (CREG) el Ministerio de Minas y Energía (MME). Este 

análisis busca no sólo levantar señales de posibles riesgos, sino también de guiar la aplicación de 

las resoluciones dentro de los equipos de gerencia MEM. 

 

E. Scikit - Learn 

Scikit – Learn es un módulo integrado de Python que es ampliamente utilizado y que hace 

uso de la mejor tecnología de machine learning para mediana y pequeña escala en problemas 

supervisados y no supervisados. Esta librería busca llevar el aprendizaje automático a personas no 

especialistas a través de lenguajes de programación de alto nivel. [9]. Gracias a su amplia 

documentación permite aplicar diferentes tipos de algoritmos de clasificación y evaluación de 

manera simple y eficiente, lo que hace que sea el módulo elegido para el desarrollo del proceso. 
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F. Regresión Logística (Logistic Regression) 

La Regresión Logística es un modelo estadístico el cual modela la probabilidad de 

ocurrencia de un evento binario [10]. A diferencia de una regresión lineal que modela variables 

continuas, la regresión logística utiliza la función logística para transformar la combinación lineal 

de las variables predictoras en una probabilidad en el rango de 0 a 1. La función logística o función 

sigmoide se define cómo [11]:  

𝑃(𝑌 = 1) =
1

1 + 𝑒−(𝛽0+𝛽1𝑋1+𝛽0𝑋2+⋯+𝛽𝑛𝑋𝑛)
 

Donde: 

• 𝑃(𝑌 = 1)    Es la probabilidad de que la variable dependiente Y sea igual a 1.  

• 𝛽0, 𝛽1, 𝛽2, … , 𝛽𝑛   Son los coeficientes del modelo. 

• 𝑋1, 𝑋2, … , 𝑋𝑛  Son las variables predictoras. 

 

El modelo se usa en problemas de clasificación porque, una vez encontrados los 

coeficientes, pueden predecir la probabilidad de que un nuevo conjunto de variables predictoras 

pertenezca a la clase Y. 

 

G. Máquina de vectores de soporte (Support Vector Machine)  

Una máquina de vectores de soporte o Support Vector Machine (SVM) es una serie de algoritmos 

de aprendizaje supervisado utilizador para tareas de clasificación y regresión, su enfoque principal 

es encontrar un hiperplano en un espacio multidimensional que mejor separe los puntos de datos 

de diferentes clases. Figura 1 [12]. 
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Figura 1. Visualización de regiones de clasificación. 

El objetivo fundamental de un SVM en problemas de clasificación es encontrar el 

hiperplano óptimo que maximice el margen entre las clases. [13]. El margen se define como la 

distancia perpendicular desde el hiperplano a los puntos más cercanos de cada clase, que son 

llamados vectores de soporte. Estos vectores de soporte son los puntos de datos más difíciles de 

clasificar y juegan un papel crucial en la determinación del hiperplano. [14] 

La idea es encontrar el hiperplano que maximiza el margen y al mismo tiempo minimiza la 

clasificación incorrecta. En casos donde los datos no son linealmente separables en el espacio 

original, los SVM pueden aplicar transformaciones no lineales, utilizando funciones kernel, para 

proyectar los datos en un espacio de mayor dimensión donde la separación lineal sea posible. [15] 

En la formulación matemática, el problema de optimización de un SVM busca encontrar 

los coeficientes del hiperplano y, posiblemente, la función de kernel, que maximicen la separación 

entre clases. 

 

H. Naive Bayes Multinomial 

El algoritmo de Naive Bayes Multinomial es una variante del clasificador Naive Bayes que 

se utiliza comúnmente en problemas de clasificación de texto [16], como la categorización de 

documentos y la detección de spam. Este algoritmo asume que las características utilizadas para la 

clasificación son independientes entre sí, dada la clase de la instancia. Aunque esta suposición es 

a menudo simplista e "ingenua", suele funcionar bien en la práctica. 
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En el caso del Naive Bayes Multinomial, se asume que las características son variables 

discretas y que siguen una distribución multinomial. Este tipo de distribución es adecuado para 

modelos de clasificación de texto, donde se cuenta la frecuencia de ocurrencia de las palabras en 

un documento.[17]. Se basa en la aplicación de la Regla de Bayes para predecir la probabilidad 

condicional de que un documento pertenezca a una clase 𝑃(𝑐𝑖𝑗|𝑑𝑗) a partir de la probabilidad de 

los documentos, dada la clase 𝑃(𝑑𝑗|𝑐𝑖) y la probabilidad de la clase del conjunto de entrenamiento 

𝑃(𝑐𝑖).[17]. 

El clasificador asignará la instancia a la clase con la probabilidad más alta. El Naive Bayes 

Multinomial es especialmente útil en situaciones donde el vocabulario es grande y las 

características (palabras) son discretas, como en el análisis de texto [18]. 

 

I. Random Forest 

Random Forest o Bosques Aleatorios es un poderoso algoritmo de machine learning el cual 

es ampliamente utilizado en problemas de clasificación. Este algoritmo se base en Arboles 

de decisiones (Figura 2) los cuales son árboles que nacen de manera aleatoria, a través, de 

subconjuntos de los datos. La clasificación final nace de la votación mayoritaria de las 

decisiones de individuales de los subconjuntos [19] 

 

Figura 2. Clasificación usando Random Forest. 
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J. Métricas de evaluación de modelos 

Comúnmente los modelos de clasificación se basan en 4 métricas principales, Exactitud o 

Accuracy, Precisión o Precision, Sensibilidad o Recall, y el F1 Score. [20] Estas métricas se 

calculan a partir de la matriz de confusión, que es una tabla que resume el rendimiento del modelo 

en términos de verdaderos positivos (TP), falsos positivos (FP), verdaderos negativos (TN) y falsos 

negativos (FN). Las métricas son importantes para evaluar el rendimiento de un modelo de 

clasificación desde diferentes perspectivas, teniendo en cuenta tanto los errores de tipo I (falsos 

positivos) como los errores de tipo II (falsos negativos) [20]. La elección de la métrica a utilizar 

depende del contexto y de la importancia relativa de los diferentes tipos de errores en una aplicación 

específica.  

1. Accuracy (Exactitud) 

La exactitud mide la proporción de predicciones correctas realizadas por el modelo sobre 

el total de predicciones. Es una métrica simple y fácil de entender, pero puede ser engañosa en 

casos de conjuntos de datos desbalanceados, donde una clase es mucho más frecuente que la otra. 

𝐴𝑐𝑐𝑢𝑟𝑎𝑐𝑦 =
𝑇𝑃 + 𝑇𝑁

𝑇𝑃 + 𝑇𝑁 + 𝐹𝑃 + 𝐹𝑁
 

2. Precision (Precisión) 

La precisión se centra en la proporción de instancias positivas predichas correctamente con 

respecto a todas las instancias predichas como positivas. Es útil cuando el costo de los falsos 

positivos es alto. 

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 =
𝑇𝑃

𝑇𝑃 + 𝐹𝑃
 

 

3. Recall (Sensibilidad) 

El recall mide la proporción de instancias positivas que fueron identificadas correctamente 

por el modelo con respecto al total de instancias positivas. Es útil cuando el costo de los falsos 

negativos es alto. 

𝑅𝑒𝑐𝑎𝑙𝑙 =
𝑇𝑃

𝑇𝑃 + 𝐹𝑁
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4. F1 Score 

El F1 Score es la media armónica entre la precisión y el recall. Es una métrica que equilibra 

ambas métricas y es útil cuando hay un desequilibrio entre las clases. El F1 Score proporciona un 

único número que resume el rendimiento del modelo. 

𝐹1 𝑆𝑐𝑜𝑟𝑒 = 2 ∗
𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 ∗ 𝑅𝑒𝑐𝑎𝑙𝑙

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 + 𝑅𝑒𝑐𝑎𝑙𝑙
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IV. METODOLOGÍA 

 

El generar una base datos lo suficientemente robusta implica una revisión inicial de los 

procesos y una división eficiente de los mismos para una clasificación acertada. Una vez que se ha 

recopilado y organizado la información, se pasa a la etapa de tratamiento de los datos. En esta fase, 

se aplican técnicas para limpiar, transformar y estructurar los datos de manera que sean aptos para 

el análisis, estableciendo estrategias de procesamiento que permitan encontrar patrones de 

información eficientes. 

 

Ya con los datos procesados, el elegir y evaluar el método adecuado, es fundamental para 

garantizar una clasificación confiable, este proceso es necesario para conocer la utilidad del modelo 

en contextos prácticos. Finalmente, tras evaluar el modelo, se procede a la "Identificación de 

posibles mejoras". Este último paso implica revisar el rendimiento del modelo y buscar 

oportunidades para mejorarlos, encontrando, según las evaluaciones, qué aspectos son necesarios 

para conseguir mejores clasificaciones. 

  

A. Generar base de datos: 

Teniendo en cuenta que dentro del proceso no existía un banco de datos inicial, la prioridad 

era generar estrategias de adquisición de información útil, para entrenar la red de procesamiento 

de lenguaje natural, por tanto, la primera fase implementación se basó en: 

1. Revisión de información actual y división de equipos 

Uno de los pasos primordiales se basaba en la identificación de equipos a los cuales los cambios 

regulatorios podrían impactar, para luego dividir la regulación más importante de cada equipo y 

que a su vez podría impactar. Para esto, se tuve en cuenta que la GEME se encuentra divida en 

principalmente 4 equipos: 

1. El equipo de liquidación del Sistema de Intercambios Comerciales (SIC) 

2. El equipo de Liquidación y Administración de Cuentas (LAC) 

3. El equipo de Contratos 

4. El equipo de Fronteras 
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Cada equipo cuenta con una regulación propia, la cual se presentan en los planes de 

entrenamiento de los nuevos vinculados, y que permite generar un banco inicial de resoluciones 

que se podrían analizar. Luego de esto, a los lideres de cada equipo se le pidió retroalimentación y 

sugerencias de posibles resoluciones, que podrían ser relevantes para el análisis. Obteniendo así un 

banco de resoluciones, que luego será tratado, y clasificado. 

 

B. Tratamiento de los datos: 

Una vez generado el banco de resoluciones, se debe analizar cómo podría ser el tratamiento de 

los datos donde, se entra en consideración si: 

Caso 1: Se procesa todo el texto de la resolución incluyendo pronombres, espacios, 

adjetivos y demás 

Caso 2: Procesar los textos palabra por palabra, eliminando pronombres, espacios, 

adverbios, caracteres especiales y números. 

Caso 3: Procesando palabra por palabra, eliminando pronombres, espacios, adverbios, 

adicionalmente eliminando las palabras que se repitan dentro de otras resoluciones, las 

cuales no compartan clasificador. Esto para obtener bloques de palabras únicas por tipo de 

resoluciones. 

Por tanto, se requiere una evaluación de como esté procesamiento podría afectar las 

predicciones y podría dar espacio para mejorar continuas. 

 

C. Selección de modelo 

Debido al tipo de datos y la necesidad de evaluar la mejor estrategia, se eligió evaluar de manera 

simultánea, 4 tipos de modelos de clasificación: 

1. Logistic Regression 

2. SVM 

3. Naive Bayes 

4. Random Forest 

Estos modelos se implementan a través de sklearn usando de base el trabajo de Zahidul Islam 

[21] el cual usó estos modelos para el análisis de banco de datos de BBC el cual se basa de 

aproximadamente 2225 textos que buscan clasificar si un texto pertenecer a la categoría de: 

1. Deportes 
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2. Negocios 

3. Política 

4. Tecnología  

5. Entretenimiento 

En este contexto, se llevaron a cabo ajustes en el código base y se incorporaron componentes 

adicionales para permitir el procesamiento y la clasificación efectiva de textos específicos de 

resoluciones. Se hicieron modificaciones para adaptar la solución existente a las necesidades y 

requisitos particulares relacionados con la clasificación de contenido textual específico.  

 

D. Evaluación del modelo 

Se llevó a cabo mediante la aplicación de métodos estándar de evaluación, centrándose en 

métricas clave como Precision, Accuracy, Recall y F1 Score. Para cada modelo, se realizó una 

división adecuada del conjunto de datos, en conjuntos de entrenamiento y prueba. Posteriormente, 

se ajustaron los modelos a los datos de entrenamiento y se realizaron predicciones sobre el conjunto 

de prueba. La métrica de Accuracy proporcionó una visión general de la precisión global del 

modelo, mientras que Precision medió la proporción de instancias positivas correctamente 

identificadas. Por otro lado, Recall evaluó la capacidad del modelo para identificar todas las 

instancias positivas. La métrica F1 Score, que combina Precision y Recall, ofreció una medida 

equilibrada entre ambas. Estas evaluaciones se hicieron sistemáticamente para cada modelo, 

permitiendo comparar su desempeño y facilitar la toma de decisiones informadas sobre la elección 

del modelo apropiado para la clasificación. 

  

E. Identificación de posibles mejoras 

Teniendo en cuenta los resultados de la evaluación del modelo se establecieron posibles 

mejoras en los procesos de adquisición de datos para futuros trabajos, evaluando metodologías de 

evaluación a nivel de artículos y no de resoluciones completas, además de establecer un flujo de 

trabajo para la obtención de mejores resultados.  
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V. RESULTADOS 

  

Dentro de las resoluciones mapeadas, se obtuvo un banco de 52 resoluciones CREG 

distribuidas cómo se evidencia en la Figura 3. Donde adicionalmente luego se implementaron los 

4 tipos de clasificadores, los cuales luego para cada tipo de caso se validaron de manera cruzada 

con su Precision, Accuracy, Recall y F1 Score y las matrices de confusión, las cuales nos dan 

señales visuales del tamaño y calidad de los datos de prueba. 

 

Figura 3. Distribución banco resoluciones 

 En total este banco se compone de 44641 palabras, de resoluciones que van desde 1995 

hasta el 2023, y que son representativas de los procesos seleccionados, y que adicionalmente fueron 

validadas por los lideres de cada uno de los equipos analizados. Por tanto, realizando el modelado 

tomando 39 resoluciones de modelado y 13 de prueba, y tomando los casos presentados en la 

sección Tratamiento de los datos: se tiene que: 

A. Caso 1 

Para el Caso 1, cómo se evidencia en la Figura 4 el modelo que mejor se ajusta es Random 

Forest, sin embargo, los resultados demuestran que el tanto la precisión y accuracy no superan el 

70%, lo cual demuestra una baja confiabilidad en el modelo y, por tanto, la estrategia del Caso 1 

no es la recomendada para la implementación.  

12
13 13

14

CONTRATOS FRONTERAS LAC SIC

Número de resoluciones por equipo
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Adicionalmente analizando las matrices de confusión para cada algoritmo se tiene que: 

 

Figura 4. Evaluación modelos Caso 1 

1. Logistic Regression 

 

Figura 5. Matriz de confusión Logistic Regression 
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Según la Figura 5, se puede concluir que el modelo puede predecir de manera más o menos 

confiable los datos pertenecientes a Contratos y LAC, sin embargo, para las demás categorías no 

se tiene esa confiabilidad, además se puede visualizar la baja cantidad de datos de prueba. 

 

1. Support Vector Machine 

Según la Figura 6 para el modelo de SVM tiene un comportamiento similar a la regresión 

logística, sin embargo, también se nota una baja cantidad de datos de prueba, sin embargo, para el 

caso de contratos, y LAC el modelo si tiene capacidad de predicción. 

 

Figura 6. Matriz de confusión SVM 

2. Naive Bayes 

Para Naive Bayes la predicción falla mucho más (Ver Figura 7), sólo para LAC y para 

algunos casos de Fronteras, se notan valores True Positive Values.  
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Figura 7. Matriz de confusión Naive Bayes 

 

B. Caso 2 

Para el caso 2 se tiene que existe un comportamiento similar al Caso 1 (Ver Figura 8), donde 

el algoritmo de Random Forest, sin embargo, similarmente, el rendimiento del modelo no es lo 

suficientemente alto para implementar.  

 

Figura 8. Evaluación modelos Caso 2 
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Adicionalmente, analizando las matrices de confusión, se tiene que: 

1. Logistic Regression 

Está matriz, comparte características con la matriz de confusión del caso 1 para el modelo 

de Logistic Regression. Donde, tanto para Contratos cómo para LAC, se tienen aproximaciones 

ajustadas, sin embargo, para Fronteras y SIC, las clasificaciones fallan. 

 

Figura 9. Matriz de confusión Logistic Regression 

 

2. Support Vector Machine 

Por tanto, de manera similar tanto para Fronteras y SIC se requiere mayor cantidad de datos 

de prueba y modelado para obtener resultados más confiables. 

 

Figura 10. Matriz de confusión SVM 
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3. Naive Bayes 

Para el modelo de Naive bayes, los resultados concluyen que sólo para LAC, el modelo 

realiza predicciones viables (Figura 11). 

 

Figura 11. Matriz de confusión Naive Bayes. 

C. Caso 3 

Para el Caso 3 debido a la metodología plantea el banco de resoluciones se reduce a 30 

resoluciones, ya que a que, al realizar la reducción de palabras, es posibles que resoluciones no 

tengan palabras disponibles y por tanto no se analizan. El banco de resoluciones, por tanto, quedó 

consolidado cómo se evidencia en la Figura 12. 

 

Figura 12. Banco de resoluciones Caso 3 
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Figura 13. Evaluación modelos Caso 3 

 

Debido a la sub-entrenación del modelo, el modelo basado en Random Forest, cuenta con 

una evaluación baja, debido a que no se pueden generar suficientes subconjuntos para la 

clasificación satisfactoria de los datos. Además, aunque los otros modelos tienen medidas 

congruentes y a priori aceptables, al analizar las matrices de confusión, se concluye que no hay 

suficientes casos de pruebas para un correcto análisis.  

 

1. Logistic Regression 

Con sólo 8 casos de pruebas el modelo efectivamente logra predecir de forma confiable las 

resoluciones pertenecientes al LAC (Ver Figura 14), sin embargo, no existe evaluación para SIC y 

para fronteres existe una falta de precisión a la hora de la clasificación. 
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Figura 14. Matriz de confusión Logistic Regression 

2. Support Vector Machine 

Para el caso de SVM se tiene que similar al modelo de Logistic Regression no se consideran casos 

de prueba para el SIC, por tanto, los resultados podrían ser no fiel representación de los datos (Ver 

Figura 15) 

 

 

 

 

Figura 15. Matriz de confusión SVM 

3. Naive Bayes 

Para el caso de Naive Bayes se tiene que el modelo al igual que SVM y Logistic Regression, 

el modelo requiere mayor cantidad de datos de prueba, especialmente para SIC. (Ver Figura 16) 
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Figura 16. Matriz de confusión Naive Bayes. 

 

Por tanto, al analizar la métrica F1 score la cual permite una comparación directa entre 

modelos y estrategias, para todos los Casos (Ver Figura 17), podemos evidenciar que a pesar de 

que el Caso 3 tiene mejores resultados que el Caso 1 y 2 y si se analizan por sí sólo se podría 

concluir que usando modelos de Logistic Regression o SVM  el proceso podría ser aplicable, sin 

embargo, si realizamos el análisis conjunto de las matrices de confusión se puede evidenciar que 

los resultados podrían no ser una confiable representación de la realidad debido a la poca cantidad 

de datos de entrenamiento y prueba. 

Figura 17. Evaluación F1 Score por Caso y por Modelo  
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VI. RECOMENDACIONES Y TAREAS ADICIONALES 

 

Según los resultados encontrados en el proyecto, se recomienda crear una nueva estrategia 

de manejo de datos, la cual se base en una fragmentación por artículos clasificando artículo por 

artículo, donde se deberá: 

1. Dividir las resoluciones artículo por artículo 

2. Establecer estrategias de clasificación y obtención de datos. 

3. Cambiar el flujo de código para poder considerar la información por artículo 

4. Evaluar los resultados obtenidos por los diferentes casos. 

Ahora, adicionalmente a estas tareas dentro del marco del proyecto de prácticas, también 

dentro de la dirección participé en: 

1. Implementación Resolución CREG 101 018 de 2023: 

Esta resolución habla sobre la vigilancia del poder de mercado de los agentes generadores dentro 

del SIN, en ese proceso participé dentro: 

1. Análisis de impactos regulatorios: Analizando a que equipos impacta esta resolución, 

además que procesos se deben de cambiar y/o modificar para el cumplimiento de los hitos 

regulatorios. 

2. Gestionar equipo de implementación: Una vez identificado los equipos y el personal de 

implementación, ayudé a gestionar que procedimientos se deben de cumplir y que hitos 

regulatorios se deben de cumplir 

3. Implementar: Estos hitos se contemplan bajo los procedimientos publicados en la Circular 

CREG 068 de 20231 donde participé en la concepción y verificación de procedimientos 

para la aplicación de la resolución 

4. Crear planes B: Desarrollé el Plan B para la aplicación del informe de poder de mercado, 

el cual ejecuta el equipo de Liquidación SIC de manera diaria, bajo los procedimientos de 

la Circular CREG 068 de 2023 

5. Liderar el desarrollo del aplicativo para el Reporte de Situación de Control: Liderar 

la implementación del aplicativo de RSC dentro de RPM (Reporte de Parámetros del 

Mercado) para que los agentes generadores puedan realizar el reporte de situación de 

 
1 Circular CREG 068 de 2023: 

https://gestornormativo.creg.gov.co/gestor/entorno/docs/originales/Circular_CREG_068_2023/ 
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control que se hablar en el Artículo 4 de la Resolución CREG 101 018 de 2023 y Artículo 

5 de la Resolución 079 de 2018. 

 

2. Apoyo en el entendimiento regulatorio 

Apoyar en el entendimiento y gestión de comentarios de proyectos de resoluciones CREG 

y decretos del MME, dentro de las cuales se encuentran resoluciones que afectan resoluciones de 

Contratos, Garantías, Subastas, Liquidación SIC y Compensación del STR y STN. En las 

resoluciones en las cuales participé:

• Crg101-018-23 

• Crg101-020-23 

• Crg101-021-23 

• Crg101-022-23 

• Crg101-023-23 

• Crg101-024-23 

• Crg101-025-23 

• Crg101-027-23 

• Crg101-028-23 

• Crg101-029-23 

• Crg701-016-23 

• Crg701-017-23 

• Crg701-018-23 

• Crg701-019-23 

• Crg701-020-23 

• Crg701-021-23 

• Crg701-022-23 

• Crg701-023-23 

• Crg701-023A-23 

• Crg701-024-23 

• Crg701-025-23
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3. Liderar el Proyecto de Simplex Operativo – Ideal y Migración del Modelo 

Donde fui el encargado de implementar el módulo de despacho ideal, que reemplazará al 

DRP, aplicativo en el que se ejecuta el despacho diario y que requiere una migración a sistemas 

más modernos. Además, también de participar en la migración del modelo matemático de despacho 

de OPL a GAMS usando Gurobi cómo optimizador. Estos proyectos son claves para el desarrollo 

de las actividades de XM y en las cuales tuve un rol activo en el buen desarrollo de estos. 
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VII. CONCLUSIONES 

 

1. Las estrategias de procesamiento de datos, a pesar de que no son suficientes para la correcta 

clasificación de las resoluciones, presentan una base para futuros trabajos los cuales, 

podrían implementar estrategias similares, tal vez no a nivel de resoluciones completas, si 

no, a nivel de artículos dentro de resoluciones. 

2. La evaluación conjunta del F1 score y las matrices de confusión dan suficiente claridad del 

rendimiento promedio de cada modelo, además de presentar las herramientas necesarias 

para la comparación de los diferentes modelos. 

3. Las matrices de confusión presentan de manera clara y eficiente el funcionamiento del 

clasificador, además de presentar la necesidad de aumentar el tamaño de la base de datos.  

4. A pesar de que, con el Caso 1 y 2 usando modelos de SVM y Regresiones logísticas se 

lograban clasificar de manera correcta categorías cómo LAC y Contratos, la poca cantidad 

de datos puede llevar a conclusiones apresuradas, por tanto, se es necesario aumentar el 

conjunto de datos de entrenamiento y prueba 
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