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   I. RESUMEN EJECUTIVO 

 

El Instituto Colombiano de Bienestar Familiar implementa diferentes programas en procura de defender 

los derechos de los niños en general en especial de aquellos que se encuentran en condiciones que impliquen 

algún tipo de vulnerabilidad. Entre los programas existentes que están siendo implementados actualmente 

por el ICBF se encuentran los que están enfocados en la Primera Infancia, es decir, para niños y niñas entre 

los 0 años y 6 meses de edad hasta los 5 años y 11 meses de edad.  

 

En el municipio de El Banco, Magdalena funciona el Centro Zonal El Banco, dependiente de la Regional 

Magdalena del ICBF. Desde este centro zonal se supervisan los Operadores de Servicios de Primera 

Infancia, los cuales a través de licitaciones públicas ofertan para obtener la ejecución de los contratos de 

atención a usuarios de esta modalidad. Los contratos se ofertan por lo general con una duración de máximo 

un año, las atenciones van desde febrero hasta diciembre y por cada contrato se tiene un número fijo de 

cupos a atender. Para este caso de estudio, se está analizando usuarios provenientes de la Modalidad 

Institucional Centro de Desarrollo Infantil y Modalidad Desarrollo Infantil en Medio Familiar. Al iniciar 

cada año de atención se requiere vincular la totalidad de cupos a fin de garantizar una atención plena, y 

durante el curso del periodo de atención, mensualmente se realizan retiros (Cuando el usuario lo solicita 

por traslado de ciudad, barrio o tránsito a colegio) y posterior ingreso de usuarios.  

 

Una de las finalidades del programa es dar atención a los usuarios cuando presenten condiciones 

nutricionales. Para saber si un niño o niña cuenta con alguna condición de este tipo existen relaciones como 

Relación Talla-Peso, Edad-Talla y Edad-Peso, a diferencia de los adultos donde basta con hacer el cálculo 

el Índice de Masa Corporal para saber si existe alguna condición anormal. Cuando se trata de usuarios 

nuevos, por medio del Registro Civil se puede conocer la edad, pero hasta no dar la primera atención no se 

puede conocer su talla y su peso. Una condición nutricional anormal que no se atiende a tiempo y forma 

puede ocasionar daños irreparables a nivel de desarrollo cognitivo y físico en los niños. Por el contexto de 

la atención puede pasar bastante tiempo hasta que un usuario sea valorado por primera vez por los apoyos 

en Salud, tiempo valioso que luego puede ser irrecuperable [1].  

 

Por medio del modelo se realiza la tarea de clasificación para priorizar los usuarios inscritos en el ICBF 

en el programa de primera infancia de la Regional Magdalena, zona el Banco buscando establecer una 

clasificación que priorice los usuarios que ingresen al programa de primera infancia. Teniendo en cuenta 

factores como: Sisben, zona en que residan, Edad, Régimen de Salud, EPS, Discapacidad, Nacionalidad, 

Grupo Étnico, curvas de desarrollo y crecimiento, entre otros. 

 

Como resultado se obtuvo una clasificación en la que se priorizan los usuarios más propensos a presentar 

alguna condición nutricional y que estos reciban una valoración más pronta por parte de enfermeros y 

nutricionistas, ganándole un tiempo muy importante a su condición nutricional y evitar problemas a largo 

plazo de salud en los usuarios, que finalmente se convierten en costos y gastos de atención tanto para el 

gobierno como para la persona que pueda ver afectada su salud por malnutrición a temprana edad. 
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Los datos que se tienen para trabajar en esta monografía se exportaron directamente desde el Portal 

Cuéntame (https://rubonline.icbf.gov.co/) del Instituto Colombiano de Bienestar Familiar. Para obtener 

acceso a esta información, se estableció un acuerdo con un Operador de un Programa de Primera Infancia, 

respetando la Política de Tratamiento de Datos del ICBF [2]. El sistema entrega una Hoja de Cálculo en 

Excel con la información organizada en filas y columnas. No está de más acotar que esta información es 

digitada en el portal Cuéntame por los Auxiliares administrativos y los apoyos en salud del operador de 

Servicio. 
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II. DESCRIPCIÓN DEL PROBLEMA 

 

     La desnutrición en Colombia es un  tema de gran importancia y una problemática de salud pública que 

si no se detecta a tiempo y se corrige perjudica el buen funcionamiento del organismo, retrasa el desarrollo 

psicomotor, generando trastornos de crecimiento, motores y cognitivos, generando una menor 

inmunocompetencia y aumento en la mortalidad, lo que pretendemos con un modelo que estima la prioridad 

de atención a los niños que estén inscritos en programas del ICBF y que tengan alguna tendencia o mayor 

probabilidad de estar en estado de desnutrición es brindarle al ICBF una herramienta de clasificación que 

puedan utilizar para generar alarmas cuando se detecten niños en alto riesgo y se mejore su atención y por 

ende su estado de salud y desarrollo [7]. 

A. Problema de negocio 

     En la actualidad no existe en el instituto colombino de bienestar familiar ICBF Regional Magdalena, 

zona el Banco, una clasificación de los usuarios menores a 5 años, todos son atendidos por igual y con las 

mismas frecuencias sin importar su estado nutricional, estado socioeconómico y curvas de desarrollo, por 

lo cual un niño con desnutrición y una clasificación del Sisben baja es atendido de la misma manera que un 

niño que cuente con buen estado de salud y nivel socioeconómico estable 

B. Aproximación desde la analítica de datos 

     Por medio del modelo clasificatorio se quiere establecer una clasificación de los usuarios que ingresen 

al programa de primera infancia del ICBF, Regional Magdalena, zona el Banco. Teniendo en cuenta factores 

como: Sisben, zona en que residan, Edad, Régimen de Salud, EPS, Discapacidad, Nacionalidad, Grupo 

Étnico, ubicación en las curvas de crecimiento y desarrollo según la edad. 

 

Como resultado se obtendrá un listado en el que se priorizan los usuarios más propensos a presentar 

alguna condición nutricional desfavorable y que estos reciban una valoración más pronta por parte de 

enfermeros y nutricionistas, ganándole un tiempo muy importante a su desarrollo psicomotor y prevenir 

problemas a largo plazo de salud en los usuarios, que finalmente se convierten en costos y gastos de atención 

tanto para el gobierno como para la persona que pueda ver afectada su salud por malnutrición a temprana 

edad. 

 

Inicialmente se realizará una exploración de datos para determinar las variables categóricas y numéricas, 

también se realizará un análisis de datos faltantes, detección de datos atípicos por medio de gráficas y de 

ser necesario se llevará a cabo un escalamiento de los datos que puedan tener un mayor peso para realizar 

el modelo. En este caso se tratará de un problema de clasificación utilizando métodos como regresión 

logística, árbol de decisión, bosques aleatorios, máquina de soporte vectorial y redes neuronales artificiales, 

se buscará obtener el mejor resultado. Para entrenar el algoritmo se utilizará una relación 70% para 

entrenamiento -30% para validación del conjunto de datos inicial. También se realizará un proceso de 

segmentación con las variables de interés obtenidas en el análisis inicial. 
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C. Origen de los datos 

     Los datos que se tienen para trabajar en esta monografía se exportaron directamente desde el  

Portal Cuéntame (https://rubonline.icbf.gov.co/) del Instituto Colombiano de Bienestar Familiar. Para 

obtener acceso a esta información, se estableció un acuerdo con un Operador de un Programa de Primera 

Infancia, respetando la Política de Tratamiento de Datos del ICBF.  

D. Métricas de desempeño 

     Las métricas de desempeño varían según el tipo de aprendizaje que estemos afrontando. Cuando se trate 

de no supervisado se tendrán en cuenta métricas como el método del codo, y los scores de la Silueta, 

Calinski-Harabasz y Davies-Bouldin. Cuando se trate de aprendizaje supervisado se utilizarán las métricas 

de la librería Scikit-Learn cómo: precisión, precisión balanceada, F1 Score, Curva ROC [6]. 

 

     En el caso de estudio que estamos enfrentando, se requiere una alta precisión en los modelos ya que se 

trata de la salud de niños entre los 0 y los 5 años. Por esto se buscan modelos que sean capaces de tener 

métricas superiores al 95%. Para esto se pondrán a disposición todos los recursos computacionales posibles 

además de la gama de complejidad de algoritmos existentes para hacer clasificación. La finalidad es obtener 

resultados que sean de utilidad en la práctica para el operador de servicio que amablemente suministró la 

información. 

III. DATOS 

A. Datos originales 

El sistema entrega una Hoja de Cálculo en Excel con la información organizada en filas y columnas. No 

está de más acotar que esta información es digitada en el portal Cuéntame por los Auxiliares administrativos 

y los apoyos en salud del operador de Servicio. 

 

Dentro de la base de datos se encuentran datos cuantitativos y cualitativos los cuales le brindan una 

versatilidad importante. Existen columnas con gran mayoría de información en blanco y otras con 

información irrelevante, las cuales junto a los datos que restringió el operador serán omitidos durante el 

proceso de limpieza y preparación de datos. 

 

Entre las características más importantes incluidas en la base de datos se encuentran: 

 

● Sisben: El Sisben actualmente establece una clasificación alfanumérica, las letras van desde la A 

(Extrema Pobreza) a la D y dentro de cada escalafón hay 51 escalafones donde se mide el nivel de 

pobreza.  

● Edad: Se encuentra en un rango entre 6 meses y 5 años y 11 meses. 

● Régimen de Salud: Régimen subsidiado, Régimen contributivo, Régimen Especial 

● EPS: Mutual Ser, Nueva EPS, Coosalud, Magisterio. 

● Nacionalidad: Colombiana, Venezolana 

● Grupo étnico: Ninguno, Indígena, afrocolombiano, raizal 

● Zona de residencia: Urbana, rural 

https://rubonline.icbf.gov.co/
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● Barrio 

 

     La base de datos inicial cuenta con un total de 3561 filas y 66 columnas, con los siguientes tipos de datos 

y tamaño de archivo: 

 

dtypes: datetime64[ns](1), float64(14), int64(9), object(43) 

memory usage: 1.8+ MB 

 

     Como parte del acuerdo, se definió que la base de datos elaborada a partir de esta hoja de cálculo NO 

contendría de ninguna forma datos como: Nombres, apellidos y número de documento de los 

usuarios, nombres, apellidos y número de documento de los acudientes, foto del usuario o acudiente 

y ningún tipo de dato que pueda exponer o relacionar de una u otra manera a alguno de los usuarios 

inscritos al programa. 

B. Base de datos 

     Una vez tenemos el archivo para trabajar empezamos con una exploración inicial de la data, esto para 

ver qué tipo de datos tenemos, el tamaño y la calidad para empezar a diseñar la manera más adecuada de 

tratar esta data, el tipo de datos de la data lo relacionamos a continuación. 

 

TABLA I 

TIPOS DE DATOS UTILIZADOS 

Dtype Describe cómo se deben interpretar los bytes en el 

bloque de memoria 

object Se refiere a las variables de tipo categórico, por lo 

general son cadenas de texto o strings. 

Int 64 Hace referencia a un número entero y al espacio 

de memoria que este puede tener. 

datetime64[ns] Es una clase que permite operar de manera 

aritmética entre fechas, el 64 hace referencia al 

espacio de memoria asignado 

float64 Hace referencia a la cantidad de memoria asignada 

para representar un número real, es decir con 

decimales 

 

     Una vez terminada la exploración, realizamos un filtrado a los datos eliminando los datos que no 

podemos mostrar por políticas de tratamientos de datos y aquellos que por su naturaleza o cantidad no nos 

aportan ningún tipo de información que sea concluyente. 

 

dataf = 

data.drop(data.columns[[0,1,2,3,4,5,6,8,10,11,12,13,14,17,18,19,20,23,27,28,29,30,31,32,33,34,35,36,37,38,39

,40,43,44,45,46,47,48,49,50,51,56,59,63,65]], axis='columns') 
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Aquí seleccionamos las columnas con las que vamos a crear la base de datos de entrenamiento. 

C. Descriptiva 

     Después de tener la base de datos filtrada empezamos a codificar las variables que así lo requieren para 

terminar de crear la base de datos de entrenamiento, codificamos la variable tipo sisben para poder ponderar 

y clasificar la población de la base de datos original 

 
Fig. 1. Codificación de la variable Sisben. 

 

Nota: fuente autores. 

 

 
Fig. 2. Descripción de algunas variables de la base de datos 

Nota: fuente autores. 
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IV. PROCESO DE ANALÍTICA 

A. Pipeline principal

 

Fig. 3. Flujo grama de trabajo 

Nota: fuente autores 
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B. Preprocesamiento  

 

1) Preprocesamiento en aprendizaje no supervisado: 

 

 
Fig. 4. Cargue de la base de datos 

Nota: fuente autores. 

 

 

 
     Por medio de la aplicación del método dummy para variables categóricas se consigue expresar las 

variables categóricas en variables numéricas desglosadas por cada atributo de la categoría. De esta forma 

se pueden expresar como variables numéricas de tipo discreto, cuyo valor será 0 o 1. 
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2) Preprocesamiento en aprendizaje supervisado: 

 
Fig. 5. Cargue de la base de datos después de aplicar dummies 

Nota: fuente autores. 

 

     Para el cargue de la base de datos obtenido como salida del proceso de aprendizaje no supervisado se 

utilizó el método pandas.read_csv. 

 

 
     Posteriormente, se estableció la cantidad de datos que se tenían por cada una de las dos clases, para así 

determinar si sería necesario utilizar librerías o métodos especializados en tratamiento de bases de datos 

desbalanceadas. Para esto se utilizó el método value.counts() para realizar el conteo de las clases. Teniendo 

en cuenta los resultados obtenidos, no se considera necesario utilizar métodos para el balanceo de la base 

de datos como oversampling o subsampling. Si se tendrá en cuenta el parámetro class weight a la hora de 

crear los modelos para entrenamiento. 
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3) Escalamiento de los datos: 

 
Fig. 6. Escalonamiento de los datos 

Nota: fuente autores 

 

     Se utilizó un método de normalización (MinMaxScaler) de scikit-learn, con el cual se escalan las 

variables numéricas entre 0 y 1. Es el método de escalamiento más simple disponible en la librería 

mencionada. 

 

4) Separación en conjuntos de entrenamiento y validación: 

 

 
      

Utilizando el método train_test_split() disponible en la librería de Scikit Learn, se realizó la separación de 

nuestra base de datos inicial en dos conjuntos. Al método en sus parámetros se le entrega las variables 

dependientes como X y la variable independiente como Y, además de esto se le asigna un tamaño de 

validación del 30%. Como resultado de esto se obtendrán dos conjuntos, uno llamado train que tiene el 

70% de los datos elegidos aleatoriamente y el otro llamado validation que contiene los datos restantes. Con 

el primero se realizará el entrenamiento del algoritmo y con el segundo se realizará la validación de este a 

través de las métricas de negocio elegidas para este caso. 
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C. Modelos  

TABLA II 

MODELOS IMPLEMENTADOS 

Aprendizaje no supervisado Aprendizaje supervisado 

KMeans Regresión logística 

Clustering Jerárquico Arbol de decisión 

PCA + KMeans Random Forest 

IPCA + KMeans Máquina de Soporte Vectorial 

TSNE + KMeans MLP Classifier (Red Neuronal) 

 

D. Métricas 

1)  Métricas de aprendizaje no supervisado: 

 

     Para realizar el proceso inicial de generación de etiquetas en nuestra base de datos se seleccionaron las 

siguientes métricas. Es importante utilizar la mayor cantidad de métricas que sean representativas y 

permitan hacer una correcta selección del modelo final. Como resultado de cada una de estas métricas se 

obtuvo un número de clusters recomendados que a su vez se traducirán en las clases que tendremos en el 

posterior paso de aprendizaje supervisado. 

 

TABLA III 

DESCRIPCIÓN DE MODELOS DE APRENDIZAJE NO SUPERVISADO IMPLEMENTADOS 

Métrica Función de Scikit-Learn Descripción 

Método del codo modelo_kmeans.inertia_ Es un método más visual. Se busca el 

punto en la gráfica Número de clusters vs 

varianza intra cluster donde se evidencie 

un abrupto cambio en la pendiente [5]. 

Score de la Silueta silhouette_score(X, 

cluster_labels) 

Se calcula con el promedio de la distancia 

intra-cluster y el promedio de la distancia 

con el grupo más cercano. En esta métrica 

se calcula el máximo valor de la silueta 

que correspondía al número óptimo de 

clusters [5]. 

Score de Calinski-

Harabasz 

calinski_harabasz_score(X_sc

aled, cluster_labels) 

Se define como el radio de la suma de la 

distancia inter-cluster sobre la distancia 

intra-cluster. El máximo valor de esta 

métrica permite obtener el número óptimo 

de clusters [5]. 
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Score de Davies-Bouldin davies_bouldin_score(X_scal

ed, cluster_labels) 

Mide la similitud promedio entre los 

clusters, entendiendo la similitud como la 

distancia entre centros de los clusters. Para 

esta métrica se busca el puntaje más 

cercano a cero que indique mayor 

compactación de los grupos [5]. 

 

 

2) Métricas de aprendizaje supervisado: 

 

TABLA IV 

DESCRIPCIÓN DE MODELOS DE APRENDIZAJE SUPERVISADO IMPLEMENTADOS 

Métrica Función de Scikit-Learn Descripción 

Precisión accuracy_score(Y_validation, 

predictions) 

 

Como su nombre lo indica calcula la 

precisión del modelo. Compara la 

cantidad de etiquetas clasificadas por el 

modelo correctamente en relación a las 

etiquetas verdaderas. Es la métrica más 

básica del aprendizaje supervisado [5]. 

Precisión Balanceada balanced_accuracy_score(Y_v

alidation, predictions) 

 

Similar a la precisión, pero esta vez tiene 

en cuenta el desbalanceo de clases 

existente en la base de datos. Gana mayor 

importancia cuando las clases se 

encuentran muy desbalanceadas [5]. 

F1 Score f1_score(Y_validation, 

predictions, 

average='weighted') 

Esta métrica mide el balance entre la 

precisión y la memorización del modelo, 

en otras palabras, se define como el 

promedio armónico entre la precisión y el 

recall. En esta métrica se prefieren los 

valores cercanos a 1 [5]. 

Área bajo la curva ROC roc_auc_score(Y_validation, 

predictions) 

Calcula el área bajo la curva característica 

operativa del receptor, comparando la 

cantidad de valores verdaderos positivos 

con respecto a la cantidad de valores de 

falsos positivos [5]. 
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V. METODOLOGÍA 

A. Baseline 

     Para la primera iteración tuvimos que realizar una limpieza inicial y un filtrado ya que la base de datos 

que nos fue suministrada no estaba etiquetada. Inicialmente realizamos un proceso de aprendizaje no 

supervisado donde aplicamos diferentes algoritmos y basado en las métricas de negocio definidas 

previamente, tomar una decisión de cual modelo escoger. Durante el análisis de las columnas contenidas 

en la base de datos, encontramos variedad en el tipo de datos, algunas eran numéricas, tanto discretas como 

continuas, de igual modo de tipo entero o real, además de esto columnas con fechas y otras en su mayoría 

categóricas, lo cual sugería a priori el uso de métodos de codificación de estas. 

 

Investigando más a fondo, encontramos que algunas columnas en su totalidad o gran parte estaban 

compuestas por missing values, por datos redundantes, sin sentido o poco confiables. En el inicio del 

ejercicio se acudió con el proveedor de los datos para hallar la forma de minimizar esta incertidumbre, ya 

que de antemano se conocía de los posibles errores ocurridos en el origen y consolidación de esta 

información. En algunos casos fue posible mejorar la calidad de los datos y mantener en consideración estas 

variables, en otros casos, no fue posible y se trató de las primeras características que debimos prescindir 

para nuestro estudio. En el análisis previo, se definió como parte del ejercicio la importancia de contar con 

una variable que fuera confiable en su origen y la vez permitiera caracterizar el contexto socioeconómico 

de los usuarios, indagando el asunto, se encontró que con la información contenida en la base de datos y 

previa autorización del operador de servicio que la suministró, se procedió a generar la columna con esta 

información. Este proceso se realizó de manera manual, requirió una buena cantidad de tiempo para su 

conclusión, pero también se garantiza confiabilidad en el conjunto de datos.  

 

 
Fig. 7. Clasificacion Sisben 

Nota: fuente https://www.sisben.gov.co/Paginas/consulta-tu-grupo.aspx 
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La clasificación actual del Sisben fue establecida en 2021 y pasó de un valor numérico de tipo continuo 

a un escalafón alfanumérico como se aprecia en la ilustración anterior. El escalafón actual se compone de 

una letra que va de la A a la D, siendo la A el grupo de pobreza extrema, la B corresponde a pobreza 

moderada, la C a la población vulnerable y la D aquella población que no se encuentra en condición de 

pobreza y vulnerabilidad. A su vez cada grupo se subdivide según un número que varía según cada grupo 

inicial, en cada caso el número 1 corresponde al subgrupo de menor condición socioeconómica en relación 

con los demás subgrupos. Posteriormente se realizó un proceso de codificación de esta variable 

alfanumérica convirtiendo la en una variable numérica de tipo discreto, desde 0 que representa el subgrupo 

de los que no se conoce su estado en el Sisben hasta 52 que representa al subgrupo D21. Al realizarse este 

proceso en parte manual, es susceptible al error humano, por ejemplo, algunas casillas quedaron con la letra 

A que identifica a la extrema pobreza, pero no se conoce con exactitud en cual subgrupo se hallaba. 

 

En cuanto a las variables con datos poco confiables como la de Discapacidad, que contaba con una 

variabilidad muy baja, ya que la mayoría absoluta de los datos pertenecían a un mismo tipo. Al finalizar 

este proceso, se pasó de un número de variables inicial de 66 a un reducido 16 pero de mayor valor 

concentrado para la posterior generación de modelos. Este condensado contaba con 5 variables numéricas, 

de las cuales 2 son de tipo real y 3 de tipo entero, por otra parte, las variables de tipo categórico son 11. Al 

contar con mayoría de variables categóricas, se hizo necesario el uso del método dummy de la librería 

pandas (dDum = pd.get_dummies(dDum, drop_first=1)) con el cual se desglosaba estas variables hasta obtener 

otras variables que describiera de manera más sencilla la información sin perder calidad. El siguiente paso, ya 

consistía en generar, entrenar y evaluar los modelos, para ello se definió utilizar los siguientes algoritmos de 

aprendizaje no supervisado: 

 

● K-Means es un algoritmo clásico de agrupamiento basado en métricas de distancia que mide la 

relación entre los datos con los centros de los clusters. Se utiliza cuando tenemos una gran cantidad 

de datos sin etiquetar. Este algoritmo empieza definiendo aleatoriamente una cantidad de centros 

indicados en los parámetros del código y en cada iteración estos centros van migrando en procura 

de minimizar la distancia intra cluster y optimizar la distancia entre clusters, por medio de esto se 

garantiza la cohesión y similitud entre clases. El objetivo de este algoritmo es el de encontrar “K” 

grupos (clusters) entre los datos crudos [5]. 

 

● Agrupamiento jerárquico, construye una jerarquía de clusters para realizar el análisis y existen dos 

categorías para este tipo de clusterización: aglomerante y divisivo. Para representar los resultados 

de la jerarquía de grupos se usa el dendograma que muestra las jerarquías de acuerdo con las 

distancias que existen entre los elementos del conjunto de datos, las cuales se pueden representar 

en una matriz de distancias [5]. 

● PCA + KMeans, Se conoce como el análisis de componentes principales. Por medio de este 

método de reducción dimensional, se logra condensar una gran cantidad de columnas en un número 

menor que conserva la representatividad del conjunto inicial. En nuestro caso de estudio, se definió 

reducirlo a dos variables p1 y p2 que lograban representar el 90% de los datos iniciales. Con esto 

se conseguía disminuir los recursos computacionales requeridos, reducir los tiempos de ejecución 

del algoritmo y potencializar las diferencias entre las variables para mejorar el proceso de 

agrupamiento a realizarse posteriormente con KMeans [5]. 
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Fig. 8. Grafica de PCA+KMeans 

Nota: fuente autores 

 

● IPCA + KMeans, se utiliza como reemplazo del PCA cuando el número de datos es demasiado 

grande, este crea una aproximación de rango bajo para los datos de entrada utilizando una menor 

cantidad de memoria. Se puede decir que es una optimización del método PCA, que, si bien requiere 

de mayores recursos computacionales, por lo general permite retribuirlos en una mejor 

segmentación. Al igual que con el método PCA, se utilizó la salida como entrada de un proceso de 

segmentación con KMeans [5]. 

 

 
Fig. 9. Grafica de IPCA+KMeans 

Nota: fuente autores 

 

● T-SNE + KMeans, es una técnica de reducción de dimensionalidad utilizada para representar un 

conjunto de datos de alta dimensión en un espacio de baja dimensión de dos o tres dimensiones 

para que podamos visualizarlo. A diferencia de otros algoritmos de reducción de dimensionalidad 

como PCA, que simplemente maximiza la varianza, t-SNE crea un espacio de características 

reducido donde las muestras similares se calculan  mediante una relación entre los vecinos más 

cercanos y las muestras diferentes que se modelan mediante puntos distantes con alta probabilidad, 

para determinar cuál es el mínimo error de la reducción de dimensionalidad el algoritmo tsne utiliza 
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una métrica de entropía llamada divergencia Kullback-Leibler el cual el algoritmo busca minimizar 

ese valor de entropía para garantizar la mejor representación de los datos reducidos. Este método 

se caracteriza por carácter estocástico, es decir que en cada ejecución podía presentar resultados 

diferentes. A diferencia de los métodos de PCA y PCA Incremental, requiere de un mayor tiempo 

de ejecución. La salida obtenida en este método de reducción de dimensionalidad, se utilizó 

posteriormente como entrada en una segmentación con K Means [5]. 

 

 
Fig. 10. Grafica T-SNE+KMeans 

Nota: fuente autores 

 

 

     En este caso de estudio hablar de primera iteración es algo ambiguo, porque de antemano se definió 

utilizar cinco modelos distintos y que el Machine Learning hiciera su tarea. Teniendo etiquetada la base de 

datos a la salida del módulo de aprendizaje no supervisado de este proyecto, se comenzó con la tercera y 

última etapa que consistió en generar modelos de clasificación. Para esto también se utilizaron diferentes 

herramientas, desde la más simple de Regresión Logística hasta una Red Neuronal básica con el MLP 

Classifier de la librería Scikit-Learn. En el problema de negocio que enfrentamos al tratarse de la salud de 

seres humanos y en especial al tratarse de niños en primera infancia, más específicamente entre los 0 y los 

5 años, se hizo crítico obtener un modelo con altos estándares en cuanto a las métricas, por ello se definió 

utilizar varias de ellas que permitieran evaluar los modelos desde distintas perspectivas. El procedimiento 

de aprendizaje no supervisado ayudó a mejorar estás métricas, ya que entregó una base de datos etiquetada 

de manera apropiada con dos clases bien cohesionadas entre sí y distinguibles una de la otra. 

 

Los métodos de aprendizaje supervisado utilizados fueron los siguientes: 

● Regresión Logística 

● Arbol de Decisión 

● Random Forest 

● Máquina de Soporte Vectorial 

● Red Neuronal Artificial [4] 
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B. Validación 

     Inicialmente el conjunto de datos se partió en dos, un conjunto de entrenamiento llamado train y otro 

conjunto de prueba del modelo llamado validation. Se definió la proporción 70-30 para estos conjuntos 

para disminuir el riesgo de presentar sobreajuste o subajuste. Al final del proyecto, se elevó la petición al 

Operador de Servicios para obtener datos nuevos que permitieran realizar una validación más exhaustiva 

de los modelos obtenidos. Por medio de esta petición se obtuvo una pequeña base de datos de 100 filas con 

datos correspondientes al año 2022 que sirvieron para poner a prueba los modelos finalistas y tomar la 

decisión final de con cual quedarse. 

C. Iteraciones y evolución 

1) Aprendizaje no supervisado: 

     Se comenzó por identificar y familiarizarse con la base de datos y luego pasar a un preprocesamiento 

donde se analizó a profundidad el mismo conjunto de datos, se eliminaron o trataron nulos, se codificaron 

variables categóricas y finalmente se normalizaron. Inicialmente se buscó etiquetar la base de datos por lo 

cual se implementaron 5 métodos de agrupamiento y basado en 3 métricas previamente seleccionadas tomar 

la decisión de cual método escoger [6]. Para conseguir este objetivo, anteriormente se había realizado un 

análisis exploratorio de los datos, limpiado la base de datos y realizado un preprocesamiento [3]. 

 

2) Aprendizaje supervisado: 

     En esta parte del proyecto se fueron implementando métodos de menor a mayor según la complejidad 

en el cómputo del modelo, de esta forma se inició con el clásico de modelo de regresión lineal y se llegó 

hasta una red neuronal básica utilizando MLP Classifier. En este proceso se pasó por un árbol de decisión, 

luego por uno de random forest y otro de máquina de soporte vectorial, siempre en procura de obtener las 

mejores métricas que a su vez estuviesen alineadas con los requerimientos de negocio [3].  

 

     Después de realizadas las 5 iteraciones, se preseleccionaron 2 modelos según las métricas obtenidas. 

Para tomar la decisión final se tuvo en cuenta la ejecución de estos dos modelos un nuevo conjunto de datos 

que fue obtenido. 

D. Herramientas 

Para el desarrollo de este caso de estudio se utilizaron las siguientes herramientas: 

● Google Colaboratory: La mayoría de trabajo se realizó en este medio, las 3 etapas de la monografía 

aquí 

● Microsoft Excel: Se utilizó para visualizar inicialmente los datos obtenidos, ya que este fue el 

medio en el cual lo entregó el operador de servicios.  

● Microsoft Power BI: Se realizaron algunas visualizaciones utilizando esta herramienta 
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VI. RESULTADOS 

A. Metricas 

1) Configuración de modelos de aprendizaje no supervisado: 

 

a) KMeans: 

 

 
Fig. 11. Ejemplo de algoritmo Kmeans 

Nota: fuente autores 
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b) Clustering jerárquico: 

 
Fig. 12. Ejemplo de Clustering jerárquico 

Nota: fuente autores. 
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c) PCA + KMeans: 

 

 
Fig. 13. Ejemplo de PCA+KMeans 

Nota: fuente autores. 
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d) IPCA + KMeans: 

 

 
Fig. 14. Ejemplo de algoritmo IPCA+KMeans 

Nota: fuente autores. 
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e) TSNE + KMeans: 

 

 
Fig. 15. Ejemplo de algoritmo T-SNE+Kmeans 

Nota: fuente autores. 

 

TABLA V 

SCORE DE METRICAS UTILIZADAS 

 # de Clusters Score Silhouette Score Calinski-Harabasz Score Davies-Bouldin 

0 2 0.491766 5042.164551 0.768223 

1 3 0.402277 4706.577695 0.863599 
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2 4 0.340266 4298.638174 0.986444 

3 5 0.290371 3737.570210 1.140388 

4 6 0.298675 3440.543181 1.073030 

5 7 0.252655 3178.464687 1.165482 

6 8 0.241174 2945.193641 1.213691 

7 9 0.249084 2779.073055 1.199140 

8 10 0.232733 2632.310780 1.250760 

9 11 0.234336 2510.171009 1.228064 

 

     En la tabla anterior tenemos los resultados obtenidos de la interacción realizada del algoritmo de K-

means y los diferentes puntajes obtenidos con los diferentes cluster. Para nuestro caso trabajamos con un 

valor de K=2 ya que fue una de las mejores distribuciones de los datos alrededor de los centroides 

 

● Score de Sillhouette:  este score va de -1 a +1, en donde un valor elevado significa la cohesión de 

los grupos entre más cercano a 1 mucho mejor la métrica 

● Score Calinski-Harabasz:  un valor alto significa que las agrupaciones son densas y están bien 

separadas, se utiliza para hallar un pico de decisión. 

● Score Davies-Bouldin: este mide la similitud promedio de cada grupo con su grupo más similar, 

los grupos más separados y menos dispersos son mejores, el mejor valor es el más cercano a cero. 
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2) Configuración de modelos de aprendizaje supervisado: 

      

Terminado el proceso de etiquetado de los datos, se procedió a realizar los modelos de aprendizaje 

supervisado bajo las siguientes configuraciones: 

 

a) Regresión logística: 
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Fig. 16. Matriz de confusión del modelo de regresión logística 

Nota: fuente autores. 
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b) Árbol de decisión: 

 

 
Fig. 17. Matriz de confusión con el modelo de árbol de decisión 

Nota: fuente autores. 
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c) Random forest: 

 

 
Fig. 18. Matriz de confusión con el modelo Random Forest 

Nota: fuente autores. 
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d) Máquina de soporte vectorial: 

 
Fig. 19. Gráfica espacio de características Kernel. 

Nota: fuente autores. 
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Fig. 20. Matriz de confusión de máquina vectorial aplicada al modelo 

Nota: fuente autores. 

 

e) MLP Classifier: 
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Fig. 21. Matriz de confusión con el modelo MLP Classifier 

Nota: fuente autores. 

 

     Generados todos los modelos y evaluados según las métricas de negocio, se obtuvo la siguiente tabla 

de métricas: 

TABLA VI 

METRICAS 

 
En cada métrica se prefiere el valor más alto. 

 

B. Evaluación cualitativa 

Los resultados obtenidos con el modelo fueron bastante satisfactorios ya que se consiguió la meta inicial 

de obtener métricas superiores al 95%. Culminado el procedimiento de aprendizaje supervisado la decisión 

se redujo a dos modelos que se destacaron por obtener las mejores métricas. Por una parte, el de Random 
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Forest y por otra el de Máquina de Soporte Vectorial. En un principio se validaron con el conjunto de prueba 

y las métricas no sugerían la presencia de sobreajuste por lo cual, y para obtener una mayor seguridad en el 

caso de estudio, se procedió a solicitar datos nuevos al Operador de Servicios, ya que los datos iniciales 

correspondían a información de octubre de 2021. Después de un largo proceso con la entidad, se obtuvo la 

información que posteriormente debió organizarse en forma de base de datos con la misma cantidad de 

variables y organizados exactamente de la misma forma que la base de datos con que se generaron los 

modelos. Exactamente fueron 100 datos nuevos, con los cuales se pusieron a prueba los modelos, resultando 

el de Random Forest con evidentes signos de sobreajuste, ya que al guardar el modelo con la librería joblib 

y luego ejecutarlo con estos datos nuevos, el modelo solamente clasificaba los datos con la clase 0 que 

corresponde a los usuarios que no requieren atención priorizada.  

 

 
Después de esto se realizó el mismo ejercicio guardando y luego cargando el modelo obtenido con 

Máquina de soporte vectorial, se ejecutó con los datos nuevos y se obtuvo que de las 100 muestras, 96 

fueron clasificadas correctamente, lo cual ratifica la condición satisfactoria de ejercicio realizado. 

 

 
     También se evaluó el modelo ejecutado con los datos nuevos utilizando las otras métricas de negocio, 

en todos los casos se obtuvo resultados muy prometedores. 
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C. Consideraciones de producción 

Considerando el entorno en que se genera y utiliza la información utilizada en este caso de estudio, 

pensar en integración con servicios en la nube sería casi utópico, por lo general las empresas contratistas 

que se hacen cargo de estos contratos de atención a primera infancia, cuentas llanamente con el recurso 

suficiente para dar una atención decente a los niños. Dentro de los presupuestos que le asigna el Instituto 

Colombiano de Bienestar Familiar no se encuentran contemplados gastos referentes a analítica descriptiva 

o predictiva de datos, estos procesos a menudo se dan en las oficinas centrales del Instituto y no tiene la 

granularidad suficiente para llegar a poblaciones tan recónditas como El Banco, Magdalena. Viéndolo de 

este modo, resultaría interesante hacer la propuesta de contar con un pequeño presupuesto que permita 

actualizar con cierta periodicidad este modelo obtenido. Si se consiguiera poner en producción este modelo, 

se requiere articular otros procesos que garanticen la calidad de los resultados obtenidos. Como ya se 

mencionó anteriormente, existen variables numéricas que son susceptibles al error humano o a una mala 

calibración de los equipos con que se toman, es el caso del peso y la talla. Es importante capacitar al personal 

para realizar correctamente el proceso de pesaje y tallaje, ya que, si bien puede parecer algo rutinario, en la 

realidad se cometen errores simples que atrofian la medida correcta. A la hora de digitar los valores sobre 

todo en áreas alejadas donde no se tiene acceso al computador, es importante tener una caligrafía clara que 

no deje lugar al error cuando el digitalizador ingrese la información al sistema.  

 

Estos contratos de servicio por lo general llevan todo el año, y constantemente están ingresando nuevos 

usuarios al programa, por lo cual el flujo de información es constante. En una puesta en producción sería 

fundamental alimentar constantemente el modelo y renovarlo mensualmente para mantener cimientos 

reales. Este caso de estudio es altamente susceptible a fenómenos sociales y culturales de la región por 

ejemplo la migración de extranjeros o las posibles inundaciones que con frecuencia se presentan en esta 

zona bañada por el Río Magdalena. Todas estas variaciones afectan las características socioeconómicas de 

la población y de igual manera la calidad de vida de los niños, aumentando enfermedades que pueden actuar 

como agravantes de condiciones nutricionales anormales. 

 

Enlace de acceso a repositorio en GitHub con los notebooks y bases de datos del proyecto: 

https://github.com/juanjoamaris/Monografia-UDEA   
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VII. CONCLUSIONES 

 

● El proyecto mostró unos resultados prometedores, se consiguieron los objetivos planteados al 

principio y el potencial para implementarlo es bastante grande obviando el hecho de la falta de 

financiamiento. 

● Se pudo generar un modelo confiable el cual fue probado con datos nuevos, que no guardan 

vinculación con los utilizados a la hora de entrenar y testear el modelo. 

● El ejercicio fue satisfactorio, ya que mientras se perseguía el objetivo de generar un modelo útil, se 

pudo implementar la mayoría de las técnicas aprendidas durante la especialización, esto permitió 

fortalecer conocimientos para un desempeño futuro. 

● En este tipo de ejercicios donde se trata la salud de niños menores de 5 años, es fundamental obtener 

métricas de negocio altas, si esto no está garantizado, difícilmente se consiga poner en producción 

el modelo generado. 

● En un futuro proyecto similar, se recomienda conseguir una base de datos más grande, 

preferiblemente con más variables que caractericen condiciones socioeconómicas. 
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X. GLOSARIO 

 

● Malnutrición: Hace referencia al déficit en la ingesta calórica 

● Operador de Servicio: Es la entidad que administra el contrato de primera infancia, fueron 

quienes suministraron la base de datos. 

● Sisben: Es el mecanismo mediante el cual el Estado colobiano clasifica a las familias según su 

situación económica. 

 


