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Abstract—The paper aims to estimate the cost of VIS and
NON VIS housing projects using historical data from Constructor
Vértice Ingenieria and Construcciéon, covering the period from
2016 to 2023. This study investigated the predictive power of a
Random Forest Regressor for estimating total project costs in
real estate development. Data preprocessing involved handling
missing values, encoding categorical variables, and aggregating
relevant features to create a comprehensive dataset. The Ran-
dom Forest model, optimized through GridSearchCYV, leveraged
its ability to handle non-linear relationships and interactions
between variables. The model evaluation metrics, including R-
squared (R?) and root mean square error (RMSE), revealed an
R? value (0.938) and an RMSE of 129,195,291, demonstrating
its strong predictive performance, which for a VIS project on
average has a cost of 11,000,000,000 Colombian pesos and for a
NON VIS project has an average cost of 40,000,000,000 Colom-
bian pesos, it should be noted that a low RMSE indicates a better
fit of the model. This represents a significant improvement over
previous linear regression approaches. Future work will explore
the inclusion of additional variables, such as macroeconomic
indicators, and compare the Random Forest model to other
ensemble methods like Gradient Boosting to further enhance
predictive accuracy and applicability in the real estate sector.

Index Terms—Regresion, Outliers, Machine, GridSearch, Ran-
dom Forest Regression, Vivienda, VIS, NO VIS.

I. INTRODUCCION

La industria de la construccién en Colombia enfrenta un
desafio critico en la estimacion precisa de costos de proyectos,
lo que genera repercusiones negativas en el sector. De acuerdo
con un estudio de la Constructora Contex, en los ultimos cinco
afios, la industria ha experimentado un panorama complejo
debido a factores como la planeacion ineficiente de proyectos,
altas tasas de interés, disminucién de subsidios y aumento en
el precio de materiales [1]. Esto ha resultado en la liquidacion
de aproximadamente 150 constructoras y la reestructuracion
de 366 mds por parte de la Superintendencia de Sociedades -
SuperSociedades [1]. Por esta razén, se entiende que la esti-
macién de costos en la construccidén es un proceso complejo
y sujeto a una gran cantidad de incertidumbres, lo que genera
grandes retos, tales como:

- Sobrecostos: donde el costo real de los proyectos supera
significativamente lo presupuestado.

- Retrasos: donde la imprecision en la estimacién de costos
conduce a retrasos en la ejecucion de los proyectos.

En este proyecto se realiz6 el andlisis de un conjunto de
datos histéricos y la aplicacién de técnicas de aprendizaje
automatico, se desarrollé modelos predictivos mas precisos y
confiables para estimar costos de manera eficiente. Asimismo,
los datos fueron obtenidos de la Constructora desde el afo
2016 hasta el afio 2023. Las métricas de desempefio podrian
incluir la precisién del modelo y el valor del costo de los
proyectos futuros con caracteristicas similares a los actuales.

II. BACKGROUND

A continuacion, se realiza la definicion de los términos clave
utilizados en el presente articulo, los cuales son fundamentales
para comprender las técnicas y metodologias aplicadas en el
andlisis de datos y Machine learning.

o Coeficiente de determinacion (R2): Es una métrica es-

tadistica que indica la proporcién de la variabilidad en
la variable dependiente que es explicada por el modelo
de regresion. Su valor oscila entre 0 y 1, donde un valor
cercano a 1 indica que el modelo explica la mayor parte
de la variabilidad observada en los datos, mientras que
un valor cercano a 0 sugiere que el modelo explica poco
de dicha variabilidad. [2].

Root Mean Squared Error (RMSE): Es una métrica que
mide la magnitud promedio del error en las predicciones
de un modelo, expresado en las mismas unidades que la
variable objetivo. Es ampliamente utilizado para evaluar
modelos de regresion porque penaliza mds los errores
grandes que los pequefios. Un RMSE bajo indica un
mejor ajuste del modelo. [3].

La distribucién de los residuos (Residuals Distribution) se
refiere al andlisis de los errores residuales de un modelo
estadistico o de aprendizaje automdtico. Un residuo es
la diferencia entre el valor observado (yi) y el valor
predicho (1) por el modelo. El andlisis de la distribucién
de los residuos es fundamental para evaluar la calidad
del modelo y validar sus supuestos. Idealmente, en un
modelo bien ajustado, los residuos deben:

- Tener una distribucién aproximadamente normal.

- Estar centrados en torno a cero.

- No mostrar patrones (indicando homocedasticidad: var-
ianza constante).

- Ser independientes entre si.

Una distribucién no normal de residuos, patrones en
un gréfico de dispersién o varianza no constante puede
sugerir problemas como mala especificacién del modelo,
presencia de relaciones no lineales o datos atipicos [4].
Codificacién de Variables Categdricas: Es el proceso de
transformar datos categéricos (como nombres o cate-
gorfas) en un formato numérico que los modelos de
Machine Learning puedan procesar. Ejemplos de técnicas
de codificacion incluyen ”One-Hot Encoding” y “Label
Encoding” [5].

Valores Atipicos: También conocidos como “outliers”,
son observaciones en los datos que se desvian significati-
vamente de la tendencia general. Pueden ser resultado de
errores en los datos o eventos excepcionales, y es impor-
tante tratarlos adecuadamente para evitar que distorsionen
los resultados del modelo [5].

Planificaciéon Financiera en Proyectos de Construccion:
Proceso mediante el cual se estiman, asignan y controlan
los recursos financieros necesarios para la ejecucion de
proyectos de construccién. Involucra prediccién de cos-
tos, presupuestos y andlisis de rentabilidad [6].

Insumos en Proyectos de Construccién: Son los materi-
ales, mano de obra, equipos y otros recursos necesarios
para la ejecucién de un proyecto de construccién. El
analisis detallado de insumos especificos ayuda a enten-
der los costos y optimizar la planificacién [6].
Estimacion de Costos: Proceso de calcular el costo
aproximado de un proyecto basado en datos histéricos,



especificaciones y modelos predictivos. Es clave para
evitar sobrecostos y optimizar recursos en la construccién
[6].

o Periodo de Referencia de Datos: Intervalo de tiempo
especifico durante el cual se recopilan datos histéricos
para su andlisis. En este caso, comprende de 2016 a 2023,
permitiendo identificar tendencias y patrones relevantes.

e VIS: Corresponde a las Viviendas de Interes Social. Esta
viviendas generalmente son las mds economicas dentro
del segmento, y tambien lo usuarios pueden aplicar a
subsidios etc [7].

e« NO VIS: Corresponde a las Viviendas de NO Interes
Social. Esta viviendas generalmente son las mds costosas
dentro del segmento [7].

III. ESTADO DEL ARTE

La estimacién precisa de costos en proyectos de con-
struccién es fundamental para la planificacién y ejecucion
eficiente. Diversos estudios han explorado la aplicacién de
técnicas de Machine Learning para mejorar la precisién en
la prediccién de costos.

Un estudio de 2020 realizé una revisién sistematica de
técnicas de Machine Learning aplicadas a la estimacién de
costos en proyectos de construccion, destacando la necesidad
de conjuntos de datos adecuados para modelar y prever costos
con precisién [8].

En 2007, una investigaciéon en la Universidad de Chile
desarroll6 un modelo basado en redes neuronales para predecir
variaciones de costos en proyectos de construccién habita-
cional en altura. Este estudio también implement6 modelos
de regresion lineal multiple para comparacién, encontrando
que las redes neuronales ofrecian una mayor precision en las
predicciones [9].

Un estudio de 2023, realizé un andlisis y prediccién del
precio de la vivienda en Madrid implementando varios mod-
elos de Machine Learning, incluyendo Random Forest, para
predecir precios de viviendas en Madrid. Los resultados desta-
can que Random Forest ofrece una precisiéon notable en las
predicciones, siendo uno de los modelos mas efectivos en el
estudio [10].

En 2024, una investigacién en la Universidad Pontificia
de Comillas desarrollé modelos de Prediccién de precios
Inmobiliarios utilizando técnicas de Machine Learning Este
estudio desarrollé modelos predictivos para estimar precios de
venta de viviendas en Madrid, utilizando la técnica de Random
Forest. Los resultados indican que Random Forest es uno de
los modelos con mejor desempeio en términos de precision y
error [11].

Ademids, se han desarrollado tutoriales que demuestran
la aplicacién de la regresién para la prediccién de precios,
utilizando herramientas como Model Builder para entrenar
modelos de Machine Learning y evaluar su precisién [12].

Estos estudios resaltan la importancia de seleccionar vari-
ables relevantes y aplicar técnicas de preprocesamiento de
datos para mejorar la precision de los modelos predictivos en
la estimacion de costos de construccion. La reestructuracion

de variables y el enfoque en insumos especificos, como se
propone en el presente proyecto, estdn alineados con las
mejores practicas identificadas en la literatura existente.

IV. METODOLOGIA
A. Dataset

Durante la identificacidon de fuentes de informacion, resulta
que los datos de los proyectos se encuentran en una base
de datos SQL Server On Premise, distribuidos en cuatro
tablas, que al final eran parte de un modelo de datos tipo
estrella (tres dimensiones y una tabla de hechos). La data
comprende informacién desde el afio 2016 hasta el afio 2023.
Para su uso se descargaron a través de archivos en formato
CSV y en conjunto ocupan 500 MB de informacién. Los
archivos contienen informaciéon de Nombre de Proyectos que
incluyen 268 registros, Insumos que incluyen 110000 registros,
Tipos de Costos que incluyen 3227 registros y finalmente la
tabla de hechos Control Proyectos donde se encuentran los
campos para relacionar las dimensiones y el valor del costo
del proyecto, incluye un millén de registros. EI modo de
acceso a la data es mediante una maquina virtual, para ello se
debe tener las credenciales que otorga la Constructora Vértice
Ingenieria y Construccién para poder acceder. Las tablas son
las siguientes: Proyectos, Insumos, Tipos de Costo, Control de
Proyectos.

Dado que los datos originales estdn en diferentes tablas,
se procede a realizar un proceso de ingenieria de datos para
consolidar la informacién en un solo dataset, para ello se inicia
con la lectura de los archivos en un notebook de la plataforma
Databricks, luego se realiza joins entre las tablas, teniendo
como base la tabla de hechos. Una vez realizado los joins,
seleccionamos los campos que componen el dataset final. Los
campos del dataset son los siguientes:

TABLE I
ESTRUCTURA DEL DATASET A USAR

Nombre Col Tipo Dato Descripcion
strproyecto varchar Nombre del proyecto
stry s varchar El proyecto es de tipo VIS (SI o NO)
str;nsumogetalle varchar Descripcion detallada asignada al insumo
strynsumogq grupado varchar Descripcion de la agrupacién asignada al insumo
str¢ipocosto varchar Descripcion del tipo de costo
valiotal;nsumo int Valor total del insumo

El dataset utilizado incluye datos de 64 registros relaciona-
dos con proyectos inmobiliarios. Las principales variables son:

e Variables categéricas: Nombre del proyecto, tipo de in-
sumo, categoria del insumo, entre otras.

o Variable objetivo: val_total_insumo, que representa el
costo total de los insumos en cada proyecto

B. Modelo Random Forest Regressor

El modelo Random Forest Regressor es un algoritmo de
aprendizaje supervisado basado en el ensamblado de arboles
de decisidon. Su objetivo es realizar predicciones precisas al
combinar los resultados de miiltiples arboles de decision,



lo que reduce problemas como el sobreajuste y mejora la
generalizacién del modelo [13].
Hiperpardmetros principales

o n_estimators (Numero de arboles): Determina la cantidad
de arboles en el bosque. Un mayor nimero mejora la
estabilidad, pero incrementa el tiempo de entrenamiento.

o max_depth (Profundidad médxima): Controla la profundi-
dad maxima de los arboles para evitar drboles extremada-
mente especificos.

o min_samples_split (Muestras minimas para dividir):
Nimero minimo de muestras requeridas para dividir un
nodo.

o min_samples_leaf (Muestras minimas en una hoja):
Ayuda a controlar el crecimiento excesivo de los drboles.

o max_features (Caracteristicas por nodo): Especifica
cuantas caracteristicas considerar en cada divisién. [13].

El modelo principal usado en este proyecto fue Random
Forest Regressor, optimizado con GridSearchCV. Este mod-
elo no lineal es robusto frente a relaciones complejas entre
variables, valores atipicos y multicolinealidad. Asimismo, fue
elegido debido a:

- Complejidad de las relaciones entre variables: Los costos
de proyectos inmobiliarios involucran multiples factores no
lineales.

- Robustez frente a multicolinealidad: A diferencia de la
regresion lineal, Random Forest no se ve afectado por la alta
correlacion entre variables predictoras.

- Capacidad para manejar datos heterogéneos: Incluye tanto
variables categdricas como numéricas sin necesidad de trans-
formaciones exhaustivas.

En general, el Random Forest Regressor es una herramienta
poderosa para abordar problemas de prediccién en escenarios
complejos y con ruido, como el andlisis de costos inmobil-
iarios. Su capacidad para capturar relaciones no lineales lo
hace ideal en contextos donde la simplicidad de los modelos
lineales no es suficiente.

El proceso desarrollado para la implementacién del modelo
de forma general sigue los siguientes pasos:

o Preprocesamiento de datos:
- Codificacion de variables categoéricas.
- Imputacién de valores faltantes y eliminacién de dupli-
cados.
- Creacion de una nueva variable objetivo: to-
tal_cost_per_project.

« Divisioén de datos:

Separacién en conjuntos de entrenamiento (80%) y
prueba (20%).

o Optimizacién de hiperpardmetros:
Evaluaciéon de configuraciones
max_depth, min_samples_split,
mediante validacion cruzada.

o Entrenamiento y evaluacién:

- Ajuste del modelo en el conjunto de entrenamiento.
- Evaluacioén en el conjunto de prueba con métricas como
R? y RMSE.

para n_estimators,
y min_samples_leaf

V. RESULTADOS Y DISCUSION
A. Validacion del Modelo

El modelo Random Forest Regressor, optimizado mediante
GridSearchCV, alcanzé6 un coeficiente de determinacion R2 de
0.938, este alto valor de R? indica que el modelo es capaz
de explicar el 93.8% de la variabilidad en los costos de los
proyectos inmobiliarios.

En cuanto al error cuadratico medio raiz (RMSE), el valor
obtenido fue 129,195,291, lo que sugiere un buen nivel de
precisién en las predicciones, considerando la magnitud de
los costos asociados a proyectos inmobiliarios, el cual para un
proyecto VIS en promedio tiene un costo de 11,000,000,000
pesos colombianos y para un proyecto NO VIS tiene un
costo promedio de 40,000,000,000 pesos colombianos. Cabe
destacar Un RMSE bajo indica un mejor ajuste del modelo.

Asimismo, en la Figura 1 se muestra el resultado de la
Distribucién Residual, donde se evidencia que esta centrado en
torno a cero y tiene una distribucién aproximadamente normal,
lo que evidencia la buena calidad del modelo empleado.

Residuals Distribution - Tuned Model
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Fig. 1. Distribucion de Residuos.

La inclusién de un modelo no lineal como Random For-
est permitié capturar interacciones mds complejas entre las
variables predictoras, lo que contribuyé al incremento en la
precision del modelo.

B. Desemperio del Modelo

La evaluaciéon del modelo en el conjunto de prueba ev-
idencié predicciones consistentes y ajustadas a los valores
reales.

La Figura 2 compara los valores reales y predichos del
conjunto de prueba. El grafico muestra una alineacién entre
ambas series, destacando la precision del modelo en la mayoria
de los casos.

C. Discusion

El uso de Random Forest Regressor demostrd ser una
decision acertada debido a su capacidad para capturar inter-
acciones complejas entre las variables y manejar datos con
ruido. Sin embargo, el RMSE ain puede mejorar con la
integraciéon de mds variables explicativas, como indicadores
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Fig. 2. Valores reales vs. predichos

macroecondémicos, y mediante la exploracién de técnicas como
Gradient Boosting (XGBoost o LightGBM).

El enfoque de este estudio destaca la importancia de utilizar
modelos no lineales y estrategias avanzadas de preproce-
samiento en problemas complejos como la estimacién de
costos. Ademas, el andlisis de residuos y multicolinealidad
contribuyd a garantizar la validez y estabilidad del modelo.

CONCLUSIONES

Los resultados obtenidos con el modelo Random Forest
Regressor evidencian un avance significativo en la capacidad
de predecir costos en proyectos inmobiliarios. Con un R? de
0.938, el modelo establece una base sélida para su imple-
mentacién en entornos productivos.

El andlisis sugiere que la consideracién de modelos no
lineales es crucial para abordar la alta complejidad de los
datos en el sector de la construccion. Ademds, la integracion
de técnicas avanzadas de preprocesamiento y optimizacion de
hiperparametros es fundamental para maximizar la capacidad
predictiva.

En futuros trabajos, se recomienda explorar modelos
de Gradient Boosting, como XGBoost o LightGBM, para
comparar su desempefio con el modelo actual y continuar
mejorando las predicciones. Asimismo, la incorporacién
de mas variables relevantes, como indicadores econdmicos
o geograficos, podria enriquecer ain mds el modelo y su
aplicabilidad.
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